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# Prefacio {-}

Tras varios anos de emplear parte del material que conforma esta obra como notas
de clase de un curso de andilisis cuantitativo de la Maestria en Ciencia de datfos de la
Universidad Icesi de Cali, decidimos convertir estas notas en una obra autocontenida.
Los contenidos de los capitulos y su arquitectura, son producto de los comentarios va-
liosos de los estudiantes de este curso y los investigadores del Cienfi, con quienes estoy
infinitamente agradecido.

En la practica es comun encontrarse con cientificos de datos que emplean el mo-
delo de regresidon multiple para resolver preguntas de negocio. Si bien es popular ese
uso, es poco frecuente observar en la practica el chequeo de todos los supuestos que
estan detras de este modelo y que hacen que éste pueda generar respuestas ade-
cuadas.

El objetivo de este libro es presentar el modelo estadistico cldsico de regresién malti-
ple con toda la formalidad posible a los cientificos de datos. Para lograr este objetivo se
presenta una mezcla entre los fundamentos (estadisticos y de dlgebra lineal) tedricos
del modelo y cémo llevarlo a la practica empleando R.

En el Capitulo 1 se presenta una infroduccidn a las diferentes tareas que puede de-
sarrollar con datos un cientifico de datos y tipos de analitica. Se infroduce la nocién de
analitica diagndstica, predictiva y prescriptiva. Posteriormente, en los Capitulos 2 al 4
se presenta el modelo cldsico de regresion mdltiple. En esta parte del libro se discute el
modelo como tal, la inferencia en este, las medidas de bondad de agjuste y cdmo com-
parar modelos. La segunda parte del libro (Extendiendo el modelo cldsico de regresion
multiple) comprende los Capitulos 5 al 7. En esta parte se introducen dos herramientas
poderosas para los cientificos de datos: las variables dummy y la seleccién automdatica
de modelos. Esta secciéon culmina con nuestro primer caso completo de aplicacion.
Este caso emplea lo estudiado hasta ese momento para mostrar paso a paso codmo
responder una pregunta de negocio empleando el modelo cldsico de regresion mal-
tiple. La tercera parte del libro (Problemas econométricos) discute problemas con los
datos como la multicolinealidad (Capitulo 8), y las implicaciones y cémo resolver las
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violaciones de supuestos como la heteroscedasticidad (Capitulo 9) y la autocorrelo-
cion (Capitulo 11). Esta seccidn concluye actualizando nuestro primer caso de apli-
cacién chequeando el cumplimiento de los supuestos del modelo y corrigiendo 1os
problemas detectados. La cuarta seccidon del libro discute cémo se puede emplear el
modelo de regresion para hacer analitica predictiva (Capitulo 12 y presenta un caso
prdctico que integra todo lo estudiado en este libro (Capitulo 13. En la quinta seccidn
del libro (Apéndices: Conceptos bdasicos dlgebra matricial y estadistica) se puede en-
contrar dos capitulos que recogen los fundamentos estadisticos y de dlgebra matricial
necesarios para seguir la argumentacion formal del libro. La Ultima seccidén presenta
la respuesta a algunos ejercicios que se sugieren al final de cada uno de los capitulos
de las primeras tres secciones del libro.

Este libro supone que el lector tiene un manejo basico de R'. Se espera del lector que
pueda cargar diferentes formatos de archivos a R, conozca las principales clases de
objetos (en especial los objetos de clase data.frame) y pueda realizar graficas bdsicas.
Por ofro lado, el libro también supone un conocimiento bdsico de estadistica? y dlgebra
matricial®.

'Para una infroduccién a R ver Alonso y Ocampo (2022).

2En el Capitulo 15 se presenta un repaso de los conceptos de la estadistica, necesarios para seguir los
argumentos de este libro.

3En el Capitulo 14 se presenta un repaso de los conceptos de dlgebra matricial, necesarios para seguir
los argumentos de este libro.



Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

m Explicar en sus propias palabras las diferentes tareas de analitica

m Explicar en sus propias palabras los tipos de analitica

» Explicar en sus propias palabras las diferencias entre la aproximaciéon economé-
frica tradicional y la de andlisis de los cientificos de datos
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Los modelos de andlitica y la disponibilidad de grandes volimenes de informacion
estdn transformando el mundo de los negocios y la forma como las organizaciones ge-
neran valor para sus grupos de interés. La gran cantidad de datos disponibles genera
grandes oportunidades para emplear herramientas de business analyfics y Big Data
que permitan tanto optimizar los procesos actuales de la organizacién, como gene-
rar caracteristicas diferenciadoras que acompanen los nuevos productos que lanza la
organizacion.,

Los datos se han convertido en un recurso muy importante para las organizaciones,
y el business analytics se ha convertido en la forma cdmo las organizaciones pueden
monetizar ese recurso. El business analytics es el proceso cientifico de transformar datos
en insights con el propdsito de fomar mejores decisiones. En dltimas, el business analy-
tics empodera a la organizacidon para el logro de su mision.

En ese proceso cientifico de transformar datos en conclusiones con el propdsito de
tfomar mejores decisiones existen diferentes actividades que van desde la recoleccion
de datos y su almacenamiento hasta la foma de la decisiéon; pasando por la extrac-
cion, limpieza y preparacion de los datos, su exploracion y visualizacion y el modelado
0 experimentacidon o prediccidn o lo que sea que requiera para responder la pregun-
ta de negocio planteada. Estas actividades no son desarrolladas por una sola perso-
na. Normalmente existe un equipo con profesionales calificados que fienen diferentes
competencias y roles en este proceso. En estos equipos estd como nodo central el
cientifico de datos quien estima y entrena modelos estadisticos y de inteligencia arti-
ficial o disefa experimentos para resolver las preguntas de negocio planteadas.

Figura 1.1. Material multimedia: roles en la andlitica

=

355

Fuente: elaboracion propia. https://youtu.be/rhLlWa-vOxyU

El cientifico de datos exitoso necesita fener en su caja de herramientas diferentes
aproximaciones estadisticas y de inteligencia arfificial para poder emplear la herro-
mienta adecuada para responder determinada pregunta de negocio. Este libro se
centra en la tarea de regresion (que se explicard mds adelante) y en una herramienta
estadistica muy potente y flexible: el modelo cldsico de regresion multiple.
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Antes de entrar en materia con el modelo cldsico de regresion, en este capitulo
estudiaremos las diferentes tareas de la analitica, los tipos de andlitica y la diferencia
entre la aproximacion tradicional de las ciencias y la ciencia de datos al momento de
usar el modelo de regresion.

1.1 Tareas del cientifico de datos

El cientifico de datos en sus labores cotidianas se encuentra siempre en la necesidad
de escoger la mejor herramienta para responder la pregunta de negocio planteada.
Las respuestas a las preguntas de negocio implican diferentes tareas que se pueden
clasificar en uno o varios de 1os siguientes tipos:

Resumir

Visualizar

Clusterizar (Agrupar)
Clasificar

Detectar excepciones
Asociar

Estimar regresiones
Pronosticar

Resumir implica simplificar la representacion de los datos para generar informacion.
La tareas de Visualizar facilita la comprension y el descubrimiento de los datos por me-
dio de grdficos. El clustering parte de una muestra para encontrar grupos de elementos
similares. Por ejemplo, en la Figura 1.2 se presenta un conjunto de clientes que por me-
dio de un modelo de clUstering es distribuido en dos grupos de acuerdo con ciertas
caracteristicas.

Figura 1.2. Tarea de clustering
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Fuente: elaboracién propia.
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Para realizar las diferentes tareas de analitica empleamos modelos o algoritmos'. En
el ejemplo de la Figura 1.2 el modelo de clustering encuentra dos grupos: los que tienen
gafasy los que no. Este tipo de modelo no tiene una variable a explicar e implica que el
modelo o algoritmo aprenda sobre la estructura de los datos. A este tipo de algoritmos
se les conoce como modelos de aprendizaje no supervisado.

Figura 1.3. Material multimedia: tarea de clastering

Fuente: elaboracion propia. hitps://youtu.be/z0LX3sBSuXg

Los modelos o algoritmos en algunos casos pueden ser Utiles para hacer mds de una tarea de analitica,
como veremos mds adelante. Por eso es importante distinguir entre la tarea de analitica y los modelos y
algoritmos.



Tareas del cientifico de datos

25

La tarea de Clasificacion tiene como finalidad predecir la categoria de un individuo.
Por ejemplo, en algunas situaciones se deseard determinar si un nuevo cliente compra-
rd o no nuestro producto. En este caso las categorias son compra o ho compra. Otro
fipo de preguntas que puede resolver esta tarea son: ¢se ird el cliente?, ¢pagard el
crédito? y ¢serd el individuo un buen mafch para la posicion? En la Figura 1.4 se pre-
senta una representacion grafica de esta tarea. Para esta tarea se emplean modelos
o algoritmos que se estiman? empleando una muestra de individuos para los cudles se
tiene informacién de sus caracteristicas y una variable dependiente que recoge si el
individuo pertenece o no a una categoria. En este orden de ideas, los modelos que
se emplean para esta tarea son modelos que infentan entender la relaciéon entre unas
variables y una variable categdrica; relacidon que ya ocurrié en algun periodo. Este fi-
po de modelos se les conoce como algoritmos de aprendizaje supervisado, pues al
modelo se le debe “ensenar” a que categoria pertenece cada individuo.

Figura 1.4. Tarea de clasificacion
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Fuente: elaboraciéon propia.

2En el mundo de la estadistica se emplea la expresidn “estimar un modelo” para la construccién de un
modelo a partir de una muestra. Por otro lado, en el mundo de la inteligencia artificial se emplea la expresion
“entrenar un modelo”.
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Figura 1.5. Material multimedia: tarea de clasificacion

Fuente: elaboracioén propia. https://youtu.be/0K7ryPOUKGo

La tarea de Detfeccion de excepciones tiene como objetivo encontrar individuos
con caracteristicas o comportamiento diferentes. Esta tarea emplea modelos de
aprendizaje no supervisado. La tarea de encontrar Asociaciones busca reglas de
co-ocurrencia de productos en diferentes canastas. Es decir, busca encontrar cudles
productos son comprados regularmente al mismo tiempo que otros para poder sugerir
composicion de canastas. Estos modelos infentan encontrar la estructura de los datos
sin la necesidad de ensenarle al algoritmo cudles son las co-ocurrencias. Estos son
modelos de aprendizaje no supervisado.

La tarea de Estimar regresiones implica encontrar relaciones entre muchas variables
y una variable cuantitativa de interés. Esto puede ser tanto para entender qué variables
estdn asociadas a un fendmeno, como para simular el comportamiento en diferentes
escenarios. En la Figura 1.6 se presenta un ejemplo en el que se tienen las caracte-
risticas de diferentes clientes y variables como el gasto en publicidad (estas son las
variables independientes) y el precio y el modelo de regresion determina la relaciéon
de estas variables con el monto (en dinero) de las compras (variable dependiente).
Estos modelos son considerados modelos de aprendizaje supervisado.

La ftarea de Estimar regresiones se puede desarrollar empleando algoritmos de in-
teligencia artificial 0 modelos estadisticos. Los modelos estadisticos empleados para
la estimacidn de las relaciones entre una variable dependiente y una o mas variables
independientes pueden ser clasificados en dos grandes categorias: los lineales y los no
lineales. Los modelos de regresion que asumen una relacion lineal entre las variables
independientes y la dependiente corresponden al modelo clasico de regresion malti-
ple. Este tipo de modelo, aungue a primera vista pareceria muy restrictivo el supuesto
del comportamiento lineal, puede ser muy flexible como lo veremos a o largo de este
libro.

Finalmente, la tarea de generar Prondsticos implica predecir el comportamiento fu-
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Figura 1.6. Tarea de regresion
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Fuente: elaboracién propia.

turo de una variable cuantitativad. Para esta tarea se emplean los patrones de com-
portamiento pasados para extrapolarlas al futuro. Estos modelos son considerados mo-
delos de aprendizaje supervisado.

Este libro se concentra en el modelo Cldsico de Regresidon Mdltiple que permite rea-
lizar la tarea de Esfimar regresiones y en algunos casos la tarea de Pronostficar si se
emplea un componente temporal en el modelo. Este modelo fue desarrollado por la
estadistica, y los economistas han popularizado su uso para variables econémicas y del
mundo de los negocios dando origen a una disciplina conocida como la econometria.
En este orden de ideas, en este libro nos concentramos en este modelo econométrico.
Estas herramientas de la econometria constituyen hoy un pilar importante de la caja
de herramientas de los cientificos de datos. En la seccidn 1.3 se discute la diferencia
entre la aproximacioén de la econometria a resolver problemas empleando el modelo
clasico de regresion multiple y la ciencia de datos.

1.2 Tipos de analitica

Antfes de contfinuar es importante recordar que existen cuatro tipos de andalitica:
descriptiva, diagnostica, predictiva y prescriptiva. (Ver Figura 1.8). Estos tipos de ano-
litica engloban las tfareas que discutimos anteriormente. No necesariamente un tipo
de analitica es mejor que otra, cada una cumple una funcién diferente y responde a
preguntas diferentes. Pero, es claro que a medida que pasamos de la analitica des-
criptiva a la prescriptiva se genera mayor valor a las organizaciones, al tiempo que se

3Los modelos de regresidn que se discuten a continuacion pueden ser empleados para hacer la tarea
de pronosticar.
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estd aumentando el grado de complejidad.

Figura 1.7. Material multimedia: tipos de analitica

b

Fuente: elaboracioén propia. https://shorturl.at/hllQW




Tipos de analitica

29

Figura 1.8. Tipos de analitica
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La analitica descriptiva responde a la pregunta ¢qué estd pasando en mi negocio?
Para esto emplea las bases de datos de la companiia, o las disponibles publicamen-
te? y emplea la estadistica descriptiva para explorar los datos, resumir informacion en
reportes y visualizaciones que sean Utiles para entender qué ha pasado y qué estd
pasando con el negocio. Este tipo de analitica es la mas utilizada en las empresas y es
la que requiere menor grado de sofisticacion técnica para aplicarlas.

La analitica diagnéstica tipicamente quiere responder la pregunta de por qué estd
pasando lo que estd pasando en el negocio. Este tipo de andilisis tiene la capacidad
de encontrar las causas de los problemas, la raiz de las relaciones y es capaz de aislar
los efectos de diferentes fendmenos. El modelo de regresidn que estudiaremos en este
documento permite encontrar relaciones y aislar efectos.

La andlitica predictiva busca responder la pregunta: ¢qué es posible que ocurra?
Para esto se apoya en datos histéricos; es decir, con los datos que ya se tiene, se predi-
cen comportamientos que adn no se conocen. En otras palabras, con datos ya existen-
tes se predicen los datos que adn no se tienen o no han ocurrido. La predicciéon implica
estimar los resultados de los datos no vistos. La creacion de prondsticos (forecasting en
inglés) es un drea de la prediccidn en la que se realizan conjeturas sobre el futuro,
basdndonos en datos de series de tiempo®. La Unica diferencia entre la prediccion y
los prondsticos es que en esta ultima se considera la dimension temporal. La analitica
predictiva tiene como intencidn generar predicciones de variables cuantitativas.

El modelo de regresion multiple puede emplearse tanto para hacer predicciones
como prondsticos. Por ejemplo, si se emplea una muestra de muchos individuos en el
mismo periodo (muestra de corte trasversal) para encontrar las variables asociadas a
la cantidad de unidades que compra un cliente, el modelo podria ser empleado para
responder la pregunta ¢, cudnto compraria un nuevo cliente con determinadas carac-
teristicas? En el Capitulo 12 se discutird el uso del modelo de regresion mdltiple para
hacer predicciones. Si el modelo de regresion maltiple es estimado con series de tiem-
PO (se observa uno o varios objetos de estudio periodo tras periodo), entonces podrd
ser empleado para hacer prondsticos. Por ejemplo, si se cuenta con las ventas men-
suales para muchos periodos y el modelo encuentra que variables estan asociadas a
estas ventas mes fras mes, el modelo podria responder la pregunta que ocurrird en el
futuro con las ventas. Con este tipo de modelos podemos responder preguntas como:
¢cudnto es lo mds probable que venda un producto el proximo ano?

Finalmente, la analitica prescriptiva busca responder la pregunta: ¢qué necesito ha-
cer?. Este tipo de analitica hace énfasis en el uso de técnicas de optimizacién para
identificar cudl es la mejor alternativa para minimizar o maximizar algun objetivo, asi
como modelos que permitan simular situaciones. El modelo de regresion multiple pue-
den hacer parte de un andilisis prescriptivo como se discutird mds adelante.

4Para ver una introduccién rdpida al tipo de datos que se emplean en el business analytics ver el video
disponible en el siguiente enlace: https://youtu.be/20xY2UTI_Bs.

5Una serie de tiempo es una secuencia de datos que se producen en orden sucesivo a lo largo de un
periodo de tiempo. Por ejempilo, el precio del ddlar para los ultimos 100 dias es una serie de tiempo. Ofro
ejemplo de datos de serie de tiempo son los datos de ventas mensuales, el precio mensual del producto y
el gasto en publicidad mensual para los ulfimos 60 meses.


https://youtu.be/2OxY2UTI_Bs
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1.3 Aproximacion econométrica vs los cientificos de datos

La econometria es una disciplina que unifica las matemdaticas, la estadistica y la teo-
ria econémica con el objetivo de entender cuantitativamente las relaciones econdmi-
cas (Frisch, 1933). Esta ha desarrollado unas técnicas estadisticas que le han permitido
convertirse en una rama de la estadistica. Si bien las técnicas que estudiaremos en este
libro no son exclusivas de la econometria, la aplicacién del modelo de regresidon mul-
fiple a problemas de los negocios y la economia se conoce como una aproximacion
econométrica. Pero hay que tener cuidado y distinguir claramente las herramientas de
la econometria y la aproximacién econométrica alos problemas, pues como cientifico
de datos emplearemos las herramientas de la econometria pero no la aproximacion
econométrica para hacer validar los modelos tedricos de la ciencia econdmica.

Figura 1.9. Ruta metodolégica tradicional de la econometria

Modelo
Tedrico

Modelo
Econométrico

Predicciones
(pronésticos)

Estimacion
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dela
Inferencia realidad
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Fuente: adaptado a partir de Spanos (1986).

Para lograr su objetivo, la econometria emplea una ruta metodoldgica que parte de
un modelo tedrico; es decir, de una formulaciéon matemdatica de alguna teoria, como
se muestra en la Figura 1.9 que fue adaptada de Spanos (1986).

Luego, el econometrista transforma este modelo tedrico en un modelo estadistico
0 economeétrico. El modelo econométrico serd construido con variables medibles que
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suponemos representan adecuadamente los conceptos tedricos y se le anade un tér-
mino de error.

En un siguiente paso, el econometrista estima el modelo usando métodos estadisti-
cos que implican supuestos explicitos e implicitos y datos reales. Si alguno de los supues-
tos del modelo no se cumple, el econometrista debe corregir el modelo al especificar
adecuadamente el término de error o solucionando el problema que estd generando
la violacién del supuesto. Esto se hace para que la herramienta estadistica (economeé-
trica) se comporte bien y permita tener confiabilidad en los resultados®.

Una vez el econometrista tiene el modelo estadistico adecuado, procede a com-
probar estadisticamente el cumplimiento o no de las restricciones planteadas por la
teoria. Si el modelo estimado refleja el comportamiento real adecuadamente, el eco-
nometrista pues emplea las estimaciones para hacer predicciones y evaluaciones de
los aspectos de la realidad relevantes; en caso contrario, el econometrista deberd em-
pezar el proceso nuevamente, buscando un modelo tedrico que explique adecuada-
mente las relaciones bajo estudio.

Sin embargo, la aproximacion del cientifico de datos es diferente, si bien la herra-
mienta (el modelo cldsico de regresidon maltiple ) es la misma. En la ciencia de datos no
se cuenta con una teoria detrds, pero si con una cantidad relativamente grande de
variables candidatas a ser parte del mecanismo que realmente genera los datos que
observamos(el Data Generating Process o DGP)’. Es decir, tenemos datos y no es de
interés probar un modelo tedrico. En otras palabras, el cientifico de datos estd interesa-
do en encontrar patrones de comportamiento que permitan responder preguntas de
negocio y No redlizar ciencia en su sentido estricto. Es decir, no es tarea del cientifico
de datos validar modelos tedricos y no tfiene como motivacion del gjercicio empirico
comprobar el cumplimiento o no de una teoria que presente hipdtesis. La segunda
ruta metodoldgica que es la que adopta el cientifico de datos, y menos fradicional
en la econometria, implica partir de los datos para encontrar qué variable explican la
variable dependiente. En ofras palabras, en esta aproximacion se interpreta el modelo
econométrico como una aproximacion al verdadero DGP.

De acuerdo a esta segunda ruta metodoldgica, que se ilustra en la Figura 1.10, el
modelo econométrico usa variables aleatorias disponibles en las bases de datos para
especificar una descripcion de un mecanismo que genera los datos?.

En la practica, el cientifico de datos empleard todas las variables disponibles para
explicar la variable de interés y dejard que sean los datos quienes “hablen” para asi
detectar cudles variables hacen parte o no del DGP.

No obstante, debido a que esimposible tener variables para todas las caracteristicas
de larealidad?, el modelo estimado por esta ruta metodoldgica serd en todo caso una

SEn el Capitulo 2 discutiremos ¢, qué significa que los resultados sean confiables? y ¢ cudles son los supuestos
de esta herramienta?.

7El DGP es la “férmula” o ley de movimiento que muestra la relacién que existe entre las variables expli-
cativas y la variable dependiente. En el siguiente capitulo discutiremos el DGP en detalle.

8Cuando el modelo tedrico es el DGPy, por ello, el modelo econométrico difiere del tedrico Gnicamente
por razones puramente aleatorias, las dos metodologias coinciden.

?Es decir, fodas las variables asociadas al mecanismo que genera los datos.
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Figura 1.10. Ruta metodoldégica de los cientificos de datos
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Fuente: adaptado a partir de Spanos (1986).

simplificacién de la realidad. A lo largo de este libro, nos concentraremos en el drea
punteada de la Figura 1.10.
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Objetivos del capitulo
El lector, al finalizar este capitulo, estard en capacidad de:

» Explicar en sus propias palabras cudles son los supuestos del Teorema de Gauss-
Markov

m Explicar en sus propias palabras cudles son las propiedades de lo estimadores
MCO

Estimar un modelo lineal con mds de una variable explicativa empleando R .
Identificar los coeficientes estimados por R.

Transformar y crear variables en R.

Interpretar los componentes de las tablas de salida que proporciona R.
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2.1 Introduccion

El cientifico de datos pocas veces se enfrenta con un problema bien definido en el
que la teoria pueda aplicarse directamente, ya sea por la disponibilidad de informa-
cién para construir determinada variable o porque el problema no se encuentra aco-
tado. Asi, tipicamente el cientifico de datfos se encuentra enfrentado a un problema
en el que la variable a explicar (variable dependiente) es clara y existe un conjunto
amplio de posibles variables explicativas. Antes de enfrentar ese problema un poco
mds complicado, supongamos que confamos con un ndmero reducido de variables
explicativas.

Por ejemplo, supongamos que gueremos responder la pregunta de negocio: ¢de
qué dependen las cantidades compradas de mi producto estrella Q? Y supongamos
ademds que se cuenta con una base de datos con las siguientes posibles variables
explicativas: el precio del producto estrella p,., el precio de un producto idéntico de la
competencia que puede sustituir nuestro producto p.,s:. €l precio de un precio de un
producto que acompana (o complementa) el consumo de nuestro Producto peomy Y
el nivel de actividad econdmica que puede ser una variable que aproxime el ingreso
que tienen los consumidores para comprar mi producto I. Asi, la tarea del cientifico
de datos serd construir un modelo que cumpla la tarea de regresion que le permita
hacer analitica diagndstica . Estas variables disponibles podrian permitir inicialmente
emplear un modelo que permita representar las cantidades compradas en funcién de
las variables explicativas disponibles. En otfras palabras:

Q - Q.L (pw7pcomp7 Psust I) (2])

Naturalmente, no hay nada que permita saber a priori (antes de usar los datos) si
realmente son todas estas 4 variables importantes para explicar a Q. En el Capitulo 3
se discutird cdmo determinar con los datos cudles variables afectan y cudles no a la
variable dependiente.

Por ofro lado, es importante determinar la forma de la funcién Q.. (). Por ejemplo, la
forma funcional puede ser:

o 1
Qx (pazapcomp;psusta I) — ,‘pro + Im + In (@psust) + OéOI (22)
(e}
Q:L’ (pxapcompypsustv I) = ﬂO + ﬁlpm + ﬂQpcomp + ﬂBpsust + 541 (23)

AUN mads, el cardcter de las relaciones funcionales expresadas en (2.2) y (2.3) es
deterministico’. Estas dos expresiones corresponden a modelos matematicos (exactos)
y no estadisticos.

En la practica se reconoce que las relaciones entre la variables independientes y la
dependiente no tienen por qué ser exactas y se incluye un término aleatorio de error

"No incluyen una variable aleatoria.
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en los modelos a estimar?. La inclusion de este término de error se justifica de diferentes
formas. Por ejemplo?:

® | as respuestas humanas individuales a diferentes incentivos no son exactas y, por
tfanto, no son predecibles con total cerfidumbre; aunque se espera que en pro-
medio si lo sean.

= En general, esimposible pretender que un modelo recoja todas y cada una de las
variables que afectan directamente una variable, pues precisamente un modelo
econdmico es una simplificacién de la realidad vy, por tanto, omite detalles de
ella. Es importante anotar que en algunas ocasiones las variables que se omiten
son conocidas, pero el investigador no cuenta con informacién para medir esas
variables, por tanto deben ser omitidas.

» La variable dependiente puede estar medida con error, pues en la prdctica los
agregados econdmicos normalmente son estimados a partir de muestras. El error
de medicidn en la variable dependiente estard recogido en el término de error,
pues nuestro modelo no pretenderd explicar el error de medicion sino el compor-
tfamiento promedio del agregado econdmico.

= En algunas oportunidades las relaciones entre variables enunciadas por la teoria
econdmica son producto de un esfuerzo de resumir un conjunto de decisiones
individuales. Asi como las decisiones individuales son diferentes de individuo a
individuo, cualquier intfento por estimar estas relaciones a nivel agregado serd
simplemente una aproximacion; por tanto la diferencia entre esta aproximacion
y el valor real serd atribuida al término de error.

Entonces, todo modelo econométrico poseerd una parte aleatoria y una que no
lo es (parte deterministica). Por ejemplo, si se considera la relacién funcional expre-
sada en la ecuacién (2.1), el correspondiente modelo estadistico corresponderd a
Q = Qx (pzapcompvpsush I) +e, donde Qx (pzvpcompvpsustv I) CorreSponde a |O pOfCién de'
terministica del modelo y ¢ representa el término aleatorio de error.

En la prdctica, los cientificos de datos adoptan como estrategia fomar una primera
aproximacion a las relaciones funcionales por medio de relaciones lineales (como en
la expresion (2.3) o linealizables. En este libro concentraremos nuestra atencidén en los
modelos lineales. Es decir, modelos de la siguiente forma:

Y; = Bo + B1X1i + BaXoi + 5. (2.4)

En este modelo podemos distinguir varios componentes: la variable dependiente
(v3), las variables independientes (X1, y X2), los coeficientes o pardmetros? (8y. 81 Y
B2).y el término de error (g;). Adicionalmente, se presenta un subindice ¢ que represen-
ta que dicha relacién se cumple para cualquier observacion ¢ que se readlice. Tipica-
mente i se encuentra entre 1y n (el tamano de la muestra); es decir, i = 1,2,...,n. Es

2Noten que si no existiera un término aleatorio en nuestro modelo, entonces estariamos hablando de mo-
delos deterministicos y no requeririamos de métodos estadisticos para determinar los pardmetros del modelo.

3Para ver mas justificaciones para la inclusion del término de error, el lector puede consultar Gujarati y
Porter (2011).

4Los pardmetros corresponden a nimeros (constantes) que describen la relacion entre las variables inde-
pendientesy la variable dependiente. Tipicamente se expresan con lefras griegas. Mds adelante se ampliard
esta idea.
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importante anotar que normalmente cuando se emplean datos de series de tiempo,
el subindice i es cambiado por una t. En ofras palabras, tipicamente se emplea el sub-
indice ¢ cuando se cuenta con datos de corte trasversal, dado que « representa a los
individuos que estan bajo estudio en un periodo determinado. Y cuando se emplean
series de tiempo, el subindice que se emplea es t que representa el periodo (el fiempo)
de la observacion.

Antes de entrar en detalle, es importante aclarar qué se entiende por modelo lineal
en este contexto. Para ser mas precisos, cuando nos referimos a un modelo de regresion
lineal, estamos hablando de un modelo que es lineal en sus pardmetros y el término
de error es aditivo. En otras palabras, los pardmetros® estan multiplicando a las varia-
bles explicativas o representan un intercepto. Formalmente, un modelo se considera un
modelo lineal si la variable dependiente se puede expresar como una combinacion
lineal de las variables explicativas y un término de error, donde los pardmetros son los
coeficientes de la combinacion lineal.

Por ejemplo, el modelo:
Y = Bo + f1X1i + B2 X + & (2.5)

es un modelo (estadistico) lineal, pues es lineal en los pardmetros 87 = (B, 1, B2); €n
este caso, estos representan un intercepto y pendientes (Ver ejemplo en la seccidon
2.1.1), y el término de error es aditivo. Por otro lado, un modelo como

Y; = Bo + (X1)™ + BoXoi + & 2.6)

no es un modelo lineal, pues el modelo no es lineal respecto a 51, el cual representa
una potencia.

Ahora bien, es importante resaltar que un modelo econométrico puede ser lineal
en los pardmetros y tener un término aleatorio aditivo, pero no representar una linea
recta, un plano o sus equivalentes en dimensiones mayores. En estos casos, aunque
no se frata de un modelo lineal desde el punto de vista matematico, adn tenemos un
modelo estadistico lineal (Ver seccidn 2.1.2).

Existen ofros modelos especiales que no son lineales en sus pardmetros, pero me-
diante reparametrizaciones’ se convierten en modelos lineales. Estos se conocen con
el nombre de modelos linealizables (0 modelos infrinsecamente lineales) y también
pueden ser estimados por los mismos métodos de estimacién de un modelo lineal.

2.1.1 Ejemplo: Modelo (matemdticamente) lineal

Supongamos la siguiente relacion entre una variable dependiente (Y;) y dos varia-
bles explicativas (X1;, X2;):

Y = Bo + B X1 + B2 X + €4, 2.7)

5A excepcion de la varianza del término de error.

%En el Apéndice de Algebra Matricial (seccidn 14.7) se puede refrescar este concepto.

7Una reparametrizacion es un cambio de nombre de variables y/o pardmetros del problema que man-
fiene la naturaleza de la relacién inalterada.
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donde ¢; es un término aleatorio de error. Entendamos primero la naturaleza de esta
relacion funcional omitiendo el término aleatorio de error. En la Figura 2.1 se puede
observarla funcidnY = By + 1 X1 + B2Xa CON By = =3, 1 =2V B = 4.

Figura 2.1. Parte no estocdstica del modelo linealcon 3, = -3, 3, =2y 3, =4

\

Fuente: elaboracién propia.

Nota que g—}{l = B1: es decir, el coeficiente asociado ala variable independiente X,
corresponden al cambio en la variable dependiente cuando la otfra variable indepen-
diente se mantiene constante. En otras palabras, 8, es la pendiente de la funcién con
respecto al plano formado por los ejes de X; y Y. Esto lo podemos ver mds claramente
si rofamos un poco los ejes (Ver Figura 2.2).

Similarmente, s representa el cambio en la variable dependiente cuando la vario-

ble X, cambia en una unidad dejando X; constante (3, = 83—)%).
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Figura 2.2. Parte no estocdstica del modelo lineal con 3, = -3, 3, =2y 3, = 4 con ejes
rotados.

~

Fuente: elaboracién propia.

2.1.2 Ejemplo: Modelo intrinsecamente lineal

Suponga la siguiente relacién entre una variable dependiente (Y;) y dos variables
explicativas(X;, X2):

Yi=01 +aln(Xy;) + a3 ( ) + &4, (2.8)

1
Xo;
donde ¢; es un término aleatorio de error. En este caso, tfenemos que el modelo es
lineal en los pardmetros a1, as y a3, ademas el error es aditivo; por fanto este modelo
es estadisticamente lineal.

No obstante, el modelo no representa un plano (no es lineal desde el punto de vista
matemdtico), como se puede observar en la Figura 2.3 (en la cual se ha omitido el
término de error). Es importante anotar que en este caso a; No es una pendiente, pues

Y _ ag. imi
Ix. = % Para az ocurre algo similar.

Pero esta funcidn se puede expresar de tal forma que represente un plano; repara-
metrizando, podemos definir Wy; = In (Xy;) y Wa; = (%) Ahora, remplazando estas
dos nuevas variables en el modelo original, tenemos que Y; = a1 + asWy; + asWa; + €.

La Figura 2.4 muestra esta nueva funcion, ignorando el término de error, en el espacio
(Y, Wy, Wa).

Este modelo reparametrizado es un modelo matemdaticamente lineal, representa
un plano. Noten que el modelo (2.8) si es lineal desde el punto de vista estadistico y se
puede estimar por medio de los métodos que estudiaremos en este capitulo.

Es importante anotar que la interpretacién de los pardmetros a; y as €s un poco di-
ferente en este caso. Por ejemplo, a, representa el nidmero de unidades en que cam-
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Figura 2.3. Parte no estocdstica del modelocona; =1, ay =2y a3 = 4.

Fuente: elaboracién propia.

Figura 2.4. Parte no estocdstica del modelo reparametrizadoy cona; = 1, a = 2y
3 = 4.

Fuente: elaboracioén propia.
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biard la variable dependiente cuando W; cambia en una unidad. Es decir ,cuando
el In (X;) cambia en una unidad y no cuando X; cambia. Para interpretar a, en tér-

minos de X; es necesario derivar (2.8) con respecto a Xi: a@éj = %=. Manipulando

algebrdicamente tenemos & = a,. Multiplicando a ambos lados por i, obtene-

1i
oY; o« f 9Y; o« . .z Py '
MOS 73, g = 165+ Es decir, xo75— = 155 Por tanto, la interpretacion de a, en términos

14
de X; es lasiguiente: cuando X; aumenta en uno por ciento, entonces Y; aumentard

Qo i
en & unidades.

2.1.3 Ejemplo: Funciéon de Cobb-Douglas
Una funcién Cobb-Douglas se define como:

Y = af X5 X5 2.9)

donde Y corresponde a la variable dependiente y «; para j = 0,1, 2, 3 son los pardme-
tros a estimar,

Claramente, la expresidn anterior no corresponde a un modelo estadistico, pues no
presenta término aleatorio alguno. Como se discutié anteriormente, existen diferentes
justificaciones para incluir un férmino estocdstico de error. Asi, un modelo econométri-
co a partir de la funcién Cobb-Douglas seria:

Y; = 0o X0 X2 XS0 (2.10)

donde i = 1,2,...,n Y g €s un término aleatorio de error. Es decir, el modelo es vdlido
para cualquiera de las ¢ observaciones. Pero este modelo no es lineal al no ser lineal en
los pardmetros. No obstante, éste se puede linealizar facilmente; aplicando logaritmos
a ambos lados de la expresidon tendremos:

In (Y;) =In (Oéo) “+ oy In (Xh) + a2 In (ng) + a3 In (Xgl) + In (El) (2] ])

Definamos 8 = In (ap) Y p; = In(g;). Enfonces la expresion anterior se puede reescribir
de la siguiente forma:

In (Y;) = ﬁ + a1 ln (Xli) + agIn (XQZ) + aszln (Xgi) + Wi (2]2)

Un aspecto importante de este modelo es la inferpretacion singular de los coefi-
cientes. En este caso, cada «; (solo para j = 1,2, 3) corresponde a la elasticidad de
la variable dependiente con respecto a la variable explicativa ;. Es decir el aumento
porcentual en la variable dependiente dado un aumento en un 1% en la variable ex-
plicativa X ;. Para una demostracion de esta afirmacion se puede ver los ejercicios al
final de este capitulo.

En otras palabras, en general cuando contamos con un modelo lineal con todas
las variables expresadas en logaritmos, entonces las pendientes corresponderdn a las
elasticidades (Ver el ejercicio en la seccioén 2.4.1 para una demostracion).

Por ofro lado, el intercepto § corresponde al valor esperado del logaritmo del valor
de Y cuando todos las variables explicativas son iguales a una unidad. En otras pala-
bras, ag = €. Asl, el infercepto en este modelo tiene una interpretacion dificil y en la
mayoria de las aplicaciones carece de interpretacion.
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2.2 El modelo de regresion miiltiple

Una vez se cuenta con un modelo lineal que representa la relacidn entre diferentes
variables explicativas y la variable dependiente, se deseard conocer los valores de
los pardmetros del modelo. Para lograr este fin, se recopilan n observaciones de las
variables explicativas y de la dependiente. En general, un modelo lineal multiple para
el cual se cuenta con n observaciones y k — 1 variables explicativas estd dado por:

y1= P14+ BeXor + B3 X3 +... + B X+ e

Yo = P14+ B2Xoo 4+ B3 Xz + ... + B X2+ €2
. ) . (2.13)

Yn = B1+ BoaXop + B3Xsn + ... + B Xint en

Para este fipo de modelos, los datos pueden corresponder a dos fipos de estfruc-
tura. Una estructura en la que se observan n individuos en el mismo periodo. A esta
estructura se le conoce como datos de corte trasversal y es equivalente a tomar una
foto de los n individuos. La segunda estructura posible es una serie de tiempo, en la
gue se observa un individuo (objeto de estudio) periodo tras periodo. En este caso es
comun emplear el subindice t para denotar cada periodo que va desde el primero
hasta el T'. Para simplificar, en este libro siempre nos referiremos a n como el tamano
de la muestra, ya sea que empleemos datos de series de tiempo o corte transversal.
Es decir, en este libro tendremos que n representard lo mismo que T'. Existe una tercera
estructura de datos que combina las dos antferiores, muchos individuos que se siguen
en el tiempo. Esta difima estructura se conoce como datos de panel. Las técnicas que
se presentan en este libro solo aplican para las dos primeras estructuras de datos, pero
se pueden extrapolar facimente para la estimacién de modelos con datos de panel.

Regresando a la notacion, para simplificar y ahorrar espacio, escribiremos el modelo
(2.13) de una forma mds abreviada, de tal modo que sélo describamos la observacion
i-ésima del modelo. Es decir:

Yi = B+ PoXoi + B3 X3 + ..+ BeXpi + & (2.14)
parai=1,2,..,n.

Otra forma de expresar el mismo modelo (2.14) de manera adn mds abreviada es
empleando matrices. Sean:

Y1 b1 1 Xop Xz -0 X €1
Y2 B2 1 Xoo X3z -0 Xpo )
y = . ﬁ = . X = , . . , . E = .
Yn nx1 571, Ex1 1 X2n X?m e Xk'n nxk En nx1

Entonces, el modelo (2.14) se puede expresar de forma matricial asi:

Ynx1 = XnxkBex1 + Enx1 (2.15)
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Cuadro 2.1. Terminologia de la regresiéon muiltiple

y XQ,X3,...,Xk

Variable dependiente Variables independientes
Variable explicada Variables explicativas
Variable de respuesta Variables de control
Variable predicha Variables predictoras
Regresando Regresores

Fuente: elaboracion propia.

2.2.1 Supuestos

Es importante estudiar en detalle el vector de errores e. En general, esperaremos que
el error no sea predecible y por tanto trataremos de evitar cualquier componente de-
terministico o comportamiento sistemdatico del error. Asi, asumiremos que en promedio
el término de error es cero. En otras palabras, el valor esperado de cada término de
error es cero®. Formalmente, asumiremos que:

Ele]=0 (2.16)
paratodo i =1,2,...,n, 0 en forma matricial,

Ele] = 0. 2.17)

Oftro supuesto importante para garantizar que los errores son totalmente imprede-
cibles es que cada uno de los errores sea linealmente independientes de los otros. En
caso de existir dependencia lineal, habrd una forma de predecir errores futuros a partir
de la historia de los errores. Por tanto, se asumird que

Eleiej] =FEle;) Ele;] =0 (2.18)
esto equivale a:
Cov (E,’,Ej) =F [67;6]‘} - F [67} E [E‘j} =0
A este supuesto se le conoce como el supuesto de no autocorrelacion entre los errores.

Finalmente, asumiremos que cada uno de los errores fiene |a misma varianza, es
decir se asumird que:
Var[g;] = o* (2.19)

para todo ¢ = 1,2, ..., n. Este supuesto se conoce como homoscedasticidad.
En resumen, asumiremos que el error cumple con las siguientes condiciones:

= media cero,
= independencia lineal entre los errores y

8En caso que el modelo incluya un intercepto, cualquier componente deterministico del error es captu-
rado por el intercepto.
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= varianza constante.

Estos supuestos se acostumbran resumir de diferentes formas; por ejemplo, se pue-
den resumir los tres supuestos expresando que los errores estdn linealmente indepen-
dientemente distribuidos con media cero y varianza constante, denotado por_

gi ~ Li.d. (0,07)

Oftra forma de escribir estos supuestos de forma matricial es:

e~ (0,0%1,),
donde,

Var [e] Cov(e1,e2) -+ Cov(er,en)

Cov (g2,€1) Var [eq) <oo Cov (eg,en)

Var[e] = , : .

Cov (en,e1) Cov(en,e2) - Var [e,]

o2 0 1 0
Varle] = =o° =0T, (2.20)

0 o? 0 1

Por ofro lado, asumiremos que la informacién aportada por cada una de las vario-
bles explicatorias al modelo es relevante. Es decir, no habrd ningdn tipo de relacién
lineal entre las variables explicativas; pues en caso que una variable de control se pu-
diera expresar como una combinacion lineal de otras variables explicativas, la infor-
macién de la primera variable seria irrelevante pues ya estd contenida en las otras. Asi,
asumiremos que X», X3, ..., X son linealmente independientes. A este supuesto tam-
bién se le conoce como el supuesto de no multicolinealidad o no colinealidad) de las
variables explicativas.

También, asumiremos que Xs, X3, ..., X;, son variables no estocdsticas, pues se espera
gue el proceso de muestreo implicito en el modelo y = X3 + ¢ debe poderse repetir
nuMerosas veces y las variables exdgenas no deben cambiar pues corresponden all
disefio de nuestro “experimento”. Asi, se asumird que X,, Xs, ..., X;, son deterministicas’
(no aleatorias) y linealmente independientes entre si.

Oftros supuestos implicitos en nuestro modelo de regresion lineal y = X3 + ¢ €s que
hay en efecto una relacién lineal entre y y X,, X3, ..., X, Asimismo, se supone que es-
ta relaciéon es estable entre observaciones; es decir, los pardmetros del vector 8 son
constantes a lo largo de la muestra.

Finalmente, cabe mencionar que desde el punto de vista estadistico el modelo de
regresion no tiene una connotaciéon de causalidad asociada a él. Asi, para el méto-
do estadistico es igualmente vdlido considerar una de las variables explicativas como
variable dependiente y la variable dependiente como una variable explicativa.,

9El supuesto de que las variables explicativas son deterministicas es un supuesto que se puede levantar sin
muchas implicaciones. Pero por simplicidad, emplearemos este supuesto a lo largo del libro, a menos que
se exprese lo contrario.
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Supuestos del modelo de regresiéon multiple

En resumen, los supuestos del modelo de regresion mdltiple son:
1 Relacién lineal entre y y X5, X3, ..., X,
2 X,, X3, ..., X} son fijas y linealmente independientes (la matriz X tiene rango
completo)
3 El vector de errores ¢ satisface:

m Mediacero Ee] =0

= Varionza constante

= No autocorrelacion.
Es decir, g; ~ i.i.d (0,02) 0 enx1 ~ (Onx1,0°1Ly).

2.2.2 Método de minimos cuadrados ordinarios (MCO)

Como se menciond anteriormente, dadas unas observaciones de la variable depen-
diente e independientes, normalmente se deseard conocer el valor de los coeficientes
o pardmetros (vector 3). Para lograr acercarnos al valor poblacional desconocido de
los coeficientes (3) se emplean estimadores (formulas) que responden a una idea plau-
sible para “adivinar” el valor adecuado de estos'0,

Consideremos un ejemplo muy sencillo como el que se presenta en la Figura 2.5
donde tenemos una muestra de n = 7. En este caso se recopild informacidén para la
variable dependiente y y para una variable explicativa x. Cada punto azul representa
una observacion (un pareja de y vy x).

En este caso, suponiendo la linealidad, el modelo estadistico con el que queremos
describir la relacién entre estas dos variables serd:

yi = P11+ Pawi + & (2.21)

Asi, el objetivo del cientifico de datos es encontrar el vector 3 que estd formado por
el intercepto (8;) y la pendiente (3,). En dltimas encontrar el intercepto y la pendiente
implica trazar una linea recta que aproxime todos los puntos de la Figura 2.5.

Existen muchas posibles rectas que podemos frazar. En la Figura 2.6 se muestran nu-
merosas opciones. Cada linea corresponde a un conjunto “adivinado” (estimado) de
infercepto y pendiente. La pregunta natural es ¢ cudl de esas pendientes es la ade-
cuada?.

Una manera muy comudn de aproximarse a encontrar el “mejor” valor para los co-
eficientes poblacionales desconocidos (5) es minimizar la suma de los errores que pro-
duce el modelo elevados al cuadrado;'’ este método se conoce con el nombre de
Minimos Cuadrados Ordinarios (MCO, o en inglés OLS). Intuitivamente, el método de

105j el lector no se encuentra familiarizado o requiere un repaso con el lenguaje matricial y vectorial se
recomienda revisar el Apéndice de dlgebra matricial que se presenta en el Capitulo 14 al final del libro. Asi
mismo, en el Capitulo 15 se presenta una revision de los conceptos estadisticos necesarios para comprender
este libro.

Elevar al cuadrado el error tiene dos infenciones: 1) evitar que errores positivos y negativos se cancelen
y 2) penalizar errores mds grandes de manera mas fuerte que errores pequenos.
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Figura 2.5. Ejemplo de una muestra observada para dos variables (y y z)

Fuente: elaboracion propia.

Figura 2.6. Posibles lineas que se pueden trazar para una muestra observada de y y =

Fuente: elaboracién propia.
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MCO minimiza la suma de la distancia entre cada una de Iqs observaciones de la
variable dependiente (y) y lo que el modelo “predice” (§ = XJ).

En la Figura 2.7 se presenta con lineas rojas cada una de las distancias entre el valor
observado de la variable dependiente y; y el valor que predice el modelo ¢, para un
valor determinado de z;. En ofras palabras, la lineas rojas se presentan cada uno de los
errores de modelo estimado. La linea (en negro) se ha trazado minimizando Ia suma
al cuadrado de cada una de estas distancias. De todas las lineas posibles (como las
presentadas en la Figura 2.6), esta linea es la Unica que minimiza esa suma de errores
al cuadrado.

Figura 2.7. Ejemplo de la linea trazada con el método MCO para una muestra obser-
vada para dos variables (y y x)

Fuente: elaboracion propia.

Esta idea de minimizar el cuadrado del error del modelo se puede ver graficado en
la Figura 2.8. Las areas de los cuadrados sombreadas en rojo representan cada uno
de los errores del modelo (¢;) elevado al cuadrado. El tamano del lado del cuadrado
es &, y, por tanto, el drea del cuadrado corresponde a £2. El método MCO lo que hace
es encontrar la linea que minimiza la suma de las dreas del cuadrado; cualquier ofra
linea que se trace tendrd una suma de las dreas de los respectivos cuadrados mayor
a la del método MCO.
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Figura 2.8. Ejemplo de la suma de los cuadrados de los errores que implica el método
MCO

Fuente: elaboracién propia.



52

Modelo de regresion miiltiple

Formalmente, el estimador de MCO para el vector de coeficientes 5, denotado por

~

3, se encuentra solucionando el siguiente problema:
Min {[y -9y - ?y]} (2.22)
B

Es decir, minimizando el error del modelo cuadrado del modelo (la distancia entre el
valor real y el estimado por el modelo). Esto es equivalente a:

ain{ [y -] [y - %3] 223)

donde X2 corresponde al vector de valores estimados por el modelo para la variable
dependiente; en otras palabras, el modelo estimado. Asi, el estimador de MCO del
vector de coeficientes 5 es'?:

= (XTX) 'XTy (2.24)
La ecuaciéon estimada estard dada por:
y=Xp (2.25)

La diferencia entre el vector de valores observados de la variable dependiente y y
los correspondientes valores estimados § se denomina el error estimado, residuos o
residuales y se denota por &; en otras palabras:

t=y-§=y-Xj (2.26)

En el Anexo al final de este capitulo se discuten algunas propiedades importantes del
vector é.

Por otro lado, el estimador de MCO para la varianza del error o2 es:

n
22
£4 A
Z i éTé _ yTy _ BTxTy

2 A2 i=1 _
TTO TRk n—k n—k (2:27)
Y el estimador de MCO para la matriz de varianzas y covarianzas de j:
Var [ = s2(XTX) " (2.28)

—1 . P . . . ‘2 2
Puesto que (XTX)  essimétrica, la matriz de varianzas y covarianzas también lo serd.
Esta matriz fiene la varianza de los estimadores en la diagonal principal y las covarian-
zas en las posiciones fuera de la diagonal principal. En ofras palabras:

Var[Bi] Cov[Bi,fs] - CovlBy, Byl
Va/rTﬁ] _ Var 3] -+ Cov [?2, Br] (2.29)
Var [By]

12En el anexo (ver seccidn 2.5) al final de este capitulo se presenta la derivacion de ésta férmula.
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2.2.3 Propiedades de los estimadores MCO

El estimador de MCO de g es el estimador lineal insesgado con la minima varianza
posible, por esto, el estimador de MCO se conoce como el Mejor Estimador Lineal
Insesgado (MELI)'3. Este resultado se conoce como el Teorema de Gauss-Markov (ver
recuadro abagjo). La propiedad de que el estimador de MCO de § sea insesgado im-
plica que en promedio el estimador obtendrd el valor real 5. Formalmente:

E|f] =5 (2.30)

Y la segunda propiedad que tiene el estimador MCO de 3 se denomina eficiencia. Es
decir, que tiene la minima varianza posible cuando se compara con todos los otros
posibles estimadores lineales. En otras palabras, estas dos propiedades implican que el
estimador MCO de g es el mejor estimador lineal disponible, pues en promedio no se
equivoca y cuando éste se equivoca tiene la minima desviacion posible.

Teorema de Gauss-Markov
Si se considera un modelo linedl y, x1 = X, xxBrx1 + enx1 Y S€ SUPONE que:
m Las X,, X3, ..., Xk son fijas y linealmente independientes (es decir X tiene
rango columna completo y es una matriz no estocdstica).
m E| vector de errores ¢ tiene media cero, varianza constante y no autoco-
rrelacion. Es decir: E[e] = 0y Var [e] = 1,
Entonces, el estimador de MCO 3 = (XTX)_ley es el Mejor Estimador Lineal
Insesgado (MELI).

Enla practica, el Teorema de Gauss-Markov implica que si garantizamos que se cum-
plen los supuestos entorno al error y de una matriz de regresores con rango completo,
entonces el estimador de MCO serd MELL.

2.3 PracticaenR

En todos los capitulos de este libro, encontrards ejercicios que serdn resueltos pa-
so a paso mediante el uso de R (R Core Team, 2023). En este capitulo explicaremos
detenidamente desde ¢,cdmo cargar los datos?, hasta ¢,cdmo estimar un modelo por
MCO?.

Para este ejercicio, nos enfrentamos a una situacion en la que un gerente de mercao-
deo quiere determinar el efecto de aumentar en un ddlar el precio del azicar sobre
la demanda de ésta, el principal producto de esta organizacion. En otras palabras,
la pregunta de negocio es ¢qué efecto tiene un aumento de un ddlar sobre la de-
manda de azdcar?. Esta pregunta de negocio claramente implica emplear andalitica
diagnostica y una tarea de estimar regresiones .

Cuando fenemos una pregunta de negocio a responder, de inmediato tenemos
qué preguntarnos que datos tfenemos. En este caso tenemos a nuestra disposicidon una

13Una demostracion de este resultado se presenta en el anexo (Ver seccidn 2.5 al final de este capitulo.
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base de datos relativamente limitada. Contamos con datos mensuales para los Ultimos
60 meses' de las siguientes variables:

= Q = las toneladas de aziicar vendidas a los minoristas'® (Q,)

= p = precio por libra en délares que cobra la organizacion a sus distribuidores (p;)

® pcomp = precio por libra en ddlares que cobra el principal competidor a sus distri-
buidores (peomp,t)

» 1A = indice de actividad econdmica (1 4;).

Los datos estan disponibles en el archivo adjunto (DataCapi.csv)'6. Los datos se pue-
den descargar de la pagina web del libro: https: / /www.icesi.edu.co/editorial/modelo-
clasico/. Lastimosamente no contamos con mas datos.

Con los datos disponibles podemos proceder a construir un primer posible modelo
candidato a describir el comportamiento de las cantidades demandadas. El modelo
seria:

Qt = Bl + BZpt + /83pcomp,t + /84[At + &¢. (23])

De esta manera dados los datos disponibles en el archivo adjunto, se desea esti-
mar el modelo (2.31). Y para poder responder la pregunta de negocio, serd necesario
concentrar nuestra atencidn sobre 8, que representa el efecto de un aumento de un
ddlar en el precio de la organizacién por libra del azdcar sobre su demanda. Noten
qgue es importante incluir mdas variables que p; en el modelo de regresidn, pues como
se discutid en la seccion 1.3 nuestro primer objetivo es encontrar el DGP. Y con este
DGP responder las preguntas de negocio. Por otro lado, otra razdn técnica para tratar
de emplear todas aquellas variables que afectan a la variable dependiente es que
esto minimizard el tamano del error de nuestro modelo.

2.3.1 Lectura de datos

Recuerde que usted puede importar los datos de un archivo csv (archivo delimitado
por comas) utilizando la funcién read.csv() del paquete base de R. Esta funcidon como
minimo necesita los siguientes argumentos:

read.csv(file, header = TRUE, sep = “,”)
donde:

s file: es el nombre del archivo y su ruta que se debe poner entre comillas.

= header: es un operador l6gico que le dice ala funcidn sila primera fila del archivo
csv contiene el encabezado con el nombre de las variables. Por defecto header =
TRUE se espera que la primera fila del archivo contenga el nombre de las variables.

= sep: Es el delimitador de los campos que emplea el archivo csv. Por defecto, se
espera una coma.

4Noten que esto implica que contaremos con una serie de tiempo y por eso emplearemos el subindice ¢
en la formulacién del modelo estadistico.

15Esto corresponde a lo que se conoce en la industria como el Sell-in. Es decir, Sell-in se domina la venta
del fabricante al canal distribuidor o minorista. El otro término asociado es el Sell-out que corresponde a las
ventas que se hacen al consumidor final después de pasar por el canal de distribucion.

16Por razones de confidencialidad, los datos han sido modificados de sus valores originales.
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Para este ejemplo, descargue el archivo DataCapl.csv en su computador en el di-
rectorio de trabagjo o en una ubicacidén que le sea conveniente (recuerde que si el
archivo no se encuentra en el directorio de trabagjo, usted tendrd que especificar toda
la ruta del félder donde se encuentra el archivo). Importemos los datos empleando la
funcion read.csv() y guardemos los datos en el objeto DatosCapl.

DatosCapl <- read.csv("../Data/DataCapl.csv", sep = ",")

Para asegurarse de que R haya leido sus datos correctamente, resulta importante
mirar qué es lo que efectivamente el programa guardd en el objeto que hemos de-
nominado DatosCapl. Para ello podemos ver las primeras filas del objeto y la clase de
objeto de la siguiente manera:

head (DatosCapl)

#it o1 Q p pcomp IA
## 1 1 529.904 8.81 8.40 1.8
## 2 2 1041.318 7.46 10.85 1.7
## 3 3 874.360 9.14 6.52 3.6
## 4 4 821.920 8.68 11.77 2.7
## 5 5 0953.396 7.27 10.20 2.5
## 6 6 651.249 8.67 5.54 1.1
class(DatosCapl)

## [1] "data.frame"

Noten que el objeto DatosCap1 fue leido como un data.frame que contiene una pri-
mera columna con un indice (esta fue denominada . .1), y cuatro columnas mds que
contienen las variables Q, p, pcomp € IA. Procedamos a eliminar la primera columna que
no serdn necesarias. Y constatemos que las variables que nos quedan en el data.frame
son numéricas. Esto se puede hacer de diferentes maneras.

DatosCapl <- DatosCapil[, -1]

head (DatosCapl)

#i#t Q p pcomp IA

## 1 529.904 8.81 8.40 1.8

## 2 1041.318 7.46 10.85 1.7

## 3 874.360 9.14 6.52 3.6

## 4 821.920 8.68 11.77 2.7

## 5 0953.396 7.27 10.20 2.5

## 6 651.249 8.67 5.54 1.1
apply(DatosCapl, 2, class)

#it Q P pcomp IA
## "numeric" "numeric" "numeric" "numeric"
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str(DatosCapl)

## 'data.frame': 60 obs. of 4 variables:

# $Q : num 530 1041 874 822 953 ...

# $p :num 8.81 7.46 9.14 8.68 7.27 8.67 7.96 7.53 6.34 9.56 ...
## $ pcomp: num 8.4 10.85 6.52 11.77 10.2 ...

## $ IA :num 1.8 1.7 3.6 2.7 2.5 1.1 1.5 1.33.12 ...

2.3.2 Estimacion del modelo

Recordemos que se desea estimar el modelo presentado en (2.31). Antes de estimar
elmodelo, una buena practica cuando se tiene pocas variables en la base de datos es
graficarlas variables y su relacidon con la variable dependiente. Tipicamente se emplea
un diagrama de dispersion, en nuestro caso tendremos.

plot(DatosCapl$p, DatosCapl$Q, xlab = "precio (ddélares por libra)", ylab =
< "Cantidades de azucar (ton)")

plot (DatosCapl)

Otra opcidén es emplear los paquetes ggplot2'’ (Wickham, 2016) y GGally (Schloerke
et al., 2021) para tener una visualizacidon mds agradable como la que se presenta en
las Figuras 2.9y 2.10.

# Cargar paquetes
library(ggplot2)

library(GGally)

# Figura 2.9
ggpairs(DatosCapl)+theme_minimal ()

# Figura 2.10
ggplot(DatosCapl, aes( Q, p)) + geom_point(color='blue') +

labs(x = "precio (délares por libra)",

y = "Cantidades de aztcar (ton)") +

geom_smooth(method = "Im", se = FALSE) + theme_minimal ()
La Figura 2.10 nos sugiere la existencia de una relacion lineal por lo menos entre estas
dos variables. Procedamos a estimar el modelo.

Para estimar este modelo por el método de minimos cuadrados ordinarios la forma
mas simple es utilizando la funcidn Im() . Esta funcidn se utiliza para gjustar modelos

7Para una introduccidn a este paguete se puede consultar Alonso y Largo (2023).
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Figura 2.9. Relacién entre todas las variables de la base de datos
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lineales y hace parte del paqguete stats que a su vez hace parte del ndcleo de pa-
qguetes pre instalados en R, motivo por el cual éste ya se encuentra cargado. Los dos
principales argumentos de la funcion Im() son dos: el modelo a estimar denominado
férmula y los datos que se empleardn. En nuestro caso:

# Estimar el modelo
Rl <- 1lm(formula = Q ~ p + pcomp + IA, data = DatosCapl)
# Chequear la clase del objeto

class(R1)

## [1] "1m"

# wmprimir el objeto

R1

##

## Call:

## 1m(formula = Q ~ p + pcomp + IA, data = DatosCapl)
#i#

## Coefficients:

## (Intercept) P pcomp IA
## 1026.37 -77.62 19.27 100.46

En este caso hemos guardado en el objeto R1 los resultados de estimar (2.31). Este
objeto serd de clase Im. Noten que se empleo la virgulilla (palito de la efie) para repre-
sentar el signo igual de la expresion (2.31), también es importante anotar que no fue
necesario escribir todos los pardmetros deseados, R por defecto incluye un intercepto y
los correspondientes coeficientes (elementos del vector ) que representan pendien-
tes. Para observar los resultados del modelo estimado se puede emplear la funciéon
summary() de la siguiente manera:

summary (R1)

##

## Call:

## lm(formula = Q ~ p + pcomp + IA, data = DatosCapl)
##

## Residuals:

## Min 1Q Median 3Q Max

## -196.09 -50.92 -16.91 69.17 214.16

##

## Coefficients:

## Estimate Std. Error t value Pr(>|t])

## (Intercept) 1026.371 76.634 13.393 < 2e-16 x***
## p -77.624 8.195 -9.472 3.15e-13 ***
## pcomp 19.270 5.177 3.722 0.00046 *x*x
## IA 100.458 13.606  7.384 8.04e-10 **x*

#t -
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## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.056 '.' 0.1 ' ' 1
#i#

## Residual standard error: 91.27 on 56 degrees of freedom

## Multiple R-squared: 0.7337, Adjusted R-squared: 0.7194

## F-statistic: 51.42 on 3 and 56 DF, p-value: 4.264e-16

Otras formas de expresar la formula que llevardn al mismo resultado (compruébelo)
son:

Rla <- Im(Q ~ p + pcomp + IA, DatosCapl)
formulal <- Q ~ p + pcomp + IA

R2 <- 1m(formulal, DatosCapl)

R3 <- 1m(Q ~ ., DatosCapl)

La dltima forma de expresar la féormula con un punto implica emplear todas las va-
riables que se encuentran en la base de datos (diferentes a la que se selecciond para
ser la dependiente) como variables explicativas. Dado que en nuestro caso solo te-
nemos las tres variables explicativas, por eso el resultado es el mismo que en los casos
anteriores.

Sin embargo, si se necesita que el resultado de la estimacion se muestre como la
tabla que regularmente se utiliza en la presentacion de documentos y estd empleando
LaTex o formato html, usted puede utilizar el paquete stargazer (Hiavac, 2018) . Una vez
instalado el paquete, podemos utilizar la funcién del mismo nombre para obtener la
tabla en el formato deseado (Ver Cuadro 2.2) de la siguiente manera.

library(stargazer)
stargazer(R1, t.auto = TRUE, p.auto = TRUE, title = "Modelo estimado por MCO",
— label = "res2.Hetero",

header = FALSE, table.placement = "H", notes.align = "1", type = "latex")



60 Modelo de regresion miiltiple

Cuadro 2.2. Modelo estimado por MCO (Error estandar entre paréntesis)

Dependent variable:

Q
o) —77.624*
(8.195)
pcomp 19.270***
(5.177)
IA 100.458***
(13.606)
Constant 1,026.37 1***
(76.634)
Observations 60
R? 0.734
Adjusted R? 0.719
Residual Std. Error 91.273 (df = 56)
F Statistic 51.417+ (df = 3; 56)
Note: *pP<0.1; **p<0.05; ***p<0.01

Nota que en este caso la ecuacion estimada serd:

Q; = 1026,37 + —77,62p; + 19,27Pcomp.¢ + 100,461 A, (2.32)
Asi, el resultado implica que por cada ddlar por libra adicional en el precio del pro-
ducto la demanda caerd en promedio en 77.62 toneladas mes.

Para obtener la matriz de varianzas y covarianzas del intercepto y las pendientes,
que son ofras cantidades que desconociamos, se puede emplear la funcién veov()
de la siguiente manera:

vcov(R1)

Esto quiere decir que en este caso, se tiene que:

B =1026,37 (2.33)
By = —T77,62 (2.34)
B3 = 19,27 (2.35)

B4 = 100,46 (2.36)
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VVar () = 55 =17663 (2.37)

(Br) =

Var (B) =
Vv ) =
m =5, = 1361 (2.40)

Como se discutird en el proximo capitulo, del Cuadro 2.2 podemos concluir que el
coeficiente asociado al precio es significativo ya que el estadistico t es relativamente
alto (y el valor p asociado a este es muy pequeno). Asi, este coeficiente es estadistica-
mente diferente de cero. Esto hace que nuestra respuesta a la pregunta de negocio
sea correcta. Pero esto se discutird en detalle en el préximo capitulo en el que discuti-
remos la inferencia a partir del modelo de regresidon multiple.

S
S

5 =82 (2.38)
5, =518 (2.39)
B

2.4 Ejercicios

Las respuestas a estos ejercicios se encuentran en la seccion 16.1.

2.4.1 Funcién Cobb-Douglas

Demuestre que los coeficientes de una funcién Cobb-Douglas como la representa-
da en (2.10) se puede interpretar como elasticidades.

2.4.2 Ejercicio practico

El gobierno de una pequena Republica estd reconsiderando la viabilidad del trans-
porte ferroviario, para lo cual contrata un estudio que determine un modelo que per-
mita comprender de una forma mads precisa el comportamiento de los ingresos del
sector (I medidos en millones de ddlares). Un cientifico de datos, plantea el siguiente
modelo, dada la disponibilidad de datos existente:

I; = a1 + axCFE; + a3CD; + ayLDiesy + asLEI; + agV; + &4 (2.47)

donde, CE;, CD;, LDies;, LEI; y V; representan el consumo de electricidad medido
en millones de Kilovatios/hora, el consumo de diésel medido en millones de galones,
el nimero de locomotoras diésel en el pais, el nimero de locomotoras eléctricas y el
numero de vigjeros (medido en miles de pasajeros) en el ano ¢, respectivamente.

Para efectuar este estudio se cuenta con los datos disponibles en el archivo
regmult.csv. SU Misidn es estimar el modelo (2.41) empleando el método MCO vy
reportar sus resulfados en una tabla. Posteriormente, interprete cada uno de los
coeficientes estimados.
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2.5 Anexos

2.5.1 Derivacién de los estimadores MCO

Formalmente, el estimador de MCO para el vector de coeficientes 5 en el modelo
(2.23), denotado por 3, se encuentra minimizando la distancia cuadrada entre cada
valor observado del vector de realizaciones de la variable aleatoria dependiente (y)
y el vector de estimaciones del modelo (y = XB). Formalmente, el problema es:

ain{ [y -] [y - x4] 242)

Antes de encontrar las condiciones de primer orden y las de segundo orden para un
minimo, podemos simplificar un poco el problema expresado en la ecuacion (2.42).
Asi, fenemos que:

Min{ |yT - ATXT| |y - Xj3 (2.43)
in{ | J [y-x3]}
Al multiplicar los elementos dentro de los corchetes cuadrados olbtenemos:
Min {yTy _BTXTy — yTXP + BTXTXB} (2.44)
B
A N T
Observen que yT,,  XoxkBix1 = (ﬁkalXTnxkylxn) y ademds los produc-

tos AL XTkxnYnx1 Y YT 1xnXnxkBkx1 sOn escalares, por tanto yT,,  XnxkBex1 =
BL . XTkunynx1. Asi, €l problema (2.42) es equivalente a:

Min {yTy _9fTXTy + BTXTXB} (2.45)
B
Ya podemos regresar a nuestro problema de minimizacién y considerar la condicion
de primer orden para este problema, en este caso la condicién es'®:

883 {o} = —2XTy + 2XTX3 =0 (2.46)

La expresion (2.46) se conoce como las ecuaciones normales. Ahora, despejando 3,
obtenemos:

2XTXj3 =2XTy (2.47)
Multiplicando a ambos lados por la inversa'® de XTX, tendremos:
(XTX) ™ (XTX) § = (XTX)'XTy (2.48)
Asi, el estimado de MCO del vector de coeficientes 3 es:
8= (XTX)'XTy (2.49)

La condicion de segundo ordenimplica 2455 = 2XTX. Noten que (XTX) es una maitriz

positiva semi-definida lo que garantiza que § = (XTX)_ley es un minimo.

18{Hay que anotar que la derivada es con respecto a un vector y no a un escalar.
—1 . . . .
19 (XTX) existe pues X tiene rango completo gracias al supuesto de que X1,Xa,...,Xy son linealmente
independientes
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2.5.2 Demostracién del Teorema de Gauss-Markov
El Teorema de Gauss-Markov implica los siguientes supuestos:

» Existe una relacioén lineal entre y y las variables en la matriz X que se puede repre-
sentar por el modelo linedl ynx1 = XnxkBex1 + €nx1

" X, X3, ..., X; son no estocasticas y linealmente independientes (es decir X fiene
rango completo y es una matriz no estocdstica)

» El vector de errores ¢ tiene media cero, varianza constante y no autocorrelacion.
Esdecir, E[e] =0y Var ] = 0?1,

Entonces el estimador de MCO, 3 = (XTX)*ley, es insesgado y eficiente. En ofras

palabras, 3 es el Mejor Estimador Lineal Insesgado (MELI) para el vector de coeficientes
poblacionales 3.

A continuacién demostraremos este Teorema. Primero, demostremos que 3 es un
estimador insesgado del vector de coeficientes poblacionales 8. Formalmente, tene-

mos que demostrar que F [B} = . Para lograr tal fin calculemos el valor esperado del

estimador MCO:
E [ﬁ} —E [(XTx)’ley}

Empleando el supuesto de que las variables explicativas son no estocdsticas tenemos
que,
B[] = (X™X) ' XTE[y]

Y por tanto,
E (] = (X™X) ' XTE[Xp +]

B[] = (X™X) ' X"X5 + (XTX) ' XTE[E]
Recuerden que habiomos supuesto que E [¢] = 0. Esto implica que
E [ﬁ} — (XTX) 'XTXB =13
B8] =2
Asi, hemos demostrado que el estimador MCO es insesgado.

Antes de continuar con la demostracion del Teorema de Gauss-Markov, encontre-
mos la varianza del estimador de MCO. Es decir,

Var [B} =Var {(XTX)ilXTy}
Var [3] = (X*X)"'X™) Var [y] ((XTx)’IXT)T
Var |8 = ((X™X)'X™) Var[y] (X((XTX)l)T>

Var [3] = (X*X) ' X™Var [y] X (X*X)
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Var [8] = (X*X) " X"Var [X4 + £ X(XX)

Var [3] = (X™X) " X"Var [] X (X7X)

Var [3] = (X™X) ' XTo?X(XTX)

Var [3] = *(X™X) XX (XTX) "

Var [3] =0’ (XTX)_1

Ahora retornemos al Teorema de Gauss-Markov, para demostrarlo es necesario pro-
bar que este estimador tiene la minima varianza entre todos los posibles estimadores
lineales insesgados de g.

Sin perder generalidad, consideremos otro estimador lineal cualquiera § =
{(XTX)*IXT + C} y. Si 3 es insesgado, se debe cumplir que E [3] = 3. Es decir:

E[f] = [(X™X) 'XT +C| Ely]
B3] = [(X™X) X"+ C| B[XB +¢] = [(X™X) X +C| X8 +0]
B3] = [(X™X)"'X"X8+ X4
E[5] =8+CXp

Para que este estimador sea insesgado, tiene que cumplirse que CX = 0.

Ahora, analicemos la varianza de este nuevo estimador lineal insesgado.
Var [5] =Var H(XTX)AXT + C} y}
~ —1 T
Var (8] = [(XTX) XT + C} Varly] [(XTX T+co
~ T
Var [3] = [(X™X) X" + | o*L, | (XTX) X" 4 ]

Var [3] = o [(X™X) 'XT + 0] [X(XTX) "+ 7]

Var [3] = o [(X™X) 'XTX(XTX) "+ OX(XTX) '+ (XTX) T XTCT + 07|

T (XTX) T ex)" + o]

Var [3] = o* |(X*X) " + CX(X"X)
Como la condicién CX = 0 para que 3 sea insesgado tiene que cumplirse, entonces:

Var [3] = o* [(X™X) " + cC7]
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CCT es una matriz cuyos elementos en la diagonal principal serdn posi’rivos??.
(¢,Por qué?) Ahora comparemos la varianza de nuestro estimador de MCO (B)

con B. Recuerden que Var [3} = 02(XTX)*1, adicionalmente observen que

Var [B] = o2 [(XTX)_1 + CCT} no puede ser menor que ¢%(XTX) ™", pues:

» Var [;] = o2 { [(XX);.1 + Ccﬂ } donde A;; corresponde al elemento en la fila i
y columna j de la matriz A, y
» CCL es positivo.
Por tanfo Var [3;] = 02{[(XX);1 +ccg]} > Var [5] = o [(XX);]. En el mejor
de los casos Var [] = 02(XTX) ™' y eso s6lo ocurre cuando C = 0. En este caso § =

(XTX) ~'XTy = 3, es decir la minima varianza posible de un estimador lineal insesgado
es igual a la varianza del estimador MCO. Por tanto 3 es MELI.

2.5.3 Algunas propiedades importantes de los residuos estimados.

Como se discutid anteriormente, se tiene que los residuos estimados estdn definidos
como
E=y—Xg

La primera propiedad que cumple el vector de residuos (€) es:
XTe=0 (2.50)

Para demostrar esta propiedad podemos partir de la definicidn de los residuos estima-
dos. Es decir, tenemos que:

XTe = X7 [y - XB} — XTy - XTX}

Ademds, sustituyendo 3 se tiene

XTe = XTy - XTX (XTX) "' X"y
Por lo tanto,
XTe=X"y-X"y=0

De esta propiedad se desprende un resultado muy interesante. Dado que esta pro-
piedad implica que:

n

n . n
i=1 i=1

=1

Entonces, se desprende un resultado importante. Si el modelo tiene intercepto la suma
de los residuos estimados serd cero.

20Una mattriz positiva semi-definida.
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Esta afirmacioén se puede demostrar facilmente. Noten que en caso de tener inter-
cepto el modelo, X tendrd una columna de unos. Por ejemplo, X;; = 1y se desprende
gue:

> & =o0. (2.51)

Este ultimo resultado implica que la media del residuo estimado sea cero. En otras
palabras:

n

> &

==L _—9 (2.52)

n

My

La segunda propiedad de los residuos estimados que discutiremos es que:

E[e"¢] =E

i éf] =(n—2)o% (2.53)
i=1

Para demostrar esta propiedad, reescribamos de manera mds conveniente los residuos
estimados: A .
E=y—-Xp=y-X(X"X) X"y

= [1-x(x™x) " x|y

Ahora, definamos la matriz M = I — X (XTX)*1 X7, Es muy fdcil mostrar (hdgalo) que
M es idempotente y simétrica. Entonces, se tiene que los residuos estimados se pueden
expresar de la siguiente manera:

¢ =My =MXgS + Me =Me (2.54)
Es importante anotar que MX3 = 0, dado que

MXj3 — [I - X (XTx) 7 XT] Xf = [X5 - Xf] = 0.

Regresando a (2.54), se tiene que:
E[£"¢) = B [(Me)" Me| = B [€"M"Me] = E [¢"Me].

A

Y dado que el producto 74 es un escalar fendremos que:

E [éTé] = trace (ETME) = trace (METE) .
Empleando las propiedades de la traza,

E [7¢] = trace (Mo®I) = otrace (M) .
Noten que encontrar la traza de Ia matriz M es muy sencillo pues,

trace (M) = trace (I,) — trace (X (XTX)—l XT)
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y empleando otras propiedades de la traza sabemos que:
trace(h&)::trace(]ﬁ)A—trace(()(T}()_l)(T}().
De esta manera se tiene que
trace (M) = trace (I,) — trace (I,) = n — k.
Esto implica que
E [¢"¢] = o*trace (M) = (n — k) o (2.55)

Este dltimo resultado es importante porque implica que el estimador MCO para la va-
rianza de los errores es insesgado. En ofras palabras:

n /\2
AT » Z 2
c Ek] —B|E | =42 (2.56)
—

E[SQ]:E[ —
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4 » ## Objetivos del capitulof-}

Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

» Explicar en sus propias palabras porqué es necesario hacer inferencia sobre 1os
valores estimados

» Explicar en sus propias palabras el significado de las métricas de bondad de ajuste
de una regresion multiple

» Redlizar pruebas individuales y conjuntas sobre los coeficientes estimados de un
modelo de regresion empleando R.

= Valorar mediante la salida de R la bondad estadistica del modelo estimado.

= |nterpretar y calcular con R de una regresion multiple.
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3.1 Introduccion

El término inferencia se refiere a sacar conclusiones para la poblacion (o pardmetros
poblacionales), a partir de una muestra de la cual hemos estimado nuestro modelo. En
este capitulo estudiaremos cémo comprobar restricciones que involucren uno o mas
pardmetros del modelo estudiado. Y en especial discutiremos cémo determinar si una
variable o un conjunto de estas afectan o no a la variable dependiente.

En el Capitulo 2 estudiamos el método de Minimos Cuadrados Ordinarios (MCO)
para estimar un modelo lineal de la forma:

Ynx1 = XnxkBkx1 + €nx1 (CA))

Como lo discutimos, el estimador de MCO para el vector de pardmetro 3 estd dado
por:

B =(XTX)" XTy (3.2)

Adicionalmente, demostramos que si se supone que i) Xa, X3, -+, X son fijas y lineal-
mente independientes, y ii) [e] = 0, Var [e] = 021, entonces el estimador de MCO es el
mejor estimador lineal insesgado.

Pero, antes de continuar es importante reconocer que la probabilidad de que el es-
timador de MCO (3) para una muestra dada sea exactamente igual al valor poblacio-
nal es cero. Aungque esta ultima afirmacién parezca a primera vista algo contradictoria;
si se reflexiona un poco tendrd mds sentido. Es imposible “adivinar” correctamente el
valor real (con todos los decimales posibles) a partir de un solo intento, cuando el ver-
dadero valor pertenece a un conjunto infinito de valores.

Te debes estar preguntando: si eso es cierto, entonces ¢ para qué empleamos estos
estimadores si dada una muestra no hay chance que el estimador sea igual al valor
real?. La respuesta es clara, como se demostrd en el capitulo anterior, en promedio el
estimador de MCO es igual al valor poblacional (insesgado); por tanto, si recolecta-
mos un ndmero lo suficientemente grande de muestras podremos encontrar el valor
promedio del estimador. Pero evidentemente en la prdactica no nos podemos dar el
“lujo” de tener mas de una muestra para la poblacién en estudio.

Es ahi donde la teoria estadistica llega al auxilio del cientifico de datos. Si bien so-
bemos que un valor estimado a partir de una muestra tiene una probabilidad de cero
de acertar el valor real, si podemos aumentar la certidumbre de nuestra estimacion si
conocemos la dispersion y la distribucion del estimador.

Antes de continuar hagamos un ejercicio para aclarar este punto. Realicemos el
siguiente experimento de simulaciéon. Supongamos que se cuenta con el siguiente DGP
conocido:

Yvi =1+ 5X21 +&;

Ahora supongamos que un cientifico de datos trata de encontrar ese DGP para lo
cual cuenta con observaciones para dos variables explicativas: X2, y X3, (Esta dltima
variable sabemos que no afecta a Y; pero el cientifico de datos no lo sabe).
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Uno esperaria que al correr una regresion de Y; en funcion de X2; y X3, y un inter-
cepto, el coeficiente que acompana X2, deberia ser igual a § y el que acompana a
X 3; deberia ser cero. Veamos si esto ocurre asi o no.

Generemos inicialmente una muestra de tamano 100 (n = 100) del DGP real y ade-
mMdAs generaremos la variable X 3,. El primer paso serd generar las variables explicativas.
Esto lo haremos, generando ndmeros aleatorios de una distribucion uniforme entre 2 y
2. Esto lo podemos hacer con la funcién runif() del paguete base de R. Esta funcidn
fiene como argumentos el nimero de ndmeros aleatorios que se quiere generar (n),
el valor minimo que puede tomar el valor aleatorio que se generard (min) y el valor
MAaximo (max).

# se fija una semilla

set.seed(123456)

# se crea la variable explicativa X2
X2 <- runif(n = 100, min = -2, max = 2)

Noten que estamos empleando la funcion set.seed() . Esta funcién genera una semi-
lla aleatoria (random seed en inglés) fija. La semilla aleatoria es un nimero empleado
para inicializar un algoritmo generador de ndmeros aleatorios en los computadores. Es-
to garantiza que siempre que se genere un numero aleatorio sea el mismo. De hecho
los nUmeros aleatorios generados por los computadores no son realmente aleatorios,
pues dependen de una funcién deterministica que simula la aleatoriedad que po-
demos encontrar en la naturaleza. Por eso los ndmeros aleatorios generados por un
computador se conocen como numeros pseudoaleatorios.

Regresando a nuestro experimento, ahora generemos el error del modelo. Supongao-
mMos que éste fue generado por una distribucién normal con media cero y desviacion
estandar 3. Es decir,

gi ~ N(0,3?)

Los 100 errores que siguen esta distribucion los podemos simular empleando la la fun-
cion morm() del paquete base de R. Esta funcidn tiene como argumentos el nimero
de numeros aleatorios que se quiere generar (n), la media (mean) y la desviacion es-
tandar (sd).

# se crea el término de error
error <- rnorm(100, 0, 3)

Ahora, construyamos la muestra para la variable dependiente empleando el DGP.
Es decir,

# se crea la variable dependiente
Y <-1+ 5 % X2 + error

Noten que hemos generado 100 observaciones para Y; y otras 100 para X2;. Para
completar nuestro experimento falta generar X3,. Hagamos esto y construyamos un
data.frame que contenga todas las variables.
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# se crea la variable explicativa X3
X3 <- runif (100, 3, 6)

# se crea el data.frame

data <- data.frame(Y, X2, X3)

# chequeo del data.frame creado
str(data)

## 'data.frame': 100 obs. of 3 variables:

## $ Y : num 1.65 4.6 -0.21 2.21 2.84 ...

## $ X2: num 1.191 1.014 -0.435 -0.634 -0.555 ...
## $ X3: num 4.81 3.2 5.5 3.92 3.93 ...

Antes de continuar grafique los datos generados y encontrard una visualizacion si-
milar a la Figura 3.1.

Figura 3.1. Relacién entre los datos simulados

Fuente: elaboracién propia.

Ahora estimemos el siguiente modelo:

Yi = P14+ 52 X2 + B3X3; + &

Como lo dijimos anteriormente, se deberia esperar que:

1
5
0

H E B
@ o @

1
2
3

Estimemos el modelo.
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resl <- Im(Y ~ X2 + X3, data = data)

summary (resl)

#i#

## Call:

## Im(formula = Y ~ X2 + X3, data = data)

##

## Residuals:

## Min 1Q Median 3Q Max

## -6.9684 -2.0363 0.1182 2.1905 6.2436

##

## Coefficients:

## Estimate Std. Error t value Pr(>|t])

## (Intercept) 1.6305 1.5523 1.05 0.296

## X2 5.0950 0.2395 21.27 <2e-16 **x*
## X3 -0.1997 0.3445 -0.58 0.563

## ———

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 2.925 on 97 degrees of freedom
## Multiple R-squared: 0.8237, Adjusted R-squared: 0.82
## F-statistic: 226.5 on 2 and 97 DF, p-value: < 2.2e-16

Noten gque los valores estimados no coinciden con los valores reales (los del DGP).
De aqgui nace la afirmacién que realizamos anteriormente sobre la probabilidad de
cero, que con una muestra podamos obtener un valor estimado exactamente igual al
valor poblacional.

Ahora, supongamos que tfenemos el lujo de repetir este gjercicio 10 mil veces y guar-
damos los coeficientes estimados de cada repeticion. Es decir, generaremos 10 mil
muestras (empleando la misma variable X2 implica suponer que la variable explicato-
ria es fija) y para cada una de las muestras calculamos los coeficientes y los guarda-
mos'. Para hacer el experimento mds interesante generemos el error de cada muestra
de una distribucion x? con 5 grados de libertad?.

# se crea objeto para guardar resultados
res <- matrix(, nrow = 10000, ncol = 3)
# se replican los calculos 10 mil wveces
for (N in 1:10000) {

error <- rchisq(100, 5) - 5

Y <- 1+ 5 % X2 + error

data <- data.frame(Y, X2, X3)

'En este caso emplearemos un bucle (loop) para replicar este cdlculo. Una breve introduccidn alos Loops
en R se puede encontrar en Alonso (2021).

2Dado que una distribucidn x2 con ¢ grados de libertad fiene como media sus grados de libertad, le
restamos a cada valor generado aleatoriamente su media para centrar los errores y cumplir el supuesto del
error.
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res2 <- Im(Y ~ X2 + X3, data = data)
res[N, ] <- coef(res2)

Por otro lado, miremos por un momento los histogramas de la distribucion de los
coeficientes estimados (Ver Figura 3.2).

## TableGrob (3 x 1) "arrange": 3 grobs

##  z cells name
## 1 1 (1-1,1-1) arrange
## 2 2 (2-2,1-1) arrange
## 3 3 (3-3,1-1) arrange

grob
gtable[layout]
gtable[layout]
gtable[layout]

Figura 3.2. Histograma de los coeficientes estimados (en azul se presenta la media de
los coeficientes estimados)

Histograma de los intercepto estimados
600
400
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Histograma de las pendientes estimadas con respecto a X2
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400
200

0

40 45 5.0 55 6.0

Histograma de las pendientes estimadas con respecto a X3

400
200
O —

-1.0 -0.5 0.0 0.5 1.0 15

numero de veces nUmero de veces numero de veces

Fuente: elaboraciéon propia.

Lo inferesante es que la distribucién de cada uno de estos coeficientes estimados
(distribucion muestral del estimador) tiene forma acampanada, de hecho sigue una
distribucién normal. No obstante, los residuales fueron creados a partir de una distriou-
cién x? con 5 grados de libertad.

Ahora regresemos al caso en gque se estima una sola vez el modelo. En ese caso se
puede mejorar la precision del modelo si se realizan pruebas de hipdtesis o intervalos
de confianza, empleando el resultado anterior.

Con todos los resultados de la simulacidn en el objeto res podemos, por ejemplo,
encontrar la media de los valores estimados.
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round (apply(res, 2, mean), 2)

## bl b2 b3
## 1 5 O

Noten que obtenemos que la media de las 10 mil estimaciones de cada pardmetro
es igual al valor real. Es decir:

ACRE
En otras palabras, este es un ejemplo de la insesgadez de los coeficientes, tal como se

demostré en el capitulo anterior. Este experimento de simulacién que acabamos de
realizar se conoce como un Experimento o Simulacién de Monte Carlo.

¢ Qué es un Experimento de Monte Carlo?

Un experimento de Monte Carlo o simulacién de Monte Carlo o Método de
Monte Carlo es una técnica estadistica que se emplea para estimar los posibles
resultfados de un evento incierto. El método de Monte Carlo fue inventado por
John von Neumann y Stanislaw Ulam durante la Segunda Guerra Mundial para
mejorar la foma de decisiones en condiciones de incertidumbre. Su nombre
proviene de una conocida ciudad de casinos, llamada Mdénaco, ya que el
elemento de azar es el ndcleo del enfoque de este ejercicio, similar al juego de
la ruleta.
En la estadistica los experimentos de Monte Carlo son empleados, por ejemplo,
para:

s Comparar el comportamiento y caracteristicas de estimadores en condli-

ciones de datos realistas.
m Proporcionar valores criticos de pruebas estadisticas que sean mdas qjus-
tadas que aquellos derivados de distribuciones asintdticas.

Los experimentos de Monte Carlo en Ultimas nos permiten entender el compor-
tamiento de una técnica estadistica en las condiciones muy especificas corres-
pondientes al disefio del experimento. Es importante anotar que un experimen-
fo de Monte Carlo no corresponde a una demostracion, de que un resultado
es universal. Y por tanto, no reemplaza una demostracion tedrica.

En la Figura 3.3 podemos observar cdmo las estimaciones del primer modelo (con
una sola muestra) pueden ser mejoradas si empleamos un intervalo de confianza que
tenga en cuenta la distribucién muestral del estimador. Noten que los intervalos con-
tienen los valores redles (poblacionales).

Esto es lo que justifica emplear inferencia como lo veremos en este capitulo.
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Figura 3.3. Pendientes estimadas para la primera muestra y sus intervalos de confianza

X2

X3

0 2 4 6

Estimate
Fuente: elaboracion propia.

3.1.1 El Teorema del Limite Central (TLC)]

El teorema del limite central es uno de los resultados mds poderosos y asomibrosos de
la ciencia estadistica. La intuicion detrds de este teorema es muy sencilla; si se suman
un ndmero suficientemente grande de variables aleatorias, entonces sin importar la
distribucion de las variables aleatorias sumadas, la sumatoria seguird una distribucion
normal.

Tal vez, la aplicacién mas sencilla del TLC es para hacer inferencia sobre la media.
Veamos la intuicidén con un gjercicio mental. Supongamos que quieres conocer el pe-
so medio de una poblacidn de estudiantes; es decir, la media poblacional del peso
de ellos. En este caso podrdn hacer un censo del peso de todos los estudiantes de
la universidad y una vez pesados todos, calcular el promedio aritmético. Pero, hacer
un censo es muy costoso y dispendioso; por tanto, como aprendieron en sus cursos
infroductorios de estadistica, se acostumbra a seleccionar una muestra aleatoria de
tfamano n y a cada uno de esos n estudiantes se les pesa (W, parai = 1,2, ...,n). A partir

> Wi

de esta muestra podemos calcular la media muestral, w = =—

¢ Cudl es la probabilidad que w sea exactamente igual a la media poblacional?.
Claramente esta probabilidad es cero; pero gracias al Teorema del Limite Central, si la
muestra es lo suficientemente grande, entonces sabemos que w sigue una distribucion
normal con una media igual a la media poblacional y varianza igual a la varianza
poblacional dividida por el tamano muestral (%2) (Ver Figura 3.4). Este resultado nos
permite aumentar la certidumbre de nuestro prondstico (w), para que sea mds exacto.
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Figura 3.4. Distribucién muestral de la media

Probabilidad

U
96— 1.96—
T u T

Posibles valores de la media muestral
Fuente: elaboracién propia.

Como la media corresponde a la suma de observaciones que fueron seleccionadas
aleatoriamente dividida por una constante (el tamano de la muestra), entonces el
TLC aplica para la media muestral, siempre y cuando la muestra sea seleccionada
aleatoriamente. En otras palabras, la distribucion muestral de la media seguird una
distribucion normal con media igual al valor de la media poblacional (i) y desviacion
estandar (que para el caso de un estimador se denomina error estandar) %

De esta manera, sabemos que si nos movemos dos desviaciones estdndar (en este
Caso %) ala derecha y a la izquierda de nuestro valor estimado, entonces tenemos
un 95% de seguridad que el valor real estd contenido en ese intervalo. Asi, empleando

la distribucién de nuestro estimador podemos aumentar la certidumibre sobre nuestra
estimacion.

3.2 Pruebas individuales sobre los pardmetros

Regresando al modelo de regresion, empleemos el resulfado de la estadistica que
nos permitird construir intervalos de confianza y hacer pruebas de hipdtesis. Si conoce-
mos la distribucion muestral de nuestro estimador de MCO podremos mejorar la certe-
za en torno a nuestras estimaciones. Estudiemos pues cudl es la distribucién de nuestro
estimador.

Sabemos que £ [B} =pyVar {B} = g2 (XTX)fl. Por tanto, ahora necesitamos cono-
cer la distribucién exacta que sigue nuestro estimador de MCO, pues recuerden que
una funcién de distribuciéon no estd caracterizada Unicamente por su media y varianza.
Por otfro lado, 3 = (XTX)AXTy es una combinacién lineal de variables no aleatorias y
variables aleatorias. Noten que (XTX)_1 corresponde a una matriz no aleatoria, pues

hemos asumido que X es una matriz no estocdstica. Ademds, dado que cada uno de
los y; es una variable aleatoria, pues y; depende de ¢;; tenemos que X Ty es un vector
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Ccuyos elementos son sumas de variables aleatorias. Es decir:
n
Z Yyi
i=1
n
Y viXa;
=1
n

T
Xy = yiXsi
1

1=

n

> YiXii
L =1 .
Porlotanto, 3 = (XTX) ~'XTy también serd un vector cuyos elementos corresponden a
combinaciones lineales de sumas de variables aleatorias. Ahora bien, si fenemos una
muestra lo suficientemente grande, podemos emplear el Teorema del Limite Central
para concluir que el vector 3 al ser una combinacidn de suma de variables aleatorias
seguird una distribucién normal.

Asi, si hay una muestra lo suficientemente grande tfendremos que:
5~ N 2(xTx) ™! .
5 k(ﬁ, [#2(X7X) }m) (3.3)

En otras palabras, los estimadores de MCO seguirdn una distribuciéon asintéticamente

normal (sigue una distribucion Multivariada Normal de orden k) con media igual al

. . . . —1
valor poblacional y matriz de varianzas y covarianzas o (XTX) .

De esta manera, cualquier estimador Bp, para 1l < p < k, seguird una distribucion
asintética normal con media igual al valor poblacional 3, y varianza igual al elemento
en la columna vy fila p de la matriz de varianzas y covarianzas de los estimadores de
MCO. En otras palabras:

Bp ~ N (ﬁp, [02 {Elemento de la matTiz(XTX)fl}D (3.4)

Una vez conocemos la distribucion del estimador de MCO podremos hacer inferen-
cia sobre los pardmetros poblacionales. En lo que resta de este capitulo discutiremos
como hacer inferencia respecto a un pardmetro (pruebas individuales) y sobre un con-
junto de ellos (pruebas conjuntas).

Hay un pequeno inconveniente al emplear el resultado de la ecuacion (3.4). Enla
practica, no conocemos el valor poblacional de la varianza del error o2, por tanto de-
bemos estimarlo por medio de s2. Al estimar este pardmetro, estamos infroduciendo
mas incertidumbre en nuestro proceso de inferencia. Esta incertidumbre, agregada
al problema de inferencia, implica que la distribucion de los estimadores no serd tan
concentrada hacia la media, como lo es una distribucién normal cuyas colas son re-
lativamente pequenas. La mayor incertidumibre implicard una mayor probabilidad de
estar lejos del valor de la media poblacional, que se refleja en unas colas mds gran-
des (mds altas). Estas colas mds altas, aun manteniendo la simetria y gran masa de
probabilidad cercana a la media, se pueden capturar con una distribucion f.
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Por tanto, cuando no conocemos la varianza poblacional del término aleatorio de
error (jgué es siemprel), cada uno de los estimadores de MCO seguird una distribucion
t,con n—k grados de libertad. De esta manera, tenemos que un intervalo de confianza
para B del (1 — «) 100 % de confianza estd dado por:

By £ tan—kSj, (3.5)

donde 55 corresponde a la raiz cuadrada de la varianza estimada del estimador B,,.
p

Ademads, la distribucion del estimador nos permite probar la hipdtesis nula que el
valor poblacional g, es igual a cualquier constante ¢, es decir H, : 5, = ¢; versus la
hipdtesis alterna que 3, no es igual a la constante ¢, Hy : 5, # ¢. Para contrastar estas
hipdtesis, se emplea el siguiente estadistico t de prueba:

te = (3.6)

Este estadistico t. (o t-calculado) sigue una distribucidon t con n — k grados de liber-
tad; por tanto, se rechazard la hipdtesis nula si el valor absoluto del estadistico ¢. es lo
suficientemente grande. En ofras palalbras, si [t.| > ta k.

Un caso muy especial es cuando ¢ = 0, en ese caso la hipdtesis nulaimplicard g, = 0;
es decir, la variable X, no explica la variable dependiente. Por ofro lado, la hipdtesis
alterna implicard que 38, # 0; es decir, la variable X, si ayuda a explicar la variable
dependiente. Cuando se concluye a partir de la muestra que g, # 0, entonces se dice
gue la variable X, es significativa para el modelo, alternativamente se dice que el
coeficiente g es significativo. Por esto, este tipo de pruebas se conocen como pruebas
de significancia individual.

Estructura de una prueba de hipétesis
En general una prueba de hipdtesis siempre tiene la siguiente estructura
Hy: Hipdtesis Nula (hipdtesis que se quiere refutar)
H 4: Hipdtesis Alterna (hipdtesis que se quiere aceptar)
Cdlculo de un estadistico (depende de la distribucion del estimador)
Decision (Comparar el estadistico calculado con un valor critico de la co-
rrespondiente funcidn de distribucion o tomar decision con el valor p)
Es importante tener en cuenta que por razones técnicas la hipétesis alterna
nunca puede contener un igual. Asi, aln si lo que se desea probar es que un
B; = 0 no es posible asignar esta opcidn en la hipdtesis alterna 'y tocard asignarla
a la hipdtesis nula.
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Tipos de error de las pruebas de hipotesis

Dado un nivel de significancia «, si se rechaza la hipdtesis nula es posible que
incorrectamente hayamos rechazado la hipodtesis nula cuando esta era verda-
dera. A este error lo llamamos error tipo |. Los estadisticos de pruebas estdan
disefiados para que la probabilidad de ocurrencia del error tipo | sea o %. Su-
pongamos ahora que no es posible rechazar la hipdtesis nula, en este caso es
factible que no estemos rechazando la hipdtesis nula cuando esta en verdad
es falsa. En ese caso el error se denomina error tipo Il y su probabilidad se de-
nominado con la letra griega g. Por tanto, lo ideal al disenar una prueba de
hipdtesis es que tanto o como 3 sean lo mds pequeno posible. Lastimosamen-
te existe un compromiso (frade-off) entre el error tipo | y el error tipo Il; pues
cuando se disminuye el error tipo |, el error tipo Il se aumenta. Tipicamente, el
tamano de 5 no es conocido a priori.

Es por esta razdn, que siempre que se plantea una prueba de hipdtesis, se frata
de construir la hipdtesis nula y la alterna, de tal forma que lo que se desea
comprobar sea planteado en la hipdtesis alterna y no en la hipdtesis nula. Asi, se
pretende cometer un error tipo | minimo que es mdas facilmente controlable por
elinvestigador, dado que los estadisticos para efectuar las pruebas de hipdtesis
son disefados para controlar el error tipo |, dejando el error tipo Il sin control.

Una manera alternativa de rechazar o no Hy €s empleando el valor p. Este valor co-
rresponde a la probabilidad de obtener un estadistico t mds grande en valor absoluto
que el observado (Ver Figura 3.5).

Figura 3.5. Relacion entre el p-valor y el nivel de significancia.

SerechazaHysip<a

e

—tealculado  ~ toritico teritico tealcutado

Fuente: elaboracién propia.

Empleando este criterio, la decision de rechazar la hipdtesis nula se puede tomar de
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la forma como se describe en el Cuadro 3.1.

Cuadro 3.1. Criterios para rechazar H, empleando el valor p

Nivel de Se rechaza si
significancia (%)

10 valor p <0.1
5 valor p <0.05
1 valor p <0.01

Fuente: elaboracién propia.

3.2.1 Ladistribucion t de Student y la distribucion normal

La distribucién t posee una forma similar a la de la distribucion normal. La diferencia
esta en las colas (los extremos) de las dos distribuciones. La distribucidn t tiende a tener
colas mds pesadas?® y, por tanto, un centro con menor probabilidad. Es decir, existe
mads probabilidad de caer lejos de la media en la distribucidn f que en la normal. Otfra
caracteristica importante de la distribucion t es que esta depende de un pardmetro
conocido como los grados de libertad.

Los grados de libertad pueden ser entendidos como la cantidad de datos que es-
tan disponibles para hacer la inferencia y en este contexto para estimar la varianza
poblacional del error. Asi, entre mds grande sea la muestra (0 menor ndmero de pard-
metros a estimar), o sea mdas grados de libertad, la precision serd mayor y, por tanto,
existe una menor probabilidad de obtener valores lejanos del centro de la distribucion.
Es decir, entre mds grados de libertad menos pesadas las colas. Asi, mas se parece-
ran la distribucion t y la estadndar normal. En las Figuras 3.6, 3.7 y 3.8 se presenta este
resultado.

Asi, teniendo en cuenta la estimacién de la varianza, tenemos que un intervalo de
confianza del 100(1 — a) % para la media poblacional cuando la varianza es descono-
cida estd dado por:

X:Ftnfl,% (37)

n

3Por una cola pesada se entiende una probabilidad mas alta de estar en las colas.
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Figura 3.6. Diferencia entre la distribucién estdndar normal y lat con 1 grado de libertad
Distribucion Completa

Cola de la Distribucion

Centro de la Distribucion

Fuente: elaboracién propia.

Figura 3.7. Diferencia entre la distribucion estandar normal y la t con 10 grado de liber-
tad

Distribucién Completa Cola de la Distribucién

Centro de la Distribucion

f(x)
f(x)

f(x)

X
Fuente: elaboracioén propia.
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Figura 3.8. Diferencia entre la distribucién estandar normal y la t con 30 grado de liber-
tad

Distribucion Completa Cola de la Distribucién Centro de la Distribucién

Fuente: elaboracioén propia.

donde, th-1,g2 corresponde al valor de la distribucion ¢ de Student con n — 1 grados de
libertad tal que P (Jw| < tn-1,3) = o

3.3 El ajuste del modelo (Fit del modelo)

Antes de continuar, es necesario preguntarnos ¢cémo determinar si el modelo esti-
mado explica satisfactoriamente la muestra bajo estudio? En otras palabras, si el mo-
delo estadistico se gjusta bien a la muestra. En especial, ¢cdmo podemos saber si el
modelo lineal en efecto es valido para la muestra?, pues recuerde que nuestro primer
supuesto es que la relacién entre las variables independientes y la dependiente es li-
neal, supuesto simplificador que en la mayoria de los casos no tiene ningudn soporte
tedrico.

Antes de analizar qué tan bien explica nuestro modelo la variable dependiente, es
necesario discutir cdmo se puede descomponer la variabilidad de la variable depen-
diente. Inicialmente consideremos la variacion total de la variable dependiente con
respecto a su media (y; — 4), esta variacion puede ser descompuesta en dos partes®,
La primera de ellas es la parte de la variacion que es explicada por el modelo; esta
parte de la variacidn es la diferencia que existe entre lo que predice el modelo para la
observacion® i (;) y nuestra mejor prediccion si no contdramos con un modelo, es de-
cirla media de la variable dependiente (y). En ofras palabras, la parte de la variacion
de la variable dependiente explicada por el modelo corresponde a (§; — y). La segun-
da parte de la variacién de la variable dependiente es la que no puede ser explicada

4Noten que partimos de la desviacion de dada observacion con respecto a su media y la denominamos
variacién fotal, pues esta seria la desviacion que tendria cada observaciéon con respecto a lo esperado si
us@semos el modelo mas sencillo para explicar el comportamiento de una variable. Es decir, si usamos el
modelo y; = u + g;. este serd nuestro modelo de partida.

50; = B1 + PaXoi + B3X3i + ... + Bp Xy parai = 1,2,...,n, 0 en forma matricial § = X 3.
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por el modelo, que denominaremos el error o residuo. Formalmente, é; = (y; — §;). Asl,
(i =) = (0 —y) + (yi — i)

Para entender mejor esta descomposicion de la de la variacién total de la variable
dependiente, empleemos una aproximacién grafica. Si no contamos con un mode-
lo, la mejor forma de explicar la variable dependiente es empleando su media. A la

diferencia entre la media y cada observacion se le conoce como la variaciéon total,
representada en color rosado en la Figura 3.9.

Figura 3.9. Ejemplo de la variacién total para una observacion de la variable depen-
diente (y;)

y
Vi

~ Yi— Vi

<

Fuente: elaboracién propia.

La variacién total se puede descomponer en: i) la parte explicada por el modelo
(9; —y) (Ver Figura 3.10), y ii) la parte que el modelo no explica (el error) é; = (y; — §;)
(Ver Figura 3.11).
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Figura 3.10. Ejemplo de la variacién explicada por el modelo para una observacién de
la variable dependiente (y;)

Y

Vi /
j>i Yi— Vi

Fuente: elaboracion propia.

Figura 3.11. Ejemplo de la variacién no explicada por el modelo para una observacion
de la variable dependiente (y;)

&=),—J) Yi— Vi

Fuente: elaboracién propia.



86

Inferencia y andlisis de regresion

Regresando al andlisis de la bondad de ajuste de una regresion, si queremos cono-
cer la variacién total de la variable dependiente para foda la muestra, es buena idea
considerar la suma de todas las variaciones al cuadrado para evitar el efecto contra-

n
rio, de variaciones por encima y por debajo de la media. Liamaremos a > (y; — g)2 la

=1
Suma Total al Cuadrado (SST por su nombre en inglés: Sum of Squares Total). Es muy
facil mostrar que en presencia de un modelo con intercepto®:

n

(v —9)° = Z @i =9+ D (v —9:) 3.8)

1 =1 i=1

n

(2

La parte de esta variacion total al cuadrado que es explicada por el modelo serd

n

S (g; — g)Q, la denotaremos como SSR (por su nombre en inglés: Sum of Squares of
=1

the Regression). Y la parte que no es explicada por la regresion se denotard por SSE
(por su nombre en inglés: Sum of Squares Error). Estas sumas al cuadrado también se

pueden expresar en forma matricial. Es relativamente facil mostrar que:

n

SST =Y (i —9) =y y —ny’

i=1

SSR=> (9 — y)* = "Xy - ny”
=1
SSE=Y " (yi—9:)* =y"y - 5" X"y
=1
Asi tendremos que,
SST =SSR+ SSE

Una evidente medida de qué tan bueno es nuestro modelo es examinar qué por-
centaje de la variacidn total es explicada por el modelo, a esto se le conoce como €l
R?. Formalmente,

_ SSR 1 SSE

- SST SST’

Dado que el R? es un porcentaje, éste estard entre cero y uno; es decir, 0 < R? < 1.
Si R? = 1, enfonces toda la variacién de la variable dependiente es explicada por
el modelo; para el caso de dos variables explicativas, esto implicard que todos los
puntos se encuentran sobre el plano estimado por el modelo, en caso de tener una
sola variable explicativa, este R? implicard que todos los puntos estdn sobre la linea de
regresion. Por ofro lado, si R? = 0 tendremos que nuestro modelo no explica nada de
la variacién de la variable dependiente.

R2

%En el Anexo 3.8 al final de este capitulo se presenta una demostracion de esta afirmacion.
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Antes de continuar, es importante anotar algunas consideraciones para fener en
cuenta sobre la medida de bondad de ajuste brindada por el R2. Primero, es relativa-
mente facil mostrar que en caso de que el modelo estimado no contenga un intercep-
o, entonces SST # SSR + SSE (ver Anexo 3.8 al final del capitulo). Por tanto, en ese
caso el R? no representard la parte de la variabilidad total de la variable dependiente
explicada por el modelo, por eso se dice que el R? carece de interpretaciéon cuando
el modelo estimado no posee intercepto.

Segundo, dado que el R? es una medida del gjuste de un modelo lineal estimado
a los datos, entonces el R? se puede emplear para escoger entre diferentes modelos
lineales el que se ajuste mejor a los datos, pero si se cumplen algunas condiciones.

Por ejemplo, supongamos que se quiere estimar la de demanda de un bien Q;, para
lo cual se cuenta con datos de su precio (p;), el precio de un bien sustituto (ps;) y un
bien complementario (pc;) vy el nivel ingreso medio de los consumidores de este bien
(I;). Asi, para estimar la demanda de este bien se emplean los siguientes modelos:

Qi = Po + Bipi + Bapci + Bapsi + Pali + & (3.9)

In (Q:) = vo +y1In(pi) +y21n(pe;) +y3In (ps;) +valn (L) + i (3.10)
Qi = Bo + Bipi + Bapci + Bali + €5 3.11)

Qi = Bo + Bipi + Bapsi + Bal; + €5 3.12)

Una vez estimados estos cuatro modelos se cuentan con su correspondiente R2. Un
“impulso natural” es escoger como el “mejor” modelo aguel que tenga el R mds gran-
de. Pero tal procedimiento en este caso es errdéneo, pues al comparar el modelo (3.10)
con los ofros modelos nos damos cuenta que la variable dependiente es diferente en
este modelo. Asi, adn si se emplee la misma muestra para estimar los modelos, las SST
Nno serdn iguales para tfodos. La SST del modelo (3.10) es distinta a la de los otros tres

modelos, pues para el modelo (3.10) SST = fj (In(Q;) —In (Q))2 mientras que para los
=1

n
otros modelos tenemos que SST = Y- (Q; — Q)Q.
=1

Por lo tanto, si comparamos el R? del modelo (3.10) con el de los otros tres modelos,
no estariamos comparando la explicacién de la misma variabilidad total de la variable
dependiente. Podemos concluir que los R? entre diferentes modelos son comparables
si y solamente si la variable dependiente es la misma en los modelos a comparar y se
emplea la misma muestra en la estimacién de los modelos.

Pero, audn si comparamos modelos con la misma variable dependiente y la misma
muestra, como por ejemplo los modelos (3.9), (3.11) y (3.12), es necesario tener cuidado
con esta comparacién. Es relativamente facil mostrar que el SSR, y por tanto el R2,
es una funcidn creciente del nimero de regresores (k — 1). Por tanto, a medida que
consideramos modelos con mds variables explicativas, el R? serd mds grande.

Entonces, podriamos escoger cudl modelo explica mayor proporcidon de la variabili-
dad de la variable dependiente para los modelos (3.11) y (3.12) por medio del R?, pues
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en estos dos modelos se tiene el missno nimero de variables explicativas (k) y la vario-
ble explicada es la misma. Pero, en general, el R2 no es un buen criterio para escoger
entre los modelos (3.9). (3.11) y (3.12).

3.3.1 LaTabla ANOVA

Una forma de resumir la descomposicion de la variabilidad de la variable depen-
diente es emplear una tabla conocida como la tabla ANOVA (Analysis of Variance).
Esta es una alternativa ala Figura 3.11 que no funcionaria para un modelo con mds de
dos variables explicativas. AUn en el caso de un modelo con una sola variable depen-
diente, el andlisis grafico se convierte en una situaciéon inmanejable.

La fabla ANOVA no sélo resume la descomposicion de la variabilidad de la variable
dependiente, sino que también resume informacidén importante como los grados de
libertad asociados con cada suma al cuadrado.

Intuitivamente, noten que para calcular el SST = >~ (y; — gj)2 se emplean n obser-

=1
vaciones y se pierde un grado de libertad al emplear la media, por tanto los grados de
libertad del ST son n—1. Por ofro lado, para calcularel SSE = 3 (y; — ;)° se emplean

=1
n Observaciones y se pierde k grados de libertad al calcular g;, por tanto los grados de
libertad del SSE son n — k. Finalmente, asi como SST = SSE + SSR, también se debe
cumplir que los grados de libertad del SST deben ser iguales a la suma de los grados
de libertad del SSE y el SSR. Asi por diferencia, podemos encontrar que los grados de
libertad del SSR son k — 1. Una forma alternativa para llegar a este dltimo resultado es

advertir que para calcular SSR = i (G; — gj)Q se emplean k grados de libertad en el

=1
cdlculo de cada §; y se pierde un grado de libertad al emplear la media y;, por tanto
los grados de libertad del SSR son k — 1.

Finalmente, en la tabla ANOVA se reporta la Media Cuadrada (M S) de los errores
y de la regresion que corresponde a las respectivas Sumas al Cuadrado divididas por
sus respectivos grados de libertad. En especial, el M S correspondiente al error, MSE, es
exactamente igual al estimador de la varianza del error. Claramente de la fabla ANO-
VA, también se puede derivar rdpidamente el R?, pues toda la informacién necesaria
para el cdiculo de este estadistico estd disponible en la tabla.

Cuadro 3.2. Tabla ANOVA

Fuente de la Variacién 5SS Grados de libertad MS

Regresion SSR k-1 MSR=SSR/(n—k)
Error SSE n—k MSE = s*=SSE/(n — k)
Total SST n-—1

Fuente: elaboracién propia.
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3.4 Pruebas conjuntas sobre los pardmetros

Hasta agui hemos discutido cémo comprobar hipétesis individuales en torno a ca-
da uno de los pardmetros de un modelo de regresion. Pero, ¢qué hacer con estos
resultados individuales? Supongamos la siguiente situacidén; hemos estimado con una
muestra lo suficientemente grande el siguiente modelo:

Yi = B+ PoXoi + P X3 + BaXus + €5

Ademds, suponga que hemos efectuado una serie de pruebas individuales sobre los
pardmetros estimados y se ha encontrado que:

= La hipdtesis nula B2 = 0 es rechazada a un nivel de significancia de «a. Liamemos
a este el resultado 1 (R;)

= | ahipdtesis nula B3 = 0 No se puede rechazar a un nivel de significancia de a. (Rs)

» La hipdtesis nula 84 = 0 Nno se puede rechazar a un nivel de significancia de a. (R3)

Dados estos tres resultados, parece muy razonable tratar de unir estos tres resultados
(R1 U Ry U R3) y concluir que el modelo deberia ser y; = 81 + B2X2; + &; con un nivel
de significancia de «. Pero si reflexionamos un poco sobre las implicaciones de unir
estos resulfados, nos daremos cuenta répidamente lo errado de unirlos. Noten que el
primer resulfado R; implica un error fipo | de tamano «a, mientras que los resultados R»
y R3 tienen asociados un error tipo Il. Ahora, si unimos estos tres resultados, el nivel de
significancia asociado a (R; U Rz U R3) no serd simplemente a.

Para evitar ser muy conservador al unir diferentes resultados individuales, se han dise-
nado pruebas que tengan en cuenta estos multiples errores. Tales pruebas se conocen
como pruebas conjuntas. En esta seccidn las discutiremos en detalle.

Supongamos que usted quiere determinar si todos los coeficientes asociados a pen-
dientes son 0 no iguales a cero conjuntamente; es decir, Hy : 82 = 3 = ... = B, = 0
versus la hipdtesis alterna no Hy. Como lo discutimos anteriormente, este tipo de hi-
potesis Nno se puede probar con k — 1 hipdtesis individuales. Noten que esta hipdtesis

puede reescribirse de la forma Ry xkfBkx1 = Cyx1.donde 7 = [ 81 B ... B |,
CT=[0 0 .. 0]y
0 1 0 0
0 0 1 0
R(r—l)xk = :
0 0 O 1

Ahora, supongamos que quiere saber si dada una estimacion se cumple una restric-
cién que tiene sentido tedrico. Por ejemplo, se desea emplear una funcién de produc-
cion Cobb-Douglas para determinar si se presenta renﬂm\ien‘ros constantes de escala
o no. Es decir, dada la siguiente ecuacion estimada In (Y;) = 8 + & In (K;) + a2 In (L;)
se quiere comprobar si a; + as €s igual a uno o no. Esta hipdtesis también se puede
escribir de la forma Ry xkfix1 = Cryxi.donde X = [ 8 a1 ap [, R=[0 1 1]y
C =11].
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En general, cualquier hipdtesis nula que pueda escribirse de la forma R,y fkx1 =
Cyx1 (Versus la H,: no Hy) se puede comprobar empleando el siguiente estadistico:

(c- RB)T (R (X™X)"'RT) (C-RJ) /r

Fcalculado = éTé/(’I’L — k)

(3.13)

Este estadistico sigue una distribucion F con r grados de libertad en el numerador y
n — k grados de libertad en el denominador. Por tanto, se podrd rechazar la hipdtesis
nula, con un nivel de significancia a si Fy, (., (n—k)) < Foalculado-

Un caso especial de la hipdtesis nula general R,y fkx1 = Ciryx1 (Versus la H,: no
Hy) es Hy : B2 = B3 = ... = B = 0 (fodos los coeficientes asociados con pendientes son
simultdneamente iguales a cero), es decir una prueba global de significancia. En este
caso especial el estadistico F.qicuiado S€ reduce Q.

BTXTy —ng?/(k —1) _ MSR

F, = 14
calculado éTé/(n — k‘) MSE (3 )

O de manera equivalente:

R?/(k—1)

Faiobal = A= 12 J(n—h) (3.15)

Este Faioba Sigue una distribucién F con k — 1 grados de libertad en el numeradory n—k
grados de libertad en el denominador. Por tanto, se podrd rechazar la hipdtesis nula
a un nivel de significancia a st Fy, (x—1),m—k)) < Faiovar.- NOTEN qUE este test se puede

derivar rdpidamente de la tabla ANOVA como se muestra en el Cuadro 3.3).

Cuadro 3.3. Tabla ANOVA con prueba de significancia global

Fuente de SS Gradosde MS F-Global
la libertad
Variacion
Regresion SSR k-1 MSR=SSR/(n—k) Faiobat = MSR/MSE
Error SSE n—k MSE = s =
SSE/(n—k)
Total SST n-—1

Fuente: elaboracion propia.
Noten que la hipdtesis nula de esta prueba de significancia global implica el modelo

yi =P +e& (3.16)

mientras que la hipdtesis alterna implica el modelo:

Yi = B+ PoXoi + B3 X3 + .. 4 BeXpi + & (3.17)
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Es decir, si la hipdtesis nula no es rechazada, esto implica que una mejor forma de
explicar la variable dependiente es por medio de su media (una constante)’. Por tanto,
esta prueba es otra forma de estudiar la bondad de gjuste del modelo, por eso no
debe ser sorprendente la estrecha relacion entre el Fgiopa Y €l Ro cOMO se muestra en
(3.15).

3.5 Prueba de Wald y su relaciéon con la prueba F

En la seccion anterior se discutid cédmo para comprobar una hipdtesis nula que in-
volucre restricciones lineales de la forma RS = C podemos emplear el estadistico
Fraiculado Que se presenta en (3.13). Una alternativa para probar hipdtesis que involu-
cren restricciones de la forma RB = C es emplear el estadistico de Wald (W qicutado)
el cual estd relacionado con el F.,jcuiado descrito con anterioridad. Este estadistico se
puede calcular con la siguiente expresion:

Woeateutado = (c - RB)T (R ($2XTX) " RT) o (c - RB) (3.18)

El estadistico de Wald calculado sigue una distribucion x? donde r representa el

numero de restricciones lineales en la hipdtesis nula. Por tanto, se podrd rechazar Hy :

R = C en favor de la hipdtesis alterna (no Hy) i Weaicutado > X2

Es muy facil encontrar la relacidon entre el estadistico de Wald y el estadistico F. Por
ejemplo, manipulando algebraicamente (3.18) fendremos que:

Weateutato = (€ — RB)T (R (x™X) " RT)‘l (c-rp) (s (3.19)

T . -1 .
Wealeulado = (c-®) (= (XT}Q wr) _e-nd) (3.20)

y reemplazando S? fenemos que:

(c - RB)T (R (xTx)™" RT)il (c - RB)

Wcalculado = éTé/(n — k) (32])

Al comparar la anterior expresion con ((3.13) se puede concluir que Weaiculado = 7 -
Fucuiado- D€ hecho, para comprobar cualquier hipdtesis que involucre restricciones
lineales de la forma RA3 = C se podrd emplear una prueba F o una prueba Wald. Sin
importar el estadistico que se emplee, la conclusion serd la misma. Finalmente, esta
prueba de Wald se puede cdlificar como una versidn abreviada de una prueba de la
razén de verosimilitud (Likelihood Ratio Test).

’Es decir Y; = p + ¢;, donde p = 31 es la media.
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3.6 Practica en R: Explicando los rendimientos de una accion

En esta seccidn aplicaremos los conceptos cubiertos hasta ahora. En esta ocasion
en el drea financiera de una organizacion se esta evaluando la inversion de algunos ex-
cedentes de tesoreria en acciones del grupo SURA. Asi, en el equipo de frabagjo surgid
la siguiente pregunta de negocio: ( Codmo estd relacionado el rendimiento de esta ac-
cién con el rendimiento de aquellas acciones en la que ya tenemos inversiones? Esta
pregunta nace, pues se quiere diversificar el riesgo del portafolio. Para responder esta
pregunta se cuenta con datos del rendimiento diario® de la accidn de Suramericana y
de ofras acciones que también se franzan en la Bolsa de Valores de Colombia y ya es-
tdan en el portafolio de la organizacion. La base de datos contiene rendimientos diarios
de las siguientes acciones: GRUPOSURA, ECOPETROL, NUTRESA, EXITO, ISA, GRUPOA-
VAL, CONCONCRETO, VALOREM y OCCIDENTE. La base de datos va desde 2012-01-02
hasta el 2019-01-14 y y todas las variables estdn medidas en puntos porcentuales. La
base se encuentra en el archivo RetornosDiarios.RData’.

La primera tarea como siempre serd cargar los datos, para lo cual se puede em-
plear la funcién load() que se encuentra en el paquete base de R. El argumento mas
importante para esta funcidn es el nombre del archivo y su respectiva ruta.

load("RetornosDiarios.RData")

El working space cargado contiene el objeto retornos.diarios. Miremos la clase de
dicho objeto.

class(retornos.diarios)

## [1] "xts" "zoo"

Este objeto es de clase xts y zoo. Este tipo de clase es muy empleada cuando se
frabaja con series de tiempo; en especial la clase xts es Util cuando las series tienen
una frecuencia inferior al mes, como en este caso que tenemos datos diarios. Esta
clase corresponde al paguete xts (Ryan y Ulrich, 2020). Carguemos la libreria (de ser
necesario instale el paquete) y asegurémonos que los datos quedaron bien cargados
y que cada variable se encuentre bien definida.

# Instalar paquete st es necesario install.packages('zts)

# Cargar paquete
library(xts)

# Chequeo de los primeros datos y de la clase
head(retornos.diarios, 2)

#i#t GRUPOSURA ECOPETROL NUTRESA EXITO ISA GRUPOAVAL
## 2012-01-02 1.277973 -0.3565066 -0.9216655 2.02184181 -1.983834 0.000000

8E| rendimiento diario se calcula como el crecimiento porcentual en el precio de la accion.
9Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/
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## 2012-01-03 2.507968 2.0036027 -0.2781643 0.07695268 1.626052 -2.429269

#it CONCONCRET VALOREM OCCIDENTE
## 2012-01-02 0 0.0000 0
## 2012-01-03 0 12.5839 0

str(retornos.diarios)

## An xts object on 2012-01-02 / 2019-01-14 containing:

##  Data: double [1696, 9]

## Columns: GRUPOSURA, ECOPETROL, NUTRESA, EXITO, ISA ... with 4 more columns
##  Index: Date [1696] (TZ: "UTC")

sapply(retornos.diarios, class)

## GRUPOSURA ECOPETROL NUTRESA EXITO ISA GRUPOAVAL CONCONCRET VALOREM
## [1,] "xts" "xts" "xts" "xts" "xts" "xts" "xts" "xts"
## [2,] "zoo" "zoo" "zoo" "zoo" "zoo" "zoo" "zoo" "zoo"
#i OCCIDENTE

## [1,] "xts"

## [2,] "zoo"

Noten que este objeto de clase xts reacciona un poco diferente a los objetos de
clase data.frame a funciones como str() . Pero la mayoria de las funciones que operan
sobre objetos de clase data frame también funcionardn sobre objetos xts y zoo. En es-
pecial la funciéon Im() no tfendrd ningudn problema con este tipo de objetos. Para tener
una idea de la base de datos antes de entrar a estimar el modelo, veamos su periodi-
cidad (funcién periodicity() ). las estadisticas descriptivas, un grafico y la correlacion
entre las series.

periodicity(retornos.diarios)

## Daily periodicity from 2012-01-02 to 2019-01-14
summary (retornos.diarios)
## Index GRUPOSURA ECOPETROL

## Min. :2012-01-02  Min. :=5.491576  Min. :-10.44520
## 1st Qu.:2013-09-25 1st Qu.:-0.605399 1st Qu.: -0.96271

## Median :2015-06-30 Median : 0.000000 Median : 0.00000
## Mean :2015-07-04  Mean : 0.002958 Mean : -0.02184
## 3rd Qu.:2017-04-07 3rd Qu.: 0.679216 3rd Qu.: 1.00884
## Max. :2019-01-14 Max. : 5.671623 Max. : 10.27128
#it NUTRESA EXITO ISA

## Min. :=7.145896 Min. :-13.35314  Min. :—-15.20399

## 1st Qu.:-0.525538 1st Qu.: -0.76845 1st Qu.: -0.75520
## Median : 0.000000 Median : 0.00000 Median : 0.00000
## Mean 0.004678 Mean : -0.03991 Mean : 0.01399
## 3rd Qu.: 0.528802 3rd Qu.: 0.73004 3rd Qu.: 0.85536
## Max. : 4.807793 Max. ;. 8.02808 Max. : 10.48256
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## GRUPOAVAL CONCONCRET VALOREM

## Min. :=-9.143421 Min. :=-27.44368 Min. :-11.65338
## 1st Qu.:-0.722025 1st Qu.: -0.44445 1st Qu.: 0.00000
## Median : 0.000000 Median : 0.00000 Median : 0.00000

## Mean :-0.007806  Mean : -0.07761 Mean : 0.07358
## 3rd Qu.: 0.719428 3rd Qu.: 0.36597 3rd Qu.: 0.00000
## Max. : 7.696104  Max. : 11.46629  Max. : 29.02523
#Hit OCCIDENTE

## Min. :-12.84562

## 1st Qu.: 0.00000

## Median : 0.00000

## Mean : 0.01409

## 3rd Qu.: 0.00000

## Max. : 9.72907

Todas las series de los rendimientos tienen mediana cero y son relativamente vo-
I&tiles. Esto se puede corroborar graficamente. Grafiquemos las series empleando la
funcion plot.xts() del paquete xts (Ryan y Ulrich, 2020). Al emplear la plot() sobre un
objeto de clase xts automdaticamente emplea la funcidn plot.xis().

# Graficar los datos
plot(retornos.diarios)

Figura 3.12. Retorno diario de las acciones seleccionadas

retornos.diarios 2012-01-02/2019-01-14
20 20
10 10
0 0
-10 -10
-20 -20
T T T T T T T T T T T T T T 1
ene 02 ene 02 ene 02 ene 02 ene 04 ene 02 ene 02 ene 02
2012 2013 2014 2015 2016 2017 2018 2019

Fuente: elaboracién propia.
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En la Figura 3.12 se presenta la visualizacion obtenida.

Claramente las series (variables) de los rendimientos son bastante volatiles'®. Ahora
procedamos a estimar el siguiente modelo de regresion:
GRUPOSURA; = 81 + B.ECOPETROL; + 33NUTRESA,
+ BLEXITO; + B51SA; + 8;GRUPOAVAL,
+ BsCONCONCRETO; + 5o VALOREM,
+ B10OCCIDENTE; + ¢4,

donde GRUPOSURA; representa el rendimiento diario de la accidon del Grupo Sura.
De manera andloga las otras variables representan los rendimientos de las otras accio-
nes. En el capitulo anterior discutimos como estimar un modelo lineal. En este caso el
modelo se puede estimar y visualizar de la siguiente manera:

# Estimar del modelo

resl <- 1Im(GRUPOSURA ~ ., retornos.diarios)

# Imprimir resultados

summary (resl)

##

## Call:

## Im(formula = GRUPOSURA ~ ., data = retornos.diarios)
#t

## Residuals:

## Min 1Q Median 3Q Max

## -5.6534 -0.5737 -0.0133 0.6199 6.3444

it

## Coefficients:

#it Estimate Std. Error t value Pr(>|t])

## (Intercept) 0.006431 0.027001 0.238 0.812

## ECOPETROL 0.121058 0.014487 8.357 < 2e-16 *x*x*
## NUTRESA 0.141435 0.027796 5.088 4.02e-07 **x*
## EXITO 0.122278 0.018116 6.750 2.03e-11 **x*
## ISA 0.188165 0.018689 10.068 < 2e-16 *x*x*
## GRUPOAVAL 0.084403 0.020077 4.204 2.76e-05 *%*x*
## CONCONCRET 0.021189 0.014785 1.433 0.152

## VALOREM 0.035659 0.014007 2.546 0.011 =*
## OCCIDENTE 0.030972 0.026930 1.150 0.250

#i#t ———

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 1.109 on 1687 degrees of freedom
## Multiple R-squared: 0.2617, Adjusted R-squared: 0.2582
## F-statistic: 74.75 on 8 and 1687 DF, p-value: < 2.2e-16

10Esta es una caracteristica comun en los rendimientos de las acciones. Para una mayor discusion ver
Alonso (2006a) y Alonso y Torres (2014).
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R emplea una manera particular en poner asteriscos que Nno concuerda con Ia lite-
ratura cientifica (por lo menos en las ciencias sociales). En el Cuadro 3.4 se presenta la
equivalencia entre lo reportado en Ry la literatura.

Cuadro 3.4. Equivalencia entre el valor p, el reporte de Ry los asteriscos en la literatura

p< en R en literatura

0.1 . *
0.0] %k kkk
0,001 *** No se emplea

Fuente: elaboracién propia.

Los resultados de la estimacidn del modelo se resumen en el Cuadro 3.5 empleando
la aproximacioén tradicional de la literatura.
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Cuadro 3.5. Modelo estimado por MCO para la accién de SURA

Dependent variable:

GRUPOSURA
ECOPETROL 0.127%**
(0.014)
NUTRESA 0.147%**
(0.028)
EXITO 0.122%**
(0.018)
ISA 0.188%***
(0.019)
GRUPOAVAL 0.084***
(0.020)
CONCONCRET 0.021
(0.015)
VALOREM 0.036**
(0.014)
OCCIDENTE 0.031
(0.027)
Constant 0.006
(0.027)
Observations 1,696
R2 0.262
Adjusted R? 0.258
Residual Std. Error 1.109 (df = 1687)
F Statistic 74.748*** (df = 8; 1687)
Note: *p<0.1; **p<0.05; ***p<0.01

Los resultados muestran que los rendimientos de las acciones de ECOPETROL, NU-
TRESA, EXITO, ISA, GRUPOAVAL y VALOREM son variables significativas para explicar el
rendimiento de la accién de GRUPOSURA. Las pruebas individuales de significancia
permiten concluir que los rendimientos de las acciones de CONCONCRETO y OCCI-
DENTE no tienen efecto sobre el rendimiento de la accion de GRUPOSURA.

También podemos observar que el R? de la regresion es 0.262. Esto quiere decir que
el modelo explica el 26.2% de la variacion del rendimiento de la accién de GRUPO-
SURA. Noten que si bien parece pequeno este R2, no lo es. Dado que los rendimientos
de la accién de GRUPOSURA es tan voldatil (cambia tanto), explicar el 26.2% de esta
variacién no es despreciable. En el contexto de las finanzas, este R? no es bajo.

Es importante tener en cuenta que en otras aplicaciones este R? puede ser consi-
derado como muy bdadjo. Por eso es importante, conocer el contexto bajo estudio para
poder determinar si un R? obtenido es relativamente alto o bagjo para el caso bajo
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estudio.

Por otro lado, el Fgopa €5 74.748. El respectivo p-valor (aproximadamente 0) implica
gue se puede rechazar la hipdtesis nula de que ninguna variable es importante para
explicar los rendimientos de la accién de GRUPOSURA. Es decir, al menos una de las
pendientes es diferente de cero.

Para el cdiculo de la tabla ANOVA podemos emplear la funcidon anova() del po-
quete principal de R. El Unico argumento necesario, por ahora, es el objeto clase Im
que fenga los resulfados de la regresion.

anova(resl)

## Analysis of Variance Table

##

## Response: GRUPOSURA

#i# Df Sum Sq Mean Sq F value Pr(>F)

## ECOPETROL 1 278.82 278.820 226.5073 < 2.2e-16 *xx
## NUTRESA 1 159.09 159.086 129.2379 < 2.2e-16 ***
## EXITO 1 126.82 126.815 103.0217 < 2.2e-16 *xx
## ISA 1 136.45 136.453 110.8514 < 2.2e-16 *xx
## GRUPOAVAL 1 22.65 22.648 18.3989 1.893e-05 *x**
## CONCONCRET 1 2.63 2.626 2.1335 0.14430

## VALOREM 1 8.02 8.019 6.5147 0.01079 *
## OCCIDENTE 1 1.63 1.628 1.3227 0.25027

## Residuals 1687 2076.62 1.231

## ——-

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Noten que en este caso el SSR se presenta discriminado para cada variable.,

3.7 Pruebas conjuntas sobre los pardmetros

Ahora, consideremos la prueba conjunta de que las acciones de CONCONCRETO
y OCCIDENTE no tienen efecto sobre el rendimiento de la accién de GRUPOSURA. Es
decir,

Hy:Bg=B10=0

La hipdtesis alterna es no Hy. Esta hipdtesis nace de los resultados de las pruebas
individuales. Este tipo de restricciones se puede probar tanto con la prueba de Wald
como con una prueba F. Esto se puede hacer de la siguiente manera empleando la
funcion linearHypothesis() que se encuentra en el paquete AER (Kleiber y Zeileis, 2008).
Esta funcién requiere al menos dos argumentos: El modelo (objeto clase Im) y las restric-
ciones. La funcidn calcula por defecto la prueba F. Si se desea obtener el estadistico
de Wald, entonces se requiere un tercer argumento test="Chisq”. Las siguientes lineas
de codigo efectuan la respectiva prueba F y de Wald:



Pruebas conjuntas sobre los pardmetros Q9

# Instalar paquete st no se tiene install.packages('AER')

# Cargar paquete
library (AER)

# Realizar prueba F
linearHypothesis(resl, c("CONCONCRET = 0", "OCCIDENTE = 0"))

## Linear hypothesis test

##

## Hypothesis:

## CONCONCRET = 0O

## OCCIDENTE = 0O

##

## Model 1: restricted model

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + CONCONCRET +
## VALOREM + OCCIDENTE

##

##  Res.Df RSS Df Sum of Sq F Pr(>F)
# 1 1689 2080.8

## 2 1687 2076.6 2 4.1357 1.6799 0.1867

# Realizarprueba Wald test='Chisq’
linearHypothesis(resl, test = "Chisq", c("CONCONCRET = 0", "OCCIDENTE = 0"))

## Linear hypothesis test

##

## Hypothesis:

## CONCONCRET = O

## OCCIDENTE = O

##

## Model 1: restricted model

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + CONCONCRET +
## VALOREM + OCCIDENTE

##

## Res.Df RSS Df Sum of Sq Chisq Pr(>Chisq)
## 1 1689 2080.8

## 2 1687 2076.6 2 4.1357 3.3597 0.1864

Como se esperaba, el p-valor de ambas pruebas es el mismo. En este caso, no se
puede rechazar la hipdtesis nula; es decir, se puede concluir que los rendimientos de
las acciones de CONCONCRETO y OCCIDENTE no fienen efecto sobre el rendimiento
de la accion de GRUPOSURA. Asi el nuevo modelo serad:

GRUPOSURA; = 81 + B2ECOPETROL; + B83NUTRESA,
+ BLEXITO; + B51SA; + 8;GRUPOAVAL,
+ BoVALOREM; + ¢4.
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El nuevo modelo'! y el anterior se presentan en el Cuadro 3.6.

Cuadro 3.6. Modelos estimados por MCO para la accién de SURA

Dependent variable:

GRUPOSURA
Q)] 2

ECOPETROL 0.127*** 0.122%**

(0.014) (0.014)
NUTRESA 0.147*xx* 0.145***

(0.028) (0.028)
EXITO 0.122%** 0.123***

(0.018) (0.018)
ISA 0.188*** 0.188***

(0.019) (0.019)
GRUPOAVAL 0.084*** 0.086***

(0.020) (0.020)
CONCONCRET 0.021

(0.015)
VALOREM 0.036** 0.036**

(0.014) (0.014)
OCCIDENTE 0.031

(0.027)
Constant 0.006 0.005

(0.027) (0.027)
Observations 1,696 1,696
R2 0.262 0.260
Adjusted R? 0.258 0.258
Residual Std. Error 1.109 (df = 1687) 1.110 (df = 1689)
F Statistic 74.748*** (df = 8; 1687) 99.025%** (df = 6; 1689)
Note: *p<0.1; **p<0.05; ***p<0.01

TTEl nuevo modelo lo nombraremos res2.
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Ahora, noten que en este segundo modelo los coeficientes que acompanan los
rendimientos de las acciones de ECOPETROL y EXITO parecen “a 0jo” ser similares. En-
tonces probemos si realmente son iguales o no. Es decir, la hipdtesis nula serd:

Hy: By = B4=0,12

versus la hipdtesis alterna de no Hy. En este caso el cddigo serd:

# prueba F
linearHypothesis(res2, c("ECOPETROL = 0.12", "EXITO = 0.12"))

## Linear hypothesis test

##

## Hypothesis:

## ECOPETROL = 0.12

## EXITO = 0.12

##

## Model 1: restricted model

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + VALOREM
##

##  Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 1691 2080.8

## 2 1689 2080.8 2 0.046964 0.0191 0.9811

# prueba Wald test='Chisq'’
linearHypothesis(res2, test = "Chisq", c("ECOPETROL = 0.12", "EXITO = 0.12"))

## Linear hypothesis test

##

## Hypothesis:

## ECOPETROL = 0.12

## EXITO = 0.12

##

## Model 1: restricted model

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + VALOREM
##

##  Res.Df RSS Df Sum of Sq Chisq Pr(>Chisq)
## 1 1691 2080.8

## 2 1689 2080.8 2 0.046964 0.0381 0.9811

Esto implica que la hipdtesis nula no se puede rechazar. Es decir, se puede concluir
que el efecto de un aumento de un punto porcentual en el rendimiento de las accio-
nes de ECOPETROL o EXITO tiene el mismo efecto sobre la accidon de GRUPOSURA. Es
mas, dicho efecto no es estadisticamente diferente de 0.12 puntos porcentuales.

Finalmente, noten que el intercepto del modelo no es significativo. No obstante, no
removeremaos nunca el intfercepto de un modelo para mantener las propiedades esta-
disticas del modelo y poder interpretar el R2.



102

Inferencia y andlisis de regresion

Recordemos que la pregunta de negocio que queriamos responder €s: ;,como estd
relacionado el rendimiento de la accidn de SURA con el rendimiento de aquellas ac-
ciones en la que ya tfenemos inversiones? Nuestros resulfados permiten concluir que el
rendimiento de la accién de SURA tienen relaciéon con los rendimientos de las acciones
de ECOPETROL, NUTRESA, EXITO, ISA, GRUPOAVAL y VALOREM,

Para terminar, interpretemos los coeficientes.

m |ntercepto: Si el rendimiento de Ias ofras acciones fuesen cero, entonces el rendi-
miento de la accién de SURA serd cero.

= Por cada punto porcentual'? (p.p.) que aumente el rendimiento de la accién de
ECOPETROL, el rendimiento de la accién de SURA aumentard en 0.12 pp.

= Por cada punto porcentual (p.p.) que aumente el rendimiento de la accién de
NUTRESA, el rendimiento de la accién de SURA aumentard en 0.14 pp.

= Por cada punto porcentual (p.p.) que aumente el rendimiento de la accidén de
EXITO, el rendimiento de la accién de SURA aumentard en 0.12 pp.

= Por cada punto porcentual (p.p.) que aumente el rendimiento de la accidn de
ISA, el rendimiento de la accién de SURA aumentard en 0.19 pp.

= Por cada punto porcentual (p.p.) que aumente el rendimiento de la accidén de
GRUPOAVAL, el rendimiento de la accién de SURA aumentard en 0.09 pp.

= Por cada punto porcentual (p.p.) que aumente el rendimiento de la accidén de
VALOREM, el rendimiento de la accién de SURA aumentard en 0.04 pp.

3.8 Anexo: Demostracion de la ecuacion (3.8)

La expresion (3.8) implica que en presencia de un modelo lineal con intercepto, po-
dremos descomponer la variacién total de la variable dependiente (SST) en la parte
explicada por el modelo de regresion (SSR) y la parte no explicada por el modelo
(SSE). Formalmente, la proposicidon a probar es que si una de las variables explicativas
es una constante (corresponde al intercepto), entonces:

SST =SSR+ SSE.

Para demostrar esta proposicidn, podemos partir del hecho que:
AT A 5 T 5
2= (y-x8) (y-x8)
eTe =Ty — 287Xy + BTXTX}
eTe = yTy — BTXTXﬁA.

Reemplazando, obtenemos
yly=£eTe+q"g.

12Nota que no es lo mismo un aumento de un uno por cienfo que un aumento de un punto porcentual.
Ten cuidado con esta diferencia al momento de interpretar coeficientes asociados con variables que estdn
medidas en puntos porcentuales.
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Restando a ambos lados nj?, se obtiene:
vy —ny® =eTe—ny® + 9.
En ofras palabras, tenemos que:

SST = SSE + 419 — ny?.

Ahora, serd necesario demostrar que SSR = §7§ — ny? siempre que el modelo lineal
incluya un intercepto. Noten que:

SSR=> (5 —9)°=>_ 7 -2 s+ > ¥
i=1 i=1 i=1 i=1

SSR=9"9 25> §i+ny’.

i=1

Reemplazando el valor estimado de la variable dependiente, se tiene que:

SSR =1 yz ; — &) 4+ ny?

+ ny?

SSR=9"§ -2y [Zy - Ze
i=1 i=1

n
SSR=§"§—2yny+25 > _ & +ny’.
=1

Recordemos que si uno de los regresores es una constante, enfonces ya se demostrd

n
que siempre se cumplird que Y &; = 0. Por eso,
1=1

SSR = @TQ — 2ng2 + nyf

SSR =Ty — ng*.
Es decir, se tiene que:
SST = SSE + SSR.

Es importante anotar que si no se garantiza que Z é; = 0, enfonces no necesario-

mente se puede garantizar que la suma del SSRy eI SSE sean iguales al SST. Y esto
solo se puede asegurar cuando el modelo estimado tiene un intercepto.
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Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

= Explicar en sus propias palabras la intuicién detrds de las métricas R? ajustado, el
AIC y el BIC para comparar modelos.

s Emplear el R? gjustado, el AIC y el BIC para seleccionar el mejor modelo.

» Explicar en sus propias palabras la intuicion detrdas de las pruebas estadisticas que
permitan seleccionar entre modelos anidados y no anidados empleando R.

» Redlizar pruebas estadisticas que permitan seleccionar entre modelos anidados
empleando R.

= Redlizar pruebas estadisticas que permitan seleccionar entre modelos no anida-
dos empleando R.
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4.1 Introduccion

Con frecuencia, el cientifico de datos se enfrenta con el problema de tener que
comparar diferentes modelos y escoger uno de ellos. En este capitulo nos concen-
tfraremos en dos tipos de aproximaciones, que No son excluyentes, para seleccionar
modelos. La primera aproximacion emplea medidas de bondad de ajuste y la segun-
da pruebas estadisticas. En lo que resta de este capitulo supondremos que queremos
comparar modelos cuya variable dependiente es la misma y que emplean |a misma
muestra.

Pero antes de entrar en detalle, es importante anotar que al momento de comparar
modelos que expliquen por ejemplo la variable y; podemos enfrentar dos situaciones.
Por ejemplo, consideremos los siguientes modelos para explicar las unidades vendidas
de un SKU de una bebida carbonizada en el mes ¢t (V).

Vi = B1 + Bapt + Pspcy + Batempy + Bs PubliCompy + &4 4.1
Vi = B1 + Bapt + Bapes + &4 4.2)
Vi = B1 + B PubliTV; + 7 PubliRadio; + BsPublilntr; + &; 4.3)

donde p; y pe; denotan el precio por mililitro en el mes ¢ de la bebida bajo estudio y
del competidor mdés cercano. temp; representa la tfemperatura promedio en el mes ¢
en grados centigrados. PubliComp;, PubliTV;, PubliRadio; Y Publilntr; corresponden a
la inversion en el mes t en millones de pesos en publicidad total del competidor mdas
cercano, la inversidon propia en televisidon, radio e Internet, respectivamente.

Noten que el modelo (4.2) es una version restringida del modelo (4.1); pues si 5, =
Bs = 0 en el modelo (4.1) enfonces se obtiene el modelo restringido (4.2). Al modelo
(4.2) se le denomina modelo anidado (en el modelo (4.1)) . Por ofro lado, el modelo
(4.3) no se encuentra anidado en los modelos (4.2) o (4.1). Es decir, no hay forma de
restringir los modelos (4.1) o (4.2) para obtener el modelo (4.3).

4.2 Comparacion de modelos empleando medidas de bondad de
ajuste

En el capitulo anterior (ver seccidn 3.3) discutimos las limitaciones del R? al comparar
modelos. Concluimos que el R? solo permite comparar modelos si estos tienen la misma
variable dependiente y el mismo ndmero de variables explicativas. Mostramos ademdads
cémo el R? se infla con la inclusién de variables.

Para tener en cuenta la relacion directa entre el SSR y el nUmero de regresores
(k—1),se ha disenado el R? ajustado (R?). El R? pendliza la inclusién de nuevas variables
explicativas al modelo, esa pendalizacion se da de la siguiente forma:

n—1

P2 __ 1 _ P2
B=1-(1- )
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% es el factor que penaliza el R? al incluir mds variables explicativas, Z:,ﬁ decrece
con el aumento de k (inclusidn de variables). En otras palabras, a medida que se in-
crementa el niumero de variables independientes en el modelo, Z—:}C se hace mds pe-
gueno al mismo fiempo que el R? aumenta. Por tantfo, (1 — RQ) disminuye a medida
que se incluyen variables, pero el factor Z—:,ﬁ se hace mds pequeno. Asi, el efecto de
un aumento en el nimero de regresores No hecesariamente implica un aumento en el
R?. El R? incrementard Unicamente si el aumento en el R? es lo suficientemente grande
para compensar la penalizacién que se hace por incluir mdas variables. Por lo tanto, un
R? grande serd mejor que uno pequeno.

De esta manera, con el R? se pueden comparar los modelos (4.1), (4.2) y (4.3), siem-
pre y cuando se emplee la missna muestra para estimar los tres modelos (el mismo
n 'y SST). El Unico problema que se presenta con el R?, es que este carece de una
interpretacién a diferencia del R2.

Existen otros problemas, que se estudiardn mds adelante, que pueden “inflar” el R?
como la multicolinealidad (ver Capitulo 8). De esta manera, aunque este estadistico
presenta una interpretacion muy clara e intuitiva, hay que tener cuidado antes de
sacar conclusiones de este estadistico y del R2.

Existen otras medidas de bondad de gjuste que permiten comparar entre modelos
(como el R?) pero que no tienen una interpretacion como tal. Dos de estas medidas
muy conocidas son el Criterio de Informacion de Akaike (por su nombre en inglés: AIC)
y el Criterio de Informacion de Bayesiano! (por su nombre eninglés: BIC). Tanto el AIC
como el BIC son estadisticos que fueron desarrollados en ofra filosofia de estimacion
(Maxima Verosimilitud) y penalizan por la inclusidn de mas variables explicativas como
el R?. Estas dos medidas adaptadas para el caso de la regresion multiple estimada por
MCO se definen como:

AIC =n+nlog (2m) + nlog (SSR> +2(k+1)
n

BIC =n+nlog(2r) + nlog (Si’R) +log(n)(k+1).

Cuando empleamos el R? para comparar modelos con la misma variable depen-
diente (y misma muestra) se selecciona el modelo que lo maximice. En el caso del
AIC'y BIC, se prefiere el modelo que minimice estos criterios. Por ofro lado, la diferen-
ciaentre el AIC y el BIC esla forma en cémo se penadliza la inclusién de mads variables
explicativas, por esto es posible que el modelo seleccionado sea diferente para estos
dos criterios. Estd muy documentado que el AIC tiene siempre una probabilidad alta
de seleccionar modelos con mds regresores que el BIC. Y por el ofro lado, también
se sabe que el BIC tiende a encontrar modelos relativamente pequenos en términos
de variables explicativas. Adicionalmente, es importante anotar que estas medidas de
bondad de gjuste permiten comparar modelos anidados y no anidados.

'Este criterio se conoce también como criterio de informacién de Schwarz y se reconocen por las siguien-
tes siglas que vienen del inglés: SIC, SBC o SBIC.
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En general, para la comparaciéon de modelos se recomienda emplear las tres medi-
das (o métricas) (R?, AIC, BIC) de bondad de ajuste; pero los resultados de cada uno
de estos criterios no necesariamente concordardn. Por ejemplo, supongamos un caso
en el que AIC recomienda un modelo con 5 variables, el BIC recomienda 2 variables
y el R? sugiere 3 variables. En este caso se puede emplear los tres modelos selecciona-
dos y comparar entre modelos empleando inferencia como veremos en la siguiente
seccion.

4.3 Comparacion de modelos empleando inferencia

4.3.1 Modelos anidados

En el capitulo anterior discutimos la inferencia para restricciones de la forma
Ry ixBrx1 = Crryx1. Discutimos como dichas restricciones se podrdn probar con una
prueba F o con una prueba de Wald (ver seccidon 3.5.

De hecho, la comparaciéon de modelos anidados es un caso especial de dichas
pruebas. Es decir, estamos comparando modelos anidados cuando consideramos una
hipotesis nula en la cual un grupo de coeficientes? es conjuntamente igual a cero, es
decCirH, : fp=0pr1=...= 5 =0,para 0 < p < <k (versus la H4: No Hy). Esta prueba
se conoce como una prueba de significancia conjunta. Es decir, la hipdtesis nula es
equivalente a H, : Y; = f1+ foXoi+. ..+ Bp 1 Xp_1i + Biy1 Xip1i + - . . + BrXi 4 € (€8 decir
un Modelo Restringido (R) del original) y la hipdtesis alterna es Hy : Y; = 81 + B2 Xo; +
B3X3; + ...+ B Xk +&; (el Modelo sin restriccion (U). En este caso especial, el Feaicutado
de la expresion (3.13) es equivalente a:

(SSEgR — SSEy) /r
SSEy/(n — k)

Fcalculado =

donde r =1 — p, SSER representa la suma de los cuadrados de los residuos estimados
del modelo restringido y SSEy representa la suma de los cuadrados de los residuos
estimados del modelo sin restringir.

Asi, para probar la hipdtesis nula que H, : fp, = fpp1 =...=F=0,para0<p <l <k
(versus la H4: No Hy), podemos estimar por MCO el modelo restringido, implicado por
la hipdtesis nula, como el modelo sin restringir y encontrar su correspondiente SSE.
A partir de estas cantidades se puede calcular el Fogicuiado. €1 CUal sS€ compara con
Fo (r,(n—k))- A este tipo de test se le conoce como una prueba de modelo restringido
versus modelo no restringido. Como se discutid en el capitulo anterior, este tipo de
restricciones también se pueden probar con una prueba de Wald (funcidn waldtest()
del paquete AER (Kleiber y Zeileis, 2008)).

4.3.2 Modelos no anidados
Formalmente, en este caso tendremos que la hipdtesis nula de la prueba serd:

Hy:y=XB+¢o

2Diferentes al término constante.
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y la hipdtesis alterna es:
Hy:y=Zy+e;.

Para comprobar este tipo de hipdtesis tenemos dos opciones: la prueba J y la prue-

ba de Cox. Estas opciones se discuten a continuacion.

4.3.2.1 Pruebal

Laidea de esta prueba es bastante evidente. La prueba J considera los dos modelos
en uno. Es decir, implica estimar el siguiente modelo:

y=1-XNXB+NZy+e

La idea de la prueba es primero estimar v a partir de la regresion de y en Z. En un
segundo paso correr una regresion de y en X y Z4. Noten que Hy es verdad si A = 0.
Por tanto, la prueba implica el siguiente estadistico de prueba:

A

se. (V)
Esta demostrado que este estadistico sigue una distribucién aproximada a la estandar
normal.

4.3.2.2 Prueba de Cox

La prueba de Cox es un tipo de prueba denominada razén de maxima verosimilitud
(LR). Esta prueba implica el siguiente estadistico:

Co1

q
S4ZXbTXTMZ Mxszb

donde,
n 522
Col — < In | 52
2 s
ZX
T
2 _ ©€z€z
SZ _—
n
T
2 _ exex
SX -
n

) ,  b'X"MzXb
n

Este estadistico sigue una distribucion Chi-cuadrado con grados de libertad igual al
ndmero de pardmetros en el numerador.
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4.4 Practica en R: Escogiendo el mejor modelo

Para mostrar como emplear R para seleccionar modelos, emplearemaos unos datos
simulados para una variable dependiente (y;) y 10 variables explicativas X, donde
j=1,2,...,10. Para cada variable se simulan 150 observacionesi = 1, 2, ..., 150. Los datos
estan disponibles en el archivo selModel . txt3. Carguemos los datos y constatemos que
guedan bien cargados.

# Cargar datos

datos <- read.table("./Data/selModel.txt", header = TRUE, sep = ",")
# Chequear datos cargados

head(datos, 2)

## X x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 y
## 1 1 5.925 6.512 6.883 5.157 6.420 5.833 5.356 6.626 5.730 6.108 42.799
## 2 2 4.565 3.638 4.378 5.066 3.165 4.598 4.576 4.171 4.259 4.443 30.372
class(datos)

## [1] "data.frame"

str(datos)

## 'data.frame': 150 obs. of 12 variables:
## $ X :int 12345678910 ...

## $ x1 : num 5.92 4.57 5.44 4.91 5.7 ...
## ¢ x2 : num 6.51 3.64 5.5 5.85 6.33 ...
## ¢$ x3 : num 6.88 4.38 6.6 6.54 5.28 ...
## $ x4 : num 5.16 5.06 4.48 5.71 5.02 ...
## $ x5 : num 6.42 3.17 4.99 4.67 4.23 ...
## $ x6 : num 5.83 4.6 5.52 5.26 5.77 ...
## ¢ x7 : num 5.36 4.58 6.24 5.79 4.47 ...
## ¢$ x8 : num 6.63 4.17 5.4 5.07 4.77 ...
## $ x9 : num 5.73 4.26 5.46 5.5 6.06 ...
## $ x10: num 6.11 4.44 5.57 4.64 5.5 ...
## $y : num 42.8 30.4 36.3 36.6 38.3 ...

Noten que se cargd una primera columna que corresponde al ndmero de la obser-
vacion, esto no lo necesitaremos. Eliminemos esa variable.

datos <- datos[, -1]
head(datos, 3)

#i# x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 y
## 1 5.925 6.512 6.883 5.157 6.420 5.833 5.356 6.626 5.730 6.108 42.799
## 2 4.565 3.638 4.378 5.056 3.165 4.598 4.576 4.171 4.259 4.443 30.372
## 3 5.436 5.501 6.596 4.476 4.992 5.524 6.235 5.402 5.465 5.568 36.338

3Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/
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str(datos)

## 'data.frame': 150 obs. of 11 variables:
## $ x1 : num 5.92 4.57 5.44 4.91 5.7 ...
## $ x2 : num 6.51 3.64 5.5 5.85 6.33 ...
## ¢ x3 : num 6.88 4.38 6.6 6.54 5.28 ...
## $ x4 : num 5.16 5.06 4.48 5.71 5.02 ...
## $ x5 : num 6.42 3.17 4.99 4.67 4.23 ...
## $ x6 : num 5.83 4.6 5.52 5.26 5.77 ...
## $ x7 : num 5.36 4.58 6.24 5.79 4.47 ...
## $ x8 : num 6.63 4.17 5.4 5.07 4.77 ...
## $ x9 : num 5.73 4.26 5.46 5.5 6.06 ...
## $ x10: num 6.11 4.44 5.57 4.64 5.5 .

## $y : num 42.8 30.4 36.3 36.6 38.3

Todas las variables cargadas son numéricas. Ahora consideremos los siguientes tres
modelos:

Yi = P+ X1, + B3 Xoi + BaXsi + B5 X6 + Be X7 + & 4.4)
Yi = P14 BoXi; + B3Xo + BaX3, + g 4.5)
Yi = B+ PoXai + B3 X5, + BsXs i + BoXo; + Br0X10,i + € (4.6)

El modelo (4.5) estd anidado en el modelo (4.4). El modelo (4.6) no se encuentra ani-
dado en ninguno de los otros modelos, ni al revés.

Procedamos a estimar los fres modelos y compararlos empleando las métricas de
bondad de gjuste primero y luego empleando pruebas de hipdtesis. Pero antes esti-
memos los tres modelos descritos arriba.

resl <- 1m(y ~ x1 + x2 + x3 + x6 + x7, datos)
res2 <- 1lm(y ~ x1 + x2 + x3, datos)
res3 <- 1m(y ~ x4 + x5 + x8 + x9 + x10, datos)

Los resultados de estos tres modelos se presentan en el Cuadro 4.1,
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Cuadro 4.1. Modelos estimados por MCO

Dependent variable:

y
M &) 3
X1 0.953*** 1.048***
(0.270) (0.266)
X2 1.936*** 2.133***
(0.295) (0.274)
x3 1.038*** 1.162%**
(0.290) (0.276)
x6 0.412
0.272)
X7 0.167
(0.287)
x4 1.4209%**
(0.306)
x5 1.633***
(0.299)
x8 0.443
0.319)
X9 0.175
(0.316)
x10 0.589*
(0.333)
Constant 12.390%** 13.176%** 14,033***
(1.492) (1.427) (1.593)
Observations 150 150 150
R2 0.651 0.643 0.566
Adjusted R? 0.639 0.636 0.551
Residual Std. Error 2.722 (df = 144) 2.734 (df = 146) 3.036 (df = 144)
F Statistic 53.717*** (df = 5; 144) 87.677*** (df = 3; 146) 37.527*** (df = 5; 144)
Note: *p<0.1; **p<0.05; ***p<0.01

4.4.1 Medidas de bondad de ajuste

El R?y los criterios de informacion AIC y BIC se pueden calcular facilmente en R.
Para calcular el R? debemos emplear la funcién summary() y extraer del objeto que
crea summary el slot (compartimiento) que contiene a R?.

Rl <- summary(resl)
attributes(R1)
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## $names

##  [1] "call" "terms" "residuals" "coefficients"
## [5] "aliased" "sigma" "df" "r.squared"

## [9] "adj.r.squared" "fstatistic" "cov.unscaled"

#it

## $class

## [1] "summary.lm"
Ri1$adj.r.squared

## [1] 0.6388607

Los criterios de informacion se calculan empleando las funciones AIC() vy BIC() del
paquete base de R. Las dos funciones tienen como Unico argumento el objeto que
contiene la regresidon (objeto de clase Im).

AIC(resl)

## [1] 733.9571
BIC(resi)

## [1] 755.0315

Puedes calcular estos indicadores para los otros modelos. Los resultados que se re-
portan en el Cuadro 4.2.

Cuadro 4.2. Medidas de bondad de ajuste para los tres modelos estimados

Modelo1 Modelo2 Modelo3

R2.0justado 0.639 0.636 0.551
AIC 733.957 733.323 766.718
BIC 755.032 748.376 787.792

Fuente: elaboracién propia.

El R? sugiere que el mejor modelo es el 1 ((4.4), mientras que los dos criterios de
informacidn sugieren que el mejor modelo es el 2 ((4.5)). Ahora veamos que decision
tomamos al emplear pruebas estadisticas.

4.4.2 Pruebas estadisticas
4.4.2.1 Modelos anidados

Como se menciond anteriormente, el modelo (4.5) estd anidado en el modelo (4.4).
Comparemos estos dos modelos empleando la funcién anova() . Esta funcién ya la
habia empleado en la seccidn 3.6, en ese momento solo empleamos un argumento
(objeto de clase Im) para obtener la tabla ANOVA. Esta misma funcidn permite efec-
tuar una prueba F de modelo restringido versus modelo no restringido si se emplean dos
argumentos: primero el modelo restringido (objeto de clase Im) y segundo el modelo
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sin restringir 4 (objeto de clase Im). Empleando esta funcidon encontramos lo siguiente®:

anova(res2, resl)

## Analysis of Variance Table

##

## Model 1: y ~ x1 + x2 + x3

## Model 2: y ~ x1 + x2 + x3 + x6 + X7

##  Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 146 1091.1

## 2 144 1066.9 2 24.207 1.6337 0.1988

En este caso el estadistico F esigual a 1.63 y el respectivo valor p es 0.1988. Por tanto
Nno se puede rechazar la hipdtesis nula de que el modelo restringido (el modelo 2; es
decir (4.5)) es mejor que el modelo sin restringir (modelo 1; es decir (4.4)).

4.4.2.2 Modelos no anidados

Ahora comparemos el modelo 3 ((4.6)) con los otros dos modelos. La prueba J se
calcula empleando la funcion jtest() del paquete AER (Kleiber y Zeileis (2008)) . Esta
funcion solo tiene dos argumentos, dos objetos de clase jtest() que contienen los dos
modelos no anidados. En este caso el orden de los argumentos no es importante para
efectuar la prueba pero si para analizar sus resulfados como veremos a continuacion.

library (AER)
J.resl1.3 <- jtest(resl, res3)
J.resl1.3

## J test

##

## Model 1: y ~ x1 + x2 + x3 + x6 + X7

## Model 2: y ~ x4 + x5 + x8 + x9 + x10

##t Estimate Std. Error t value Pr(>|t])

## M1 + fitted(M2) 0.48221 0.103789 4.646 7.606e-06 **x*

## M2 + fitted(M1) 0.81939 0.095489 8.581 1.427e-14 *xx

#H ——-

## Signif. codes: O '#*x' 0.001 '*x' 0.01 'x' 0.05 '.' 0.1 ' ' 1

El primer teacuiado (4.65) €s el que permite probar la hipdtesis nula de que el modelo
(4.4) (este modelo fue el primer argumento de la funcion jtest()) es mejor que el mo-
delo (4.6) (el segundo argumento empleado en dicha funcidn). Este resultado permite

4En caso de cometer un error y asignar como primer argumento el modelo sin restringir, observaras que
los grados de libertad serén negativos al igual que la suma cuadrada. Esto claramente es imposible. Nota
que en todo caso el F estadistico es el correcto asi como su respectivo valor p.

5Cuando emplees esta funcion hay que tener un poco de cuidado. Por defecto, esta funcion le asigna
el nombre de “Model 1” al primer argumento (modelo con restriccion) y “Model 2” al segundo argumento
(modelo sin restriccion). Claramente este es un rétulo arbitrario que es asignado por la funcién y nada fiene
que ver gque la numeracion le hayas asignado a tus modelos en el andlisis, como es nuestro caso en este
ejemplo.
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rechazar la nula (valor p de 0), lo cudl significa que la prueba no puede concluir en
favor del modelo 1. Es decir, hay suficiente evidencia para rechazar la hipdtesis nula de
gue el modelo (4.4) ("Model 1” en la salida de R) es mejor que el modelo (4.6) ("Model
2" en la salida).

Por otro lado, el segundo t.qicuiado (8.58) €s el que permite probar la hipdtesis nula de
que el modelo (4.6) es mejor que el modelo (4.4). En este caso también se rechaza la
nula (valor p de 0). Es decir, existe suficiente evidencia para rechazar la nula de que
el modelo (4.6) ("Model 2” en la salida de R) es mejor que el modelo (4.4) ("Model 17
en la salida). Esto significa que la prueba presenta una contradiccidon o dicho de otfra
manera, esta prueba no es concluyente para este caso.

Para el caso de la comparacién del modelo (4.5) y el modelo (4.6) se obtiene un
resultado similar.

J.res2.3 <- jtest(res2, res3)
J.res2.3

## J test

##

## Model 1: y ~ x1 + x2 + x3

## Model 2: y ~ x4 + xb + x8 + x9 + x10

#i# Estimate Std. Error t value Pr(>|t])

## M1 + fitted(M2) 0.46880 0.093090 5.0360 1.391e-06 *xx*

## M2 + fitted(M1) 0.78589 0.090552 8.6788 8.131e-15 *xx*

#H -

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

En conclusién, para esta muestra la prueba J no es concluyente al momento de
comparar los modelos no anidados.

Ahora empleemos la prueba de Cox. Esta prueba se puede calcular empleando la
funcion coxtest() del paquete AER (Kleiber y Zeileis, 2008)). Esta funcidn solo tiene dos
argumentos, dos objetos de clase Im que contienen los dos modelos no anidados.

Cox.resl.3 <- coxtest(resl, res3)
Cox.resl1.3

## Cox test

##

## Model 1: y ~ x1 + x2 + x3 + x6 + X7
## Model 2: y ~ x4 + xb + x8 + x9 + x10

R

it Estimate Std. Error =z value Pr(>|zl)
## fitted(M1) ~ M2 -20.255 4.4843 -4.5169 6.275e-06 **xx
## fitted(M2) ~ M1 -44.422 4.1659 -10.6632 < 2.2e-16 **x

#t -
## Signif. codes: O 'xkx' 0.001 'x*' 0.01 'x' 0.05 '.' 0.1 ' ' 1
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Cox.res2.3 <- coxtest(res2, res3)
Cox.res2.3

## Cox test

##

## Model 1: y ~ x1 + x2 + x3

## Model 2: y ~ x4 + x5 + x8 + x9 + x10

R

#Hit Estimate Std. Error =z value Pr(>lzl)

## fitted(M1) ~ M2 -24.191 4.6851 -5.1634 2.425e-07 **x

## fitted(M2) ~ M1 -47.896 4.1226 -11.6180 < 2.2e-16 **x

##H ——-

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

La interpretacion de la salida de esta prueba en R es similar a la prueba J. En este
Cas0, pero No necesariamente siempre, los resultados de la prueba Cox son los mis-
Mos que obtuvimos con la prueba J (no siempre coinciden los resultados de estas dos
pruebas). Por tanto, no es posible concluir en favor de un modelo.

De esta manera, uniendo todos los resultados encontramos que el (4.6) no es mejor
que los (4.4) y (4.5). Este resultado lo obtenemos de las métricas de bondad de ajuste,
pues con las pruebas Cox y J no podemos derivar una conclusion. Y entre el modelo
(4.4) y (4.5), la prueba estadistica y los dos criterios de informacion sugieren que el
modelo (4.5) es mejor modelo. En el caso del R? no existe una diferencia muy grande
entre los dos modelos. Dado que las pruebas estadisticas nos permiten tener un 99 % de
confianza de que el modelo (4.5) es mejor que el modelo (4.4), por eso es aconsejable
seleccionar como mejor modelo (4.5). Es decir, el mejor modelo serd:

Yi = B+ PoXi,i + B3Xo + BaXs i + €

4.5 Ejercicios

Las respuestas a estos ejercicios se encuentran en la seccion 16.2.

4.5.1 Ejercicio practico (continuacién)

Continuemos con el gjercicio del final del Capitulo 2. En ese caso se estimd un mo-
delo con todas las variables disponibles en la base de datos como posibles variables
explicativas. No obstante, diferentes cientificos de datos han llegado a diferentes po-
sibles modelos para explicar los ingresos del sector (I medidos en millones de ddlares).
Estos posibles modelos son:

I; = a1 + asCE; + a3CDy + agLDiesy + asLET; + agV; + &4 4.7)

Iy = a1 + agLDies; + asLEIL + ¢4 (4.8)
It = (1 —+ OZQOEt + OégLEIt + Et (49)
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I = o1+ agCE, +a3CDy + oV + &4 (4.10)
I; = a1 + aCE; + asCD; + ayLDiesy + asLEI + & 411
Tu tarea es determinar cudl es el mejor modelo para explicar los ingresos del sector

ferroviario e interpretar los resultados. Emplea los mismnos datos que se encuentran en
el archivo regmult.csv.
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Objetivos del capitulo
Al terminar la lectura de este capitulo el lector estard en capacidad de:

» Explicar en sus propias palabras cédmo se pueden emplear variables dummy en
un modelo de regresién multiple para probar diferentes hipdtesis de trabajo.

» Crear variables dummy utilizando R.

= Estimar modelos econométricos con variables dummy que permitan comprobar
diferentes hipdtesis.
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5.1 Introduccion

En los capitulos anteriores hemos discutido el uso de variables que toman valores en
un dominio continuo en los modelos de regresion lineal. Sin embargo, en algunas oca-
siones serd necesario emplear variables que toman Unicamente dos valores distintos.
Por ejemplo, podria ser necesario incluir en la estimacién de un modelo una variable
que represente si un individuo es mujer o no, si la observacion es de un pais que per-
tenece a determinado grupo econdmico o no, o si una determinada variable superd
un umbral o no, o si la observacién corresponde a un trimestre o no.

Empecemos con un ejemplo sencillo para entender el uso de variables Dummy. Su-
pongamos que un gerente de un equipo de fltbol desea saber si el ndmero de en-
tfradas vendidas para los partidos de local (Y;) difiere si el equipo contrario tiene en su
alineacidén una estrella o no. El cientifico de datos que tiene a su cargo dar respuesta
a esta pregunta de negocio se cuenta con una muestra de n partidos y solamente
dos variables: Y; el nUmero de boletas vendidas cuando el equipo es local y una va-
riable X; que toma el valor de uno si juega una estrella en el equipo contrario, cero
en caso contrario. Una base de datos de estas caracteristicas se veria algo similar a lo
presentado en la Figura 5.1.

Figura 5.1. Ventas de boletas por partido (Y;) y presencia de una estrella en el equipo
visitante (X;)
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Fuente: elaboracion propia.
Para este caso, se podria construir el siguiente modelo:
Y =51+ foXi+¢;

Recordemos que X; = 1 sijuega una estrella en el equipo contrario, cero en caso con-
frario. En este caso la variable explicativa es una variable cualitativa y no cuantitativa
como lo habiamos visto en los capitulos anteriores.

Esta especificacion del modelo nos permite modelar las ventas de boletos de dife-
rente manera para las dos situaciones posibles. Es como si fuviésemos dos modelos en
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uno. Si juega una estrella en el equipo contrario (X; = 1) el modelo serd:
Y = B1+ B X + &
Y si no juega una estrella (X; = 0) el modelo serd:
Yi=05+ei

Noten que g, representa la diferencia en las ventas (promedio) de entradas a los par-
fidos cuando en el equipo contrario juega una super estrella. De esta manera, la pre-
gunta de negocio se puede resolver estimando el modelo planteado y comprobando
inicialmente, si 35 = 0 0 no. Si se rechaza la nula de que B, = 0 se puede proceder
a constatar (por medio de pruebas de hipdtesis) que la diferencia entre la presenta-
cién de una estrella y no tenerla si es positiva (Hy : 82 < 0). La Figura 5.2 muestra una
representacion grdfica de este modelo.

Figura 5.2. Esquema del modelo estimado por MCO
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Fuente: elaboracion propia.

En este capitulo vamos a discutir las variables dummy, fambién conocidas como
variables ficticias, variables indicador o variables dicotdémicas. Este tipo de variables
pueden ser muy Utiles para modelar diferentes fendmenos. Por ejemplo, las variables
dummy pueden servir para:

= medir el efecto de “tratamientos” o “intervenciones” sobre |la variable de respues-
ta

m “borrar’’ el efecto de una observacion atipica (ésta es una mejor opcién que

eliminar las observaciones anormales (outliers))

incluir un conjunto de categorias

agrupar las observaciones en diferentes grupos o regiones

efectos de umbral (Threshold Effects)

detectar un cambio estructural

modelar la estacionalidad
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Veamos un ejemplo de como las variables dummy permiten encontrar el efecto
“tratamiento”. En los mercados accionarios se ha encontrado que su comportamiento
en promedio no es igual todos los dias; es decir, los dias se convierten en “tratamientos”
diferentes. El efecto del dia de la semana (DOW' por su sigla en inglés: Day Of the
Week) se puede capturar creando variables dummy para los dias de la semana. En
este contexto el rendimiento diario de una accion (R;) se puede modelar de acuerdo
al modelo CAPM? empleando el rendimiento de un activo libre de riesgo (RFF) y se
puede incluir el efecto DOW de la siguiente manera:

R; = By + BoRIET 46, Dyy + 69Dos + 03Dt 4 04Dy + &4

Puedes constatar que este modelo implica un rendimiento promedio para cada dia
de la semana laboral diferente.

Ahora, concentrémonos en un ejemplo de cémo emplear las variables ficticias para
medir el efecto de umbral. Por ejemplo, supongamos que se desea encontrar los de-
terminantes del salario de los empleados de una compania (salario;). Tipicamente se
emplearia como variables explicativas la edad del empleado como una proxy de la
experienciay los afos de educacion. Pero podria encontrarse una situacion en la cual
los afos de educacion (como una variable continua) no tiene efecto directo sobre el
salario, mds bien superar unos umbrales de educacion si pueden tener un efecto. En
este caso el siguiente modelo refleja este efecto de umbral:

salarioi = 61 + ﬁgagei + (5131 + 52Mi + 53Pl +&;

donde B;= 1si el mdaximo titulo es pregrado y cero en caso contrario. M;= 1 si el maximo
fitulo es maestria y cero en caso contrario. P;= 1 si el maximo titulo es Ph.D. y cero en
caso confrario. Puede demostrar facilmente como este modelo captura un efecto de
umbral de los anos de educacion sobre el ingreso.

Veamos ofro ejemplo de efecto de umbral. En algunas ocasiones las ventas de un
producto en el periodo ¢ (V;) pueden reaccionar de manera diferente si el precio (p;)
sube o bagja. Esto se conoce como un comportamiento asimétrico. El modelo de re-
gresidon multiple implica que la reaccidén de la variable dependiente (en esta caso V;)
es el mismo cuando una de las variables explicativas aumenta o disminuye. Es decir, el
comportamiento es simétrico.

Para capturar este comportamiento asimétrico podemos emplear el siguiente mo-
delo:
Vi = a1 + agpy + 61 Dypy + €5

donde D; = 1 si en el periodo t el precio subid y cero en caso contrario. En este caso
puedes confirmar que el efecto de un aumento en el precio (p;) serd diferente a cuan-
do el precio disminuye. Este tipo de efectos también se conocen como un efecto de
umbral, siendo el umbral cero. Es decir, D, = 1 si p, — p;—1 > 0. En otras palabras, el

Ver Alonso y Berggrun (2011) para una introduccién al modelo CAPM y Alonso y Gallo (2013) para una
discusion del DOW.
2Ver Alonso y Berggrun (2011) para una introduccion al modelo CAPM,
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efecto de umbral corresponde a cuando es importante tener en cuenta en el modelo
el hecho de que una variable supera un determinado valor (umbral).

Continuemos con un ejemplo de cdmo emplear las variables dummy para capturar
cambio estructural. Por cambio estructural se entiende un cambio en cémo se com-
porta el DGP a partir de un periodo determinado. Por ejemplo, el consumo en un pais
en el periodo t (C;) puede cambiar su comportamiento después de un periodo deter-
minado t*. El cambio (estructural) en la relacidon del C; y del ingreso disponible de los
hogares en el periodo t (Yd,) se puede modelar empleando una variable dummy (D)
que foma el valor de uno antes del periodo t* y cero en caso contrario. El modelo seria
el siguiente:

Cy = B1+ BeYdy + oDy + 0D Yd; + &4

Seria conveniente que corroboraras que este modelo implica un cambio tanto en la
parte del consumo que no depende del ingreso (intfercepto), asicomo de aquella que
si depende de éste (pendiente).

Finalmente, veamos un ejemplo de coémo emplear variables dicotémicas para mo-
delar la estacionalidad de una serie de tiempo (para una discusidon amplia sobre este
tema ver Alonso y Hoyos (2024)). En la Figura 5.3 se presenta la tasa de desempleo
mensual para Colombia. En esta serie se observa una estacionalidad marcada. La es-
tacionalidad es el comportamiento repetitivo que se encuentra en una serie de tiempo
en el mismo periodo al interior de un ano (para una discusién amplia sobre este tema
ver Alonso y Hoyos (2024)).

Figura 5.3. Tasa de desempleo mensual en Colombia
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Fuente: DANE y elaboracion propia.

Podemos emplear las variables dicotdmicas para desestacionalizar la tasa de des-
empleo mensual (7'D;) empleando el siguiente modelo:

TD; = By + p1Ene; + BoFeby + BsMary + -+ - + S11Novy + &4
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donde Ene; €s una variable dummy que toma el valor de uno si el periodo ¢ coincide
con el mes de enero y cero en caso contrario. De manera andloga, Feb, = 1 si el mes
es febrero y cero en caso contrario. Y de manera similar tendremos variables dummy
para los ofros meses.

Si se estima dicho modelo, la serie desestacionalizada (T Dgesestacionalizaday sg nyede
obtener restando el efecto de cada uno de los meses a la serie. Es decir,

TD;iesestacionalizada =TD, — [glEnet + B}Febt + BASMaT't NI ggNO’Ut

En la Figura 5.4 se presenta la tasa de desempleo observada y la desestacionalizada
que fue obtenida bajo el procedimiento descrito arribas.

Figura 5.4. Distribuciéon muestral de la media

o _|
< _|
o _|
w p—
| | |
2005 2010 2015
Time

Fuente: DANE y elaboracién propia.

En las siguientes secciones estudiaremos en detalle el efecto de incluir variables
dummy. Pero antes de continuar es importante mencionar que cuando se crean va-
riables dummy siempre se deben crear una menos de las opciones disponibles. Esto se
hace para evitar lo que se conoce como la “trampa de las variables dummy”.

Es decir, ustedes notardn que en el caso de los dias de la semana laboral (efecto
DOW) se crearon 4 variables dicotdémicas y no 5. Y asi para todos los ejemplos descritos
anteriormente. En el Capitulo 8 se explicard con mayor claridad el porqué hacemos es-
to?. Por ahora es importante recordar que si existen p posibilidades, entonces debemos
crear p — 1 variables ficticias.

3Existen otras formas de desestacionalizar una serie, pero estas estan por fuera del alcance de este libro.
Para una discusion de las técnicas de desestacionalizar, se puede consultar Alonso y Hoyos (2024).

43 se incluyen variables dummy para todas las opciones, una de estas variables no trae informacién nueva
al modelo; en otras palabras esa variable serd redundante. Esto implicard que las variables no son indepen-
dientes y por tanto se violard un supuesto del teorema de Gauss-Markov. Por ejemplo, supongamos que en
un modelo se desea incluir el sexo del individuo como una variable explicativa. Para esto se crea una varia-
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5.2 Usos de las variables dummy

Para comprender mejor el uso de las variables ficticias emplearemos un ejemplo
sencillo que solo emplea una variable independiente. En esta ocasidn emplearemos
un modelo para explicar las cantidades vendidas (sell-out) de pasta dental de una
marca famosa del pais que llamaremos "DBLANCOS” (para mantener el anonimato
de la informacién) por el canal tradicional (tiendas de barrio) en el mes ¢ (Q;). Para
lograr este objetivo, el equipo de analitica solo cuenta con una variable continua: la
inversion en material promocional que se entrega a las tiendas minoristas en el mes ¢
(I;). Por ofro lado, el equipo de analitica al redlizar su entendimiento del negocio, ha
recibido informacidén del departamento de mercadeo sobre un posible cambio en el
comportamiento de las cantidades vendidas en meses donde se venden paquetes
de pague 2 lleve 3 frente a periodos en los que no hay ninguna promocién. Afortuna-
damente se cuenta con informacion sobre aguellos meses en los que se han realizado
promociones de pague 2 lleve 3. En este caso podemos identificar cuatro casos posi-
bles, a contfinuacidn veremos cada uno estos casos.

5.3 Caso l. La funcion es la misma

En este caso se asume que la canfidades vendidas es igual tanto en fiempos de
promocién como en tiempos sin promocidén. Esto implica la siguiente relacion:

Qt = B1+ Bali + &4 (CA))

Como podemos apreciar en la Figura 5.5, tanto la pendiente como el intercepto de
la funcién se mantienen inalterados en todo el periodo de estudio.

En este caso B, representa cudntas unidades se venderdn por cada peso adicional
de ingreso y 1 las cantidades vendidas que no dependen del ingreso. Es decir, un solo
modelo para todas las situaciones.

5.4 Caso ll. Cambio en intercepto

En el segundo caso, queremos modelar que las unidades vendidas son mayores
en periodos con promocidn que en tiempos sin promocion (ceteris paribus®). Esto se
puede representar con un incremento de las ventas sin importar el nivel de inversion
(intercepto de la funcién) para los meses de promocidn, al tiempo que se mantiene
inalterada la pendiente. Este efecto lo recoge el siguiente modelo:

Q¢ = p1 + Boly + aDy + & 5.2)

ble dummy M; que toma el valor de uno si el individuo ¢ es mujer y cero en caso contrario. Adicionalmente,
se crea la variable H; que toma el valor de uno si z es hombre y cero en caso contrario. Ahora noten que
si para un determinado individuo ¢ M; = 1, entfonces tiene que ser cierfo que H; = 0. Adicionalmente, si
M,; = 0, entonces H; = 1. Esto implica que H; es una variable que sobra dado que su valor lo podemos
conocer con seguridad del valor que tome M;.

5E| término ceteris paribus significa dejando todo lo demds constante.
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Figura 5.5. Caso I. No hay cambio
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Fuente: elaboracién propia.

donde, D; = 1 si se trata de un periodo con promocidn y cero en caso contrario.

Como podemos apreciar, la ecuacion (5.2) sugiere que en periodos de promocion
(D; = 1) el DGP (modelo) sera:

Qi = (01 +a)+ Pl + e

En tiempos sin promocién, la variable dummy toma el valor de 0 vy, por lo tanto, el
modelo que describe cantidades vendidas de cremas de dientes se reduce a:

Qi = b1+ B2l + &4
La Figura 5.6 representa el modelo ((5.2)).

Figura 5.6. Caso Il. Cambio en el intercepto
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Fuente: elaboracion propia.

En este caso, a representa la diferencia del intercepto entre el periodo sin promociéon
y con promocidn. En otras palabras, la diferencia entre las ventas que no dependen
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de la inversidon entre los meses con promocion y aqguellos que no tienen promocion.
Ademds, se espera que a > 0, como se representd en la Figura 5.6. Noten que este
Caso genera rectas paralelas.

5.5 Caso lll. Cambio en pendiente

En este caso, supongamos que las ventas son nuevamente mayor en meses de pro-
mocidén que en aquellos sin promocion, pero a diferencia del Caso Il en el que solo
cambiaba el intfercepto de la funcidn, en este caso se presenta un cambio de la pen-
diente (se vende mdas por cada unidad monetaria adicional de inversidon en los meses
de promociodn). Este hecho lo podemos representar con el siguiente modelo:

Qi = B1 + Baly + v (Dily) + &4 (5.3)
donde, D, se define igual que antes; igual a uno si se trata de un periodo con promo-

cién y cero en caso contrario.

La ecuacion (5.3) nos muestra que en meses con promocion (la variable dummy
toma el valor de 1) se presenta un cambio en la pendiente. Es decir, tenemos que en
tiempos con promocion el DGP que describe las unidades vendidas toma la siguiente
forma:

Qi =B+ (Bo+7) It + .

En tiempos sin promocion (la variable dummy toma el valor de 0) el DGP viene dado
por:
Qi = b1+ B2l + &4

Este DGP se representa en la Figura 5.7.
Figura 5.7. Caso lll. Cambio en pendiente

Bg;"" Y
Con promocion

-] B

Fuente: elaboracioén propia.

En este caso v corresponde a la diferencia entre el efecto de una unidad mads de
inversidn sobre las ventas en meses con promocidn y sin promocién. En este caso se
espera gque v > 0, como se representd en la Figura 5.7. Antes de pasar al siguiente caso,
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es importante mencionar que este tipo de modelos se denominan con inferaccion
entre las variables. Es de decir, la variable dummy interactla con la variable I;.

5.6 Caso IV. Cambio en intercepto y pendiente

En este dltimo caso, la venta de cremas dentales aumenta en tiempos con promo-
cioén por las dos posibles vias; es decir, por un aumento tanto en el intercepto como en
la pendiente. Este efecto es capturado por un modelo con la siguiente especificacion:

Qi = B+ oIy + aDy + v (Didy) + &4 (5.4)

La variable dummy se define igualmente que en los dos casos anteriores.

Andlogamente, el modelo en periodos con promocion serd de la siguiente forma:

Qi=Br1+a)+ (Pa+) I+

Figura 5.8. Caso IV. Cambio en intercepto y pendiente
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Fuente: elaboracién propia.

En este caso a y v representan la diferencia del intercepto y de la pendiente en
periodos con promocion y sin promocion, respectivamente (ver Figura 5.8). Se espera
que a Y v sean positivos.

Para tener en cuenta
En la practica no podemos saber a cudl de los cuatro casos corresponde el
DGP de los datos bajo estudio. Por eso, el cientifico de datos se ve en la necesi-
dad de probar diferentes especificaciones. En los Capitulos 3 y 4 ya estudiamos
métodos estadisticos que nos permitirdn escoger entre uno de los casos, para
una muestra determinada.
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5.7 PracticaenR

Existen multiples formas de crear variables dummy en R. Por un lado, para mostrar
diferentes formas de hacerlos emplearemos dos ejemplos. Por otro lado, es importante
mencionar que si una variable es leida como un factor, la funcién Im() convierte au-
tomdticamente dicha variable en una variable dummy®. Esto hace que en la mayoria
de los casos no sea necesario generar una variable dummy cuando los datos son de
corte transversal.

Con este gjercicio ilustraremos cdmo generar variables dummy con R en una serie
de tiempo. Continuando con el ejemplo de este capitulo, las canfidades vendidas de
crema dental de la marca DBLANCOS por el canal tradicional depende de la inversidon
en material promocional que se entrega a las fiendas minoristas en el mes ¢. Por otro
lado, se considera que la relaciéon ha cambiado a partir del ingreso de las tiendas
de descuento en los barrios, como D1 o Justo y Bueno, puesto que le han quitado
participacién alas tiendas de barrio. Asila pregunta de negocio es ¢ qué tanto cambid
el impacto de nuestra inversion en material promocional con la entrada de las tiendas
de descuento en los barrios?

Como se discutié en la seccién anterior, la relacion entre estas dos variables implica
un modelo lineal como el siguiente:

Q¢ = Bo + Bily +&¢ (5.9)

donde g, representa el intercepto, 8, nos indica cémo cambian las cantidades vendi-
das de crema dental cuando cambia la inversion en el material promocional en una
unidad y ; un término de error aleatorio.

Los datos para 228 meses se encuentran en el archivo cremadental.csv’. Carga los
datos y gudrdalos en un objeto que llamaremos datos.dummy Y cuya clase sea da-
fos.dummy.frame.

Si graficamos las ventas mensuales en el tiempo, observamos un cambio en el com-
portamiento de estas al final del periodo de andilisis (Figura 5.9). Si graficamos la re-
laciéon entre el sell-in y la inversion en material promocional (Figura 5.10), se observa
gue ese cambio parece estar afectando tanto el intercepto de la relacién como la
pendiente. A esto se le denomina cambio estructural. Sin embargo, el andlisis grafico
no es suficiente para determinar si en efecto existe un cambio en el intercepto, en la
pendiente 0 en ambos.

Asi pareceria que existe una relacion diferente para una parte de la muestra, aho-
ra empleando el conocimiento del hegocio sabemos que las tiendas de descuento
aparecieron a partir de 2009. De esta manera, en este caso (a diferencia de la sec-
cién anterior) la variable dummy deberd ser definida como D, es 1 sila observacion es
del ano 2009 o posterior y cero en caso contrario.

6Si se desea cambiar el grupo de referencia (el valor para el cual la dummy toma el valor de cero), se
puede emplear la funcién relevel() que toma como argumentos la variable del data.frame que se quiera
cambiary ref que permite escribir el nombre del nivel del factor (entre comillas) que se quiere emplear como
la referencia. Por ejemplo, de la siguiente manera relevel(data.frame$variable, ref = “SI”).

7Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/
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Figura 5.9. Evolucion de las unidades de Sell-in de la crema dental
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Figura 5.10. Sell-in mensual de crema dental (en unidades) e inversién en material pro-
mocional
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Para verificar la hipdtesis de que la relacion ha cambiado después de 2009 se con-
sidera el siguiente modelo:

Q+ = Bo + Pringresor + as Dy + P (Diingresot) + €¢ (5.6)

Asegurate que entiendes por qué este modelo genera un cambio tanto en intercepto
como en la pendiente.

Una vezlas series sean leidas en R, necesitamos crear esta variable dummy. R provee
una variedad de posibilidades para la creacién de variables dummy. En este caso
emplearemos una prueba légica sobre la variable afio del data.frame datos. dummy.

# Crear dummy con prueba légica

D <- datos.dummy$aiio >= 2009

# Convertir clase légica a numérica e incluir en la base de datos
datos.dummy$D <- as.numeric(D)

# Chequear la creacidon de la variable

head(datos.dummy, 3)

#i# inversién q afio mes D
# 1 566077 2959023 2000 1 0
## 2 294702 1664956 2000 2 0O
## 3 350079 1992492 2000 3 0O
tail(datos.dummy, 3)

#it inversién q afilo mes D
## 226 486103 1019278 2018 10 1
## 227 439214 793211 2018 11 1
## 228 497122 1206111 2018 12 1
datos.dummy[106:115, ]

#it inversién q afio mes D
## 106 475444 2600517 2008 10 O
## 107 537867 2958311 2008 11 0
## 108 361114 1810287 2008 12 0
## 109 423541 2310373 2009 11
## 110 519009 2463626 2009 2 1
## 111 439715 2436638 2009 3 1
## 112 306218 1413677 2009 4 1
## 113 624870 3093221 2009 5 1
## 114 243714 1297751 2009 6 1
## 115 474318 2547605 2009 7 1

Ahora si podemos estimar el modelo deseado (asegurate que puedes estimarlo).
Nota que la interaccidén entre la variable dummy vy la inversidn se debe incluir en la
formula incluyendo Dxinversién.
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summary (resl)

##

## Call:

## 1m(formula = q ~ D + inversién + D * inversién, data = datos.dummy)
##

## Residuals:

## Min 1Q Median 3Q Max

## -1562566 -96055 74047 399299 764185

#i#

## Coefficients:

#it Estimate Std. Error t value Pr(>ltl)
## (Intercept) 7.217e+04 2.882e+05 0.250 0.802
## D -2.055e+05 3.859e+05 -0.532 0.595

## inversiodn 5.125e+00 5.697e-01 8.996 <2e-16 **x

## D:inversidén -5.209e-01 7.650e-01 -0.681 0.497

## ——-

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 550100 on 224 degrees of freedom

## Multiple R-squared: 0.4794, Adjusted R-squared: 0.4724

## F-statistic: 68.75 on 3 and 224 DF, p-value: < 2.2e-16

El cambio en el intercepto (coeficiente asociado a D;) y el cambio en la pendiente
(asociado a Dyinversion:) NO son individualmente significativos. Es decir, parece que no
existe ese cambio estructural después de 2009 cuando llegan las tiendas de descuen-
to a los barrios. No obstante, ya sabemos que no es una buena idea sumar pruebas
individuales para fomar una decision. Entonces es mejor emplear una prueba de mo-
delos anidados que discutimos en el Capitulo 4. En la seccion 4.3.1 discufimos cémo
corroborar si estos dos coeficientes estimados son iguales a cero simultdneamente. Esto
se logra de la siguiente manera:

## Analysis of Variance Table

##

## Model 1: g ~ inversidn

## Model 2: q ~ D + inversién + D * inversién

##  Res.Df RSS Df Sum of Sq F Pr(>F)

## 1 226 8.0141e+13

## 2 224 6.7795e+13 2 1.2346e+13 20.396 7.284e-09 *x**

# -

## Signif. codes: O '#xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Estos resultados muestran que es posible rechazar la hipdtesis nula de que los cam-
bios en pendiente e intercepto son cero simultdneamente. Es decir, podemos concluir
que existe un cambio estructural en la relacion de las ventas y el ingreso de los tenderos
en 2009. Puedes constatar que si se compara el modelo con variables dummy en el
infercepto y pendiente con los modelos con solo cambio en infercepto o solo cambio
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en pendiente se llegard a la conclusidon que el mejor modelo es el que tiene el cambio
tanto en intercepto como en pendiented. No obstante, individualmente ni el cambio
en el intercepto ni el de la pendiente es individualmente significativo.

Ahora confinuemos con nuestro andlisis de los datos y nuestra tarea de encontrar
un buen modelo para explicar las ventas. El modelo que acabamos de obtener no
parece el mejor. Ahora, probemos una segunda hipdtesis del departamento de mer-
cadeo. En ese departamento se cree que paralos anos 2016,2017 y 2018 la relacidn es
diferente dado que las tiendas de descuento ya se habian consolidado y expandido
por toda Colombia. Construyamos una dummy segunda (D2;) que tome el valor de
uno Unicamente para los anos comprendidos entre 2016 y 2018, periodo donde ya las
tiendas de descuento se habian expandido en Colombia.

Olvidémonos por un momento de los resultados encontrados anteriormente y par-
tamos del modelo expresado en (6.1) pero con la variable dummy expresada de la
nueva forma. Determine si existe o no un cambio estructural’. Los resultados de los tres

modelos se presentan en el Cuadro 5.1.

Cuadro 5.1. Estimacion del modelo para diferentes especificaciones de la dummy

Dependent variable:

g
resl res2 res3
M &) )
D —205,487.400
(385.894.200)
D2 —472,231.000%**
(119,814.800)

inversion 5.125*** 4,889*** 5.129***

(0.570) ©.411) (0.099)
D:inversion —-0.521

(0.765)
D2:inversion —2.240***

(0.239)
Constant 72,169.520 -54,617.020 74,668.030
(288,169.600) (207,448.000) (49.871.470)

Observations 228 228 228
R2 0.479 0.385 0.971
Adjusted R2 0.472 0.382 0.970
Residual Std. Error 550,142.900 (df = 224) 595,489.400 (df = 226) 130.,151.800 (df = 224)
F Statistic 68.749*** (df = 3, 224) 141.216*** (df = 1; 226) 2,487.744*** (df = 3; 224)
Note: *p<0.1; **p<0.05; ***p<0.01

8Este corresponde al primer ejercicio de este capitulo.
9 Ayuda: puedes emplear el signo & para hacer dos pruebas légicas al mismo tiempo.
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Noten que en esta Ultima ecuacidon estimada, el cambio en la pendiente e inter-
cepto si son significativos individualmente (con un nivel de confianza del 99%). Y con-
juntamente también lo son a un nivel de significancia del 99%, como se muestra a
contfinuacion:

## Analysis of Variance Table

#i#

## Model 1: q ~ inversiémn

## Model 2: q ~ D2 + inversidén + D2 * inversién

##  Res.Df RSS Df Sum of Sq F Pr (>F)

# 1 226 8.0141e+13

## 2 224 3.7944e+12 2 7.6347e+13 2253.5 < 2.2e-16 *x**

## ——-

## Signif. codes: O '#¥x' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Asi, podemos rechazar la hipdtesis nula que no existiéd cambio en la pendiente y el
intfercepto para los Ulfimos 3 anos. La evidencia muestra que este Ultimo modelo expli-
ca mucho mejor la muestra que tenemos al frente y, por tanto, deberia ser el indicado
para tomar decisiones.

5.7.1 Creando variables dummy con paquetes de R

En algunas ocasiones serd necesario crear las variables dummy en vez de dejar que
la funcion Im() las cree automdticamente. Por ejemplo, suponga que tenemos datos
para todos los dias de la semana en la base de datos y solo queremos crear variables
dummy para los cinco dias laborales. Si empleamos esta variable con la funciéon Im().
ésta creard seis variables dummy para todos los dias de la semana (y descarta una). En
ese caso podemos emplear paquetes de R para hacer esta tarea mas rapidamente.
La verdad no existe un mejor paquete para crear variables dummy, solo unos funcionan
mejor que otros en diferentes circunstancias.

Una opcién es el paquete fastDummies (Kaplan, 2020). Este paquete tiene la funcién
dummy_cols() que permite al mismo tiempo que se crea la variable dummy descartar
una de ellas. Esta funcidn implica por lo menos los siguientes argumentos:

dummy_columns(data, select_columns = NULL, remove_first_dummy = FALSE, remo-
ve_most_frequent_dummy = FALSE, ignore_na = FALSE, split = NULL, remove_selected_-
columns = FALSE, omit_colname_prefix = FALSE)

donde:

s data: es un objeto de clase matriz o data.frame.

= select_columns: si se emplea un data.frame este es un vector con los nombres de
las variables a las que se les desea crear las variables dicotémicas.

= remove_most_frequent_dummy: Si remove_most_frequent_dummy = TRUE se
elimina la dummy para la categoria en la que exista mdas observaciones. Si este
argumento es igual a FALSE, entonces no se remueve ninguna variable dummy.
Esta Ultima opcidn es la que se ejecuta por defecto.
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= ignore_na: Cuando ignore_na = FALSE (opcidn por defecto) se crea una vario-
ble dummy cuando se encuentra un *NA” en la variable a ser transformada. Si
ignore_na = TRUE entonces se omite las observaciones con "NA”, no se crea una
nueva variable y a esa observacion se le asigna “"NA” en tfodas las dummies que
se creen (Esta es la opcidn recomendada en la mayoria de 10s casos).

Empleemos esta funcion con un data.frame similar al anterior, pero adicionemos da-
tos perdidos en la variable que transformaremos.

ventas <- data.frame(ciudades = c("Cali", "Medellin", "Bogota", "Cali", NA),
— afilo = c(2019,
2020, 2020, 2020, 2019), ventas = c(10, 30, 40, 15, NA))
ventas$ciudades <- as.factor(ventas$ciudades)
str(ventas)

## 'data.frame': 5 obs. of 3 variables:

## $ ciudades: Factor w/ 3 levels "Bogota","Cali",..: 2 3 1 2 NA
## $ afio : num 2019 2020 2020 2020 2019

## $ ventas : num 10 30 40 15 NA

Ahora, veamos diferentes opciones al aplicar esta funcion.

library(fastDummies)
dummy_cols(ventas$ciudades)

#i .data .data_Bogota .data_Cali .data_Medellin .data_NA
## 1 Cali 0 1 0 0
## 2 Medellin 0 0 1 0
## 3  Bogota 1 0 0 0
##t 4 Cali 0 1 0 0
## 5 <NA> NA NA NA 1

Quitemos la variable dummy para la opcidén que mds se repite y descartemos la
opcidén de crear una dummy para las observaciones no disponibles ("NA").

dummy_cols(ventas$ciudades, remove_most_frequent_dummy = TRUE, ignore_na =
— FALSE)

#it .data .data_Bogotd .data_Medellin
#i#t 1 Cali 0 0
## 2 Medellin 0 1
## 3  Bogota 1 0
#it 4 Cali 0 0
## 5 <NA> NA NA

Hagamos lo mismo, pero empleando el data.frame y no la columna:

dummy_cols(ventas, select_columns = "ciudades", remove_most_frequent_dummy =
— TRUE,
ignore_na = FALSE)
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#it ciudades afio ventas ciudades_Bogotd ciudades_Medellin

## 1 Cali 2019 10 0 0
## 2 Medellin 2020 30 0 1
## 3  Bogota 2020 40 1 0
#it 4 Cali 2020 15 0 0
## 5 <NA> 2019 NA NA NA

5.8 Ejercicios
Las respuestas a estos ejercicios se encuentran en la seccidén 16.3.

5.8.1 Continuacion Ejercicio DBLANCOS

Continuemos con el ejemplo realizado en este capitulo y estudiemos en mds detalle
los posibles modelos que se podian estimar con la dummy definida como: D, = 1sit
es del ano 2009 o posterior y cero en caso contrario.

Estima un modelo sin variables dummy, con solamente cambio en la pendiente, otro
con solo cambio en el infercepto y con cambio en ambos. Ahora, decide cudl modelo
es mejor: sin cambios, con dummy solo en intercepto, solo en pendiente, o con dummy
en ambos.
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Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

= Explicar en sus propias palabras las opciones que existen para seleccionar auto-
maticamente el mejor modelo

» Seleccionar el mejor modelo de regresion dada una cantidad grande de regre-
sores empleando R.
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6.1 Introduccion

En los capitulos anteriores hemos discutido cémo seleccionar el mejor modelo. Pa-
ra ejemplificar la seleccién de modelos hemos empleado casos en los que se cuenta
con un numero relativamente reducido de posibles variables explicativas. Pero en la
practica es comun que esto no ocurra, el cientifico de datos tipicamente se encuentra
con problemas en los que se conoce claramente la variable que se quiere explicar! o
predecir? (variable dependiente) y un conjunto grande de posibles variables explica-
fivas. Pero no sabemos cudles variables si son importantes y cudles no al momento de
explicar nuestra variable de inferés.

En general, si hay k — 1 variables independientes potenciales (ademds del intercep-
to) que pueden explicar o predecir a la variable dependiente, entonces hay 2(-—1)
subconjuntos de variables explicativas posibles para explicar® los cambios en la va-
riable dependiente. Es decir, existen 2(-—1) modelos que pueden ser candidatos a ser
el mejor modelo para explicar la variable dependiente. En la practica desconoce-
mos cudl de esos modelos es el correcto. Y por tanto, tendriamos que probar todos
los posibles modelos para encontrar el correcto?. Por ejemplo, si tenemos 10 posibles
variables explicativas ((k — 1) = 10) entonces los posibles modelos serdn 2(-—1) = 2(10) =
1024. Si se tienen 20 variables candidatas, el nimero de posibles subconjuntos es de
1,048576 x 10% (mds de un millén de posibles modelos). Si son 25 posibles variables, en-
tonces son 3,3554432 x 107. Es decir, aproximadamente 33 millones y medio de posibles
modelos.

Asi, si se cuenta con muchas variables candidatos a ser explicativas no es viable
calcular todos los posibles modelos y compararlos. No obstante, si las variables son re-
lativamente pocas podria ser viable estimar todos los posibles modelos y compararlos.
Recordemos que en el capitulo anterior estudiamos coémo comparar modelos para
seleccionar al mejor empleando métricas como el R? djustado, los criterios de infor-
macién AIC o BIC (Ver Seccidn 4.2 y pruebas estadisticas de modelos anidados (Ver
Seccioén 4.3.1) y no anidados (Ver Seccion 4.2).

En este capitulo discutiremos diferentes algoritmos para encontrar el mejor modelo
(o por lo menos el modelo para ser un buen candidato a mejor modelo) de regresion
multiple que se ajuste a unos datos determinados cuando se cuenta con un conjunto
relativamente grande de posibles variables explicativas. Estos algoritmos emplean co-
Mo base los conceptos que ya hemos estudiado en los capitulos anteriores. Asi, entra-

1Si la respuesta a la pregunta de negocio implica un tipo de analitica diagnéstica.

25j la respuesta a la pregunta de negocio implica un tipo de analitica predictiva.

3De aqui en adelante se omitird la alusién a la posibilidad de emplear las técnicas de este capitulo pa-
ra hacer analitica predictiva. Esto se hace solamente para ahorrar tiempo y espacio. Tienes que tener en
cuenta que las técnicas que estudiaremos aqui pueden ser aplicadas para encontrar el mejor modelo de
regresion independientemente si este se emplea o no para hacer analitica diagndstica o predictiva y adn
podria ser prescriptiva.

4Nota que cuando se cuenta con una feoria que se desea probar, este problema no existe. Es decir,
en la aproximacion econométrica tradicional discutida en la seccién 1.3 la teoria nos dird cudl deberia ser
el modelo a probar y este problema de seleccionar el modelo con los datos desaparece. Pero como se
discutié en esa misma seccidn la aproximacion del cientifico de datos es muy diferente y, por tanto, este
problema de la seleccién del mejor modelo se encuentra en el centro del quehacer diario del cientifico de
datos que emplea el modelo de regresion.
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remos directamente a una aplicaciéon para mostrar estas aproximaciones al problema
de seleccionar el mejor modelo.

Emplearemos unos datos simulados para una variable dependiente (y;) y 25 posibles
variables explicativas zj; donde j = 1,2, ..., 25. Para cada variable se simulan 150 obser-
vaciones i = 1,2, ..., 150. El modelo del que se simulan los datfos incluye las variables x1
a x25 Unicamente y los coeficientes son iguales a 1 para todos los casos (nota que en
la vida real no conocemos esta informacion). La informacién se encuentra disponible
en el archivo DATOSautoSel . txtP.

Carguemos los datos en un objeto que llamaremos datos y verifiguemos la clase del
objeto leido y de cada una de las variables en el objeto.

# Leer de datos
datos <- read.table("./Data/DATOSautoSel.txt", header = TRUE)
# Mirar clase de las columnas

str(datos)

## 'data.frame': 150 obs. of 26 variables:
## $ x1 : num 5.92 4.57 5.44 4.91 5.7 ...
## $ x2 : num 6.51 3.64 5.5 5.85 6.33 .

## ¢ x3 : num 6.88 4.38 6.6 6.54 5.28 ..
## $ x4 : num 5.16 5.06 4.48 5.71 5.02 .
## ¢ x5 : num 6.42 3.17 4.99 4.67 4.23 ...
## $ x6 : num 5.83 4.6 5.52 5.26 5.77 ...
## $ x7 : num 5.36 4.58 6.24 5.79 4.47 ...
## ¢$ x8 : num 6.63 4.17 5.4 5.07 4.77 ...
## $ x9 : num 5.73 4.26 5.46 5.5 6.06 .

## ¢ x10: num 6.11 4.44 5.57 4.64 5.5 ..
## ¢ x11: num 4.82 5.58 5.04 6.33 3.37 .
## $ x12: num 6.11 5.71 5.87 4.85 5.45

## ¢ x13: num 6.61 5.07 5.02 6.13 6.35 ...
## ¢ x14: num 4.82 4.25 4.91 6.41 5.38 ...
## ¢ x15: num 6.3 4.55 4.83 4.22 5.7 ..
## $ x16: num 5.45 4.12 5.23 5.33 4.84 ...
## ¢ x17: num 6.42 4.2 4.85 6.06 5.41 ...
## $ x18: num 6.71 4.8 5.31 5.68 4.56 ...
## ¢ x19: num 5.56 4.16 5.03 5.29 5.54 ...
## ¢ x20: num 7.15 5.64 5.15 5.29 6.38 ...
## ¢ x21: num 6.47 3.93 4.93 5.04 5.45 ...
## $ x22: num 6.31 4.61 5.33 4.55 5.44 ...
## $ x23: num 5.41 4.1 4.58 5.4 4.65 ...
## ¢ x24: num 5.92 5.64 4.97 6.02 5.5 ...
## ¢ x25: num 5.12 5.62 5.3 5.87 5.12 ...
# $y : num 42.8 30.4 36.3 36.6 38.3 ...

5Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/
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# Mirar las dos primeras filas de datos
head(datos, 2)

## x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 x11 x12 x13
## 1 5.925 6.512 6.883 5.157 6.420 5.833 5.356 6.626 5.730 6.108 4.817 6.106 6.613
## 2 4.565 3.638 4.378 5.056 3.165 4.598 4.576 4.171 4.259 4.443 5.582 5.713 5.069
#i x14 x15 x16 x17 x18 x19 x20 x21 x22 x23 x24 x25

## 1 4.821 6.296 5.449 6.425 6.705 5.564 7.154 6.466 6.309 5.407 5.915 5.119

## 2 4.247 4.548 4.125 4.196 4.800 4.163 5.636 3.931 4.612 4.097 5.638 5.616

#Hit y

## 1 42.799

## 2 30.372

# Mirar clase del objeto
class(datos)

## [1] "data.frame"

En este caso, tenemos 25 posibles variables, enfonces son 22° (aproximadamente
33.6 millones) posibles modelos.

Este capitulo estd compuesto de dos partes. La primera, emplea un nimero redu-
cido de variables ((k — 1) = 10) para mostrar una aproximacion que emplea “fuerza
bruta”. Es decir, se evaldan todos los posibles modelos y se comparan. En la segunda
parte veremos diferentes algoritmos para encontrar el un modelo para ser candidato
a mejor modelo cuando se tienen muchas posibles variables explicativas, y para esta
seccion si emplearemos las 25 variables.

6.2 Empleando “fuerza bruta”

La primera aproximacion que estudiaremos es viable cuando se cuenta con pocas
potenciales variables para explicar la variable dependiente (y). En este caso, se puede
emplear la “fuerza bruta” de los computadores para encontrar el mejor modelo. Es
decir, se puede emplear la capacidad de cdmputo para calcular todos los posibles
modelos y compararlos.

Supongamos que contamos con las 10 primeras variables ((k — 1) = 10) de nuestros
datos simulados para explicar a y. Asi, en este caso se comparardn 1024 modelos. No
empleamos todas las variables explicativas para ahorrar tiempo en la estimacidén de
todos los modelos y para hacer viable este gjercicio. Creemos un objeto de nombre
datos2 de clase data.frame con solo las variables que son de nuestro interés.

datos2 <- datos[, c(1:10, 26)]
head(datos2, 2)

#it x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 y
## 1 5.925 6.512 6.883 5.157 6.420 5.833 5.356 6.626 5.730 6.108 42.799
## 2 4.565 3.638 4.378 5.056 3.165 4.598 4.576 4.171 4.259 4.443 30.372
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Empecemos por estimar un modelo lineal con todas las variables potenciales. Como
sabemos esto se puede hacer con la funcidn Im() del paquete bdsico de R. Recuerda
que esta funcidn incluird siempre un intfercepto a menos que se le indique lo contrario,
empleando en la especificacion del modelo un -1.

Estimemos un modelo con todas las posibles variables contenidas en el objeto datos2
y guardemos los resultados de la estimacion en un objeto llamado modelo.

# estimar el modelo con todas las wvariables

modelo <- Im(y ~ ., data = datos2)

summary (modelo)

#i#t

## Call:

## 1m(formula = y ~ ., data = datos2)

#i#

## Residuals:

## Min 1Q Median 3Q Max

## -7.4754 -1.5134 0.0137 1.4273 8.0533

##

## Coefficients:

## Estimate Std. Error t value Pr(>|t])

## (Intercept) 11.21741 1.40780 7.968 5.24e-13 *x*x
## x1 0.65111 0.26894 2.421 0.016768 x*
## x2 1.72908 0.28714 6.022 1.46e-08 **x
## x3 0.94195 0.27727 3.397 0.000888 *x*x*
## x4 0.92954 0.26551 3.501 0.000623 *x*x
## x5 0.94561 0.25956  3.643 0.000379 **x*
## x6 0.07626 0.26472 0.288 0.773712

## x7 0.01759 0.28152 0.062 0.950278

## x8 -0.24513 0.27869 -0.880 0.380598

## x9 -0.54115 0.27812 -1.946 0.053705 .
## x10 0.22042 0.28886 0.763 0.446720

## ———

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 2.496 on 139 degrees of freedom
## Multiple R-squared: 0.7168, Adjusted R-squared: 0.6964
## F-statistic: 35.18 on 10 and 139 DF, p-value: < 2.2e-16

Noten que de acuerdo alos resultados, las variables de z1 a x5 son estadisticamente
significativas (nivel de confianza del 95%)°. Las otras variables no son significativas.

Ahora podemos investigar todos 1os 1024 posibles modelos. Esto lo podemos hacer
con la funcioén ols_step_all_possible() del paquete olsrr (Hebbali, 2020). Esta funcidn
requiere tipicamente de un solo argumento que corresponde a un objeto de clase Im

5La variable z9 es significativa con un nivel de confianza del 90%. Usaremos un nivel de confianza del
95%.
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qgue contenga el modelo mdas grande posible. Guardemos los resultados de ejecutar
esta funcién en el objeto mod’.

# Instalar paquete st no se tiene install.packages('olsrr') cargar libreria
library(olsrr)

# se estiman todos los posibles modelos

mod <- ols_step_all_possible(modelo)

# attributos del nuevo objeto

str (mod)

## Classes 'ols_step_all_possible' and 'data.frame': 1023 obs. of 14 variables:
## $ mindex :int 123456789 10 ...

# $n cint 1111111111

## $ predictors: chr "x2" "xb" "x4" "x3"

## $ rsquare : num 0.55 0.403 0.382 0.367 0.305 ...

# $ adjr : num 0.546 0.399 0.378 0.363 0.3 ...

## $ predrsq : num 0.537 0.384 0.364 0.351 0.283 ...

# $ cp :num 75.1 147.2 157.3 164.5 195 ...

# $ aic : num 764 807 812 815 829 ...

## §$ sbic : num 337 378 383 387 401

## ¢ sbc : num 773 816 821 824 838 ...

## $ msep : num 1396 1851 1914 1960 2153 ...

# $ fpe : num 9.43 12.5 12.93 13.24 14.54 ...

# $ apc : num 0.463 0.614 0.635 0.65 0.714 ...

##* $ hsp : num 0.0633 0.0839 0.0868 0.0889 0.0976 ...

En el objeto mod se encuentran varios estadisticos que permiten resumir las caracte-
risticas estadisticas de todos los modelos estimados. Con un grafico podemos resumir
esta informacion.

library(ggplot2)
plot (mod)

En el eje horizontal podemos ver el nimeros de variables empleadas en cada mo-
delo, mientras que en el eje vertical encontramos el valor de la métrica. El tridngulo
muestra el modelo que maximiza o minimiza el valor de la métrica para cada uno
de los posibles nimero de variables. Concentrémonos en el R? ajustado (se desed
maximizar) y los criterios de informacidn (se desean minimizar): AIC, SBC (o o fambién
conocido como BIC). Recuerda que estas tres métricas penalizan la inclusion de mas
variables en el modelo.

Empleando el criterio del R? ajustado podemos llegar a la conclusién que el mejor
modelo es uno que emplea 6 variables (x1 x2 x3 x4 x5 x9). De hecho, ese modelo
corresponde al modelo nimero 638 de todos los estimados. Esta informacidn se puede
obtener de la siguiente manera:

7Esto puede tomar un rato, dado que se estan estimando 1024 modelos.
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Figura 6.1. Métricas de bondad de ajuste para los diferentes modelos estimados
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Figura 6.2. Métricas de bondad de ajuste para los diferentes modelos estimados
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mod$mindex [which.max (mod$adjr)]

## [1] 638
mod$n [which.max (mod$adjr)]

## [1] 6

mod$predictors [which.max(mod$adjr)]

## [1] "x1 x2 x3 x4 x5 x9"

Empleando el criterio de informaciéon de AIC encontramos que el mejor modelo es
el mismo.

mod$mindex [which.min(mod$aic)]

## [1] 638

mod$n [which.min(mod$aic)]

## [1] 6

mod$predictors [which.min(mod$aic)]

## [1] "x1 x2 x3 x4 x5 x9"

Para el caso del BIC el modelo seleccionado es diferente. Este modelo emplea 4
variables (x2 x3 x4 x5) y ese modelo corresponde al modelo ndmero 176 de los 1023
estimados.

mod$mindex [which.min(mod$sbc)]

## [1] 176
mod$n [which.min(mod$sbc)]

## [1] 4

mod$predictors [which.min(mod$sbce)]

## [1] "x2 x3 x4 x5"

Finalmente, tenemos todos los modelos candidatos a ser el mejor modelo. Estime-
mMos los dos modelos y guardemos los resultados en los objetos modelol Y modelo2. LOS
resultados se reportan en el Cuadro 6.1,

# estimacion del primer modelo candidato

modelol <- Im(y ~ x1 + x2 + x3 + x4 + x5 + x9, data = datos2)
# estimacidon del segundo modelo candidato

modelo2 <- Im(y ~ x2 + x3 + x4 + x5, data = datos2)
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Cuadro 6.1. Modelos seleccionados por las métricas tras emplear fuerza bruta

Dependent variable:

y
Modelo 1 Modelo 2
M 2
x1 0.675**
(0.263)
X2 1,692 1.7071%**
(0.271) (0.268)
x3 0.956*** 0.857***
(0.265) (0.263)
x4 0.978*** 1.034%**
(0.249) (0.245)
x5 0.952%*x* 0.997***
(0.248) (0.247)
x9 —0.537**
(0.266)
Constant 11.272%** 11.924***
(1.353) (1.312)
Observations 150 150
R2 0.714 0.696
Adjusted R? 0.702 0.688
Residual Std. Error 2.473 (df = 143) 2.530 (df = 145)
F Statistic 59.496*** (df = 6; 143) 83.157*** (df = 4; 145)
Note: *p<0.1; **p<0.05; ***p<0.01

Noten que en este caso los modelos estdn anidados vy, por tanto, se pueden com-
parar faciimente empleando una prueba F que compare un modelo restringido con
uno sin restringir (Ver 4.3.1 para una discusion del fema). Hagamos dicha comparacion.

# Cargar paquete

library (AER)

# Comparar modelos anidados
anova(modelo2, modelol)

## Analysis of Variance Table

##

## Model 1: y ~ x2 + x3 + x4 + x5

## Model 2: y ~ x1 + x2 + x3 + x4 + xb + x9

##  Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 145 927.97

## 2 143 874.26 2 53.712 4.3928 0.01408 *
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## ——-
## Signif. codes: 0 '#*kx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Segun los resultados, No se puede rechazar la nula de que el modelo con restriccio-
nes (el pequeno) es mejor que el sin restringir con un 99% de confianza. Asi (con un
nivel de confianza del 99 %), podemos concluir que el mejor modelo es el que incluye
las variables (x2 x3 x4 x5). En este caso sabemos que el modelo real que generd los
datos incluye las variables x1 a z5. Asi, nuestra aproximacién no encontré el modelo
real, pero uno relativamente cercano. Con un 95% de confianza se puede rechazar
la nula en favor del modelo sin restringir. En este caso el modelo incluiria todas las va-
riables de z1 a z5 pero también incluiria z9; fampoco es el modelo exacto, pero es lo
suficientemente cercano.

6.3 Empleando estrategias inteligentes de deteccién de un mejor mo-
delo

En algunas ocasiones es imposible encontrar el mejor modelo estimando todas Ias
combinaciones (como el caso en el que se tienen 25 variables pues existen 22° posibles
modelos). A continuacidn, discutimos varios algoritmos que facilitan la tarea.

6.3.1 Regresion paso a paso (stepwise)

Laidea de la construccién de modelos por pasos es arribar a un modelo de regresion
a partir de un conjunto de posibles variables explicativas basados en un criterio que
permita adicionar variables (stepwise forward regression) o quitar variables (sfepwise
backwards regression).

Por ejemplo, supongamos que empleamos un criterio como el valor p de la prueba
de significancia individual de cada variable en el modelo. En el primer caso (stepwise
forward regression) se parte de un modelo sin variables. Se empieza adicionando al
modelo la variable que tenga el menor valor p. De forma gradual se incluye la siguiente
variable que tenga el valor p mdas pequeno, se sigue de esta manera hasta que ya no
quede ninguna variable para ingresar que sea significativa®,

En el segundo caso (sfepwise backward regression), se parte del modelo con todas
las variables y se empieza a eliminar variables que tenga el valor p mas alto. El pro-
ceso se repite hasta que no se puedan eliminar variables’. Es facil imaginarse cémo
funcionardn ambos métodos si se emplean criterios como el R? ajustado o criterios de
informacién. La figura 6.3 muestra de manera esquematica estas dos aproximaciones.

8Noten que esta aproximacion tiene un problema practico dificil de resolver. Se emplean mudiltiples prue-
bas individuales que acumulan el error fipo I. No existe almuerzo gratis, este es el costo de emplear esta
aproximacién. Adicionalmente, en presencia de heteroscedasticidad (Ver Capitulo 9) o autocorrelacion
(Ver Capitulo 11) estos valores p no serian vdlidos por no fener en cuenta el problema vy, por tanto, las con-
clusiones podrian ser erradas.

?Noten que esta aproximacion también tiene el problema mencionado para la aproximacion forward.
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Figura 6.3. Representacion de las estrategias stepwise forward y stepwise backward
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Fuente: elaboracién propia.

A continuacién, veremos un ejemplo empleando la base de datos original con 25
variables explicativas.

6.3.1.1 Stepwise forward regression

La funcion regsubsets() del paquete leaps (Lumley, 2020) permite encontrar los me-
jores subconjuntos de variables explicativas utilizando el R? ajustado partiendo de un
modelo con todos los regresores (lo llamaremos el modelo mdaximo). Esta funcién no
estd disehada para funcionar con el valor p. La funcidn regsubsets() calcula los mejo-
res modelos para todos los posibles nimero de variables explicativas sin calcularlos de
manera exhaustiva'®,

Los argumentos mds importantes de esta funcién son

regsubsets(x, y, method=method=c(“backward”, “forward”, “seqrep”), nvmax, for-
ce.in)

donde:

19Dado que los criterios de informacion (AIC o BIC) solo difieren al comparar modelos con ndmero dife-
renfes de variables explicativas, el resultado final de los cdlculos que realice esta funcién no depende del
criterio de informaciéon que se emplee (Lumley, 2020). Asi, esta funcién se puede emplear también para es-
coger el mejor modelo empleando los criterios de informacion. En ese caso el codigo que se presenta mads
adelante deberd ser modificado para emplear dichos criterios. Pero no es necesario modificar el cddigo
correspondiente a la funcion regsubsets() que se presenta a continuacion.
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X: la matriz que contiene todas las posibles variables explicativas

y: el vector de la variable dependiente (y)

= method: el método que se desea emplear: (method =“backward”) para el mé-
todo backward, (method ="“forward”) para el método forward y (method = “seq-
rep”) para el método combinado.

= nvmax: el niumero mdximo de variables a incluir en un modelo a ser examinado.
Por ejemplo, si nvmax = 15 entonces solo se evaluardn hasta modelos con 15
variables explicativas.

» force.in: el nUmero de la columna de la variable explicativa que se desee incluir

siempre en el modelo. Por defecto es igual a NULL pero en algunas ocasiones es

atil especificar una o unas variables que independientemente del resultado del

algoritmo deberian estar siempre presentes como variables explicativas en todos

los modelos considerados.

Empleemos esta funcién para nuestro caso y evaluando modelos con todas las va-
riables.

# Cargar el paquete
library(leaps)

fwd.model <- regsubsets(x = datos[, 1:25], y = datos[, 26], nvmax = 250, method
— = "forward")

En el objeto fwd.model se encuentran diferentes resultados. Veamos esto en detalle
y generemos un grafico que trae por defecto este paquete.

# atributos del objeto
attributes(fwd.model)

## $names

## [1] "np" "nrbar" "d" "rbar" "thetab" "first"

## [7] "last" "vorder" "tol" "rss" "bound" "nvmax"

## [13] "ress" "ir" "nbest" "lopt" "il" "jer"

## [19] "xnames" "method" "force.in" '"force.out" "sserr" "intercept"
## [25] "lindep" "nullrss"  "nn"

##

## $class

## [1] "regsubsets"

# graficos
plot(fwd.model, scale = "adjr2", main = "R"2 ajustado")

Esta visualizaciéon (ver Figura 6.4) presenta el R? ajustado en el eje vertical y todas
las potenciales variables evaluadas. El grafico solo presenta los mejores modelos, en
términos del R? gjustado, entre todos los mejores modelos evaluados. Una fila corres-
ponde a un modelo y un cuadrado negro implica que la correspondiente variable es
incluida en el modelo que produce ese correspondiente R? djustado. Asi, entre mds
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Figura 6.4. R cuadrado ajustado y variables incluidas por modelo
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“arriba” en el grafico se muestre un modelo (una fila), mejor serd éste de acuerdo a
esta métrica. El mejor modelo es el Gltimo que se presenta (fila superior)''. En este caso
el modelo tiene intercepto y las variables x1 a x5, x8 ax10,x17 y de x19 a x21. Estimemos
ese modelo y guardémoslo en un objeto que llamaremos modelo3.

# estimacion del modelo 3
modelo3 <- Im(y ~ x1 + x2 + x3 + x4 + x5 + x8 + x9 + x10 + x17 + x19 + x20 +
- x21,

data = datos)

summary (modelo3)

#it

## Call:

## Im(formula = y ~ x1 + x2 + x3 + x4 + x5 + x8 + x9 + x10 + x17 +
## x19 + x20 + x21, data = datos)

#it

## Residuals:

## Min 1Q Median 3Q Max

## -5.3123 -1.5515 -0.0106 1.5859 6.5427

#it

## Coefficients:

115j se desea seleccionar el modelo empleando criterios de informacién, entonces la Gltima linea de cé-
digo deberia ser modificada a plot (fwd.model, scale = "bic") para el caso de SBCy para el caso del AIC
se debe emplear plot (fwd.model, scale = Gp"). Cp corresponde al criterio de informacién Cp de Mallows.
La literatura ha demostrado que los resulfados obtenidos con el Cp de Mallows (en orden) son los mismos
que los del AIC para los modelos lineales (Boisbunon et al., 2013)). Es decir, el criterio de informacién Cp y el
AIC son equivalentes en el orden que generan.
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## Estimate Std. Error t value Pr(>|t])

## (Intercept) 11.0686 1.3692 8.084 2.94e-13 *x*x
## x1 0.5791 0.2706  2.140 0.034097 *
## x2 1.6885 0.2803 6.024 1.48e-08 x**x
## x3 0.8892 0.2746 3.238 0.001511 **
## x4 0.9751 0.2605 3.743 0.000267 **x
## x5 0.8822 0.2719 3.244 0.001480 *x
## x8 -0.3131 0.2705 -1.158 0.249075

## x9 -0.5104 0.2787 -1.832 0.069184 .
## x10 0.4187 0.2833 1.478 0.141721

## x17 0.3070 0.2586 1.187 0.237254

## x19 0.3087 0.289%4 1.067 0.287945

## x20 -0.7848 0.2850 -2.754 0.006696 *x*
## x21 0.3129 0.2926 1.069 0.286774

## ———

## Signif. codes: O 's*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 2.419 on 137 degrees of freedom
## Multiple R-squared: 0.7378, Adjusted R-squared: 0.7148
## F-statistic: 32.12 on 12 and 137 DF, p-value: < 2.2e-16

Este modelo tiene variables no significativas individualmente que pueden ser remo-
vidas automdticamente como se discute mds adelante en la seccidn 6.4.1 de este
capitulo.

También podemos realizar una version de regresion por pasos hacia adelante utili-
zando la funcién ols_step_forward_p() del paquete olsrr (Hebbali, 2020). Esta funcion
nos permite usar el criterio del valor p de las pruebas de significancia individuales y cri-
ferios de informacién. El Unico argumento de esta funcién es un objeto de la clase Im.
Ese modelo debe incluir todas las variables explicativas que se desean explorar; es de-
cir el modelo mdximo. En este caso esta funcidon puede ser empleada de la siguiente
manera:

max.model <- 1lm(y ~ ., data = datos)
fwd.model.2 <- ols_step_forward_p(max.model)

Los resultados los podemos explorar de muchas maneras, pero la mds sencilla es
llamando al objeto. Esto nos mostrard cudles son las variables que se incluyen en el
mejor modelo.

fwd.model.2

##

#it Selection Summary

## -
#H# Variable Adj.

## Step Entered R-Square R-Square c(p) AIC RMSE

o
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#i#t 1 x2 0.5495 0.5465 69.8613 764.2277 3.0502
## 2 x5 0.6303 0.6253 33.1629 736.5927 2.7727
## 3 x4 0.6742 0.6675 14.1062 719.6128 2.6116
#i#t 4 x3 0.6964 0.6880 5.4785 711.0365 2.5298
#it 5 x20 0.7069 0.6967 2.4563 707 .7667 2.4943
#i#t 6 x1 0.7200 0.7082 -1.8043 702.9271 2.4466
## 7 x9 0.7241 0.7105 -1.7852 702.6965 2.4370
## 8 x10 0.7281 0.7127 -1.7173 702.4882 2.4277
#it 9 x17 0.7315 0.7142 -1.3183 702.6336 2.4214
## -

El modelo seleccionado incluye las siguientes variables: 1 a x5, 29, 10, 217 y 220
(asegurese gue entiende el porqué se escoge dicho modelo segun el grafico). Estime-
mMos este modelo y guardémoslo en el objeto modelo4.

modelo4 <- Im(y ~ x1 + x2 + x3 + x4 + x5 + x9 + x10 + x17 + x20, data = datos)

Los resultados se reportan en el Cuadro 6.2. Este modelo también tiene variables no
significativas individualmente.

Cuadro 6.2. Modelo seleccionado por el valor p con el algoritmo stepwise forward

Dependent variable:

Yy
Modelo 4

x1 0.663**
(0.262)

x2 1.702%**
(0.266)

x3 0.958%**
(0.264)

x4 0.994%* **
(0.260)

x5 0.930%**
(0.266)

X9 —0.501*
(0.275)

x10 0.392
(0.281)

x17 0.333
(0.252)

x20 —0.735%*
(0.282)

Constant 11174%**
(1.349)

Observations 150

R2 0.731

Adjusted R? 0714

Residual Std. Error 2.421 (df = 140)

F Statistic 42.372% %% (df = 9; 140)

Note: *p<0.1: **p<0.05 ***p<0.01

El mismo paqguete tiene una funcién que permite realizar el algoritmo empleando el
criterio de informacién AIC (y ofros como el mismo R? gjustado). Para el AIC la funcién
es ols_step_forward_aic(). El Unico argumento necesario es un objeto de clase Im que
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contenga el modelo maximo.

fwd.model.3 <- ols_step_forward_aic(max.model)

fwd.model.3

##

#i#t Selection Summary

# -
## Variable AIC Sum Sq RSS R-Sq Adj. R-8q
# -
## x2 764 .228 1679.790 1376.927 0.54954 0.54650
## x5 736.593 1926.638 1130.079 0.63030 0.62527
## x4 719.613 2060.953 995.764 0.67424 0.66754
## x3 711.036 2128.745 927.972 0.69642 0.68804
## x20 707.767 2160.781 895.936 0.70690 0.69672
## x1 702.927 2200.715 856.001 0.71996 0.70821
## x9 702.696 2213.351 843.366 0.72409 0.71049
## x10 702.488 2225.675 831.042 0.72813 0.71270
# -

El modelo seleccionado incluye las siguientes variables: z1 a x5, 29, 10 y £20. Nota
que al llamar al objeto fwd.model.3 podemos observar cudl variable fue adicionada
en cada uno de los 8 pasos. En esta oportunidad, la primera variable adicionada all
modelo fue la z2 y la dltima z10. Los resultados los podemos ver de manera grafica si
se emplea la funcidn plot() sobre el objeto fwd.model. 3.

En el slot denominado predictors podemos encontrar Ias variables que se seleccio-
naron en el mejor modelo. Asi podemos estimar el mejor modelo segun este algoritmo
y el criterio de informacion AIC de la siguiente manera (esto evita tener que escribir
manualmente la férmula como [o habiamos hecho en los casos anteriores).

# se extraen las variables del mejor modelo segin el algoritmo
vars.modelo5 <- fwd.model.3$predictors
# se contruye la formula

formula.modelo5 <- as.formula(paste('y ~ ", paste(vars.modelo5, collapse = " +
e |l)’
sep = ||||))

# constata que la féormula es correcta
formula.modelob

# y ~ x2 + xb + x4 + x3 + x20 + x1 + x9 + x10

# se estima el modelo con la formula construtida
modelo5 <- 1m(formula.modelo5, data = datos)

6.3.2 Stepwise backward regression

De manera similar podemos emplear tanto el paquete leaps como el paquete olsrr
para encontrar un modelo partiendo del modelo que incluye todas las variables y qui-



Empleando estrategias inteligentes de deteccion de un mejor modelo

155

tando una variable en cada paso. En este caso tendremos el siguiente resultado si
empleamos el criterio del R? ajustado.

back.model <- regsubsets(x = datos[, 1:25], y = datos[, 26], nvmax = 1000,
< method = "backward")

plot(back.model, scale = "adjr2", main = "R"2 ajustado")

El modelo tiene las variables x1 a x5, x8 a x10, x17 y de x19 a x21. Es decir, llega a la
misma conclusidn que el método forward.

De manera similar, podemos emplear la funcién ols_step_backward_p() del paque-
te olsrr para seleccionar el mejor modelo empleando el valor p de la prueba individual
para eliminar variables. El argumento que necesita esta funcién es el objeto que con-
tfenga la estimaciéon del modelo maéximo.

back.model.2 <- ols_step_backward_p(max.model)

En este caso el modelo seleccionado incluye las siguientes variables: x1 a x5, x8, x9,
x10, x17, x19 a x21. En el compartimiento Smodel del objeto que acabamos de crear
guedan almacenado el mejor modelo, guardémoslo en el objeto modelos.

modelo6 <- back.model.2$model
summary (modelo6)

Nota que este modelo tfambién tiene variables no significativas individualmente. Us-
tedes deberian emplear las técnicas que ya conocen para encontrar un mejor modelo
sin variables no significativas'?. Los resultados se reportan en el Cuadro 6.3.

Nuevamente, como lo hicimos con el algoritmo forward, podemos emplear el pa-
quete olsrr y la funcién ols_step_backward_aic() para encontrar el mejor modelo de
acuerdo con este algoritmo y el criterio de informaciéon AIC.

En el Cuadro 6.3 se reporta el resultado de este modelo.

12Mas adelante en la seccion 6.4.1 de este capitulo se discute como remover estas variables empleando
una funcién que automatiza el proceso.
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Cuadro 6.3. Modelo seleccionado por AIC con el algoritmo stepwise forward

Dependent variable:

y
Modelo 5

x1 0.686***
(0.262)

x2 1.722%**
(0.267)

x3 0.950%* **
(0.264)

x4 1.051***
(0.257)

x5 1.051%**
(0.251)

x9 —0.425
(0.269)

x10 0.407
(0.282)

x20 —0.738**
(0.283)

Constant 11.348%**
(1.346)

Observations 150

R2 0.728

Adjusted R? 0713

Residual Std. Error 2.428 (df = 141)

F Statistic 47.203%** (df = 8; 141)

Note: *p<0.1; **p<0.05; ***p<0.01

Este modelo tiene dos variables no significativas individualmente. El lector ya conoce
el procedimiento para eliminar estas variables que no son significativas para obtener
un mejor modelo'3,

back.model.3 <- ols_step_backward_aic(max.model)

El modelo seleccionado incluye las siguientes variables: x1 a x5, x9, x10y X20. Nueva-
mente podemos recuperar el mejor modelo con el compartimiento Smodel del objeto
gue acabamos de crear. Guardémoslo en le objeto modelo?.

modelo7 <- back.model.3$model

Este modelo también tiene variables no significativas individualmente, pero muchas
mds que los modelos anteriores. Esto no es una caracteristica de este algoritmo, solo
es coincidencia. Los resultados se reportan en el Cuadro 6.4.

13Mas adelante en la seccioén 6.4.1 de este capitulo se discute como remover estas variables empleando
una funcién que automatiza el proceso.
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Cuadro 6.4. Modelo seleccionado por el valor p y el AIC con el algoritmo stepwise
backward

Dependent variable:
response
Modelo 6 Modelo 7
(O] @)
x1 0.579** 0.686%**
(0271) (0.262)
X2 1.689% ** 1.722%**
(0.280) (0.267)
X3 0.889* ** 0.950* **
(0.275) (0.264)
x4 0.975%** 1.051%**
(0.261) (0.257)
x5 0.882%*** 1.051%**
0.272) (0.251)
x8 —0313
(0271)
x9 —0510* —0.425
(0.279) (0.269)
x10 0.419 0.407
(0.283) (0.282)
x17 0.307
(0.259)
x19 0.309
(0.289)
x20 —0.785%** —0.738**
(0.285) (0.283)
x21 0.313
(0.293)
Constant 11.069* ** 11.348%**
(1.369) (1.346)
Observations 150 150
R2 0.738 0.728
Adjusted R? 0.715 0.713
Residual Std. Error 2.419 (df = 137) 2.428 (df = 141)
F Statistic 32.117*** (df = 12, 137) 47.203*** (df = 8; 141)
Note: *p<0.1; **p<0.05 ***p<0.01

6.3.3 Combinando forward y backward (step regression)

También podemos crear un modelo de regresion a partir de un conjunto de posi-
bles variables explicativas ingresdndolas y elimindndolas basados en si se aumenta o
no el R? gjustado, de forma escalonada hasta que ya no quede ninguna variable pa-
ra ingresar o eliminar (método combinado). El modelo de partida debe incluir fodas
las variables explicativas candidatas. Empleando el paquete paquete legps y la fun-
cién que ya conocemos regsubsets() . Para emplear este algoritmo solo se necesita
cambiar el argumento method. En este caso se requiere method =“seqrep”.

both.model <- regsubsets(x = datos[, 1:25], y = datos[, 26], nvmax = 1000,
< method = "seqrep")

En este caso el modelo tiene las siguientes variables: x1, x2, x3, x4, x5, x8, x9, x10, x17,
x20, x21. El lector puede estimar el correspondiente modelo (lldmelo modelo8) los resul-
tados de este modelo se encuentran en Cuadro 6.5. Nuevamente, el modelo incluye
variables no significativas.
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Cuadro 6.5. Modelo seleccionado por el R? ajustado con el algoritmo combinado

Dependent variable:
y
Modelo 8
x1 0.652**
(0.262)
x2 1.694%**
(0.280)
x3 0.903%***
(0.274)
x4 0.976%**
(0.261)
x5 0.930%***
(0.268)
x8 —0.290
(0.270)
X9 —0.475*
(0.277)
x10 0.426
(0.283)
x17 0.363
(0.253)
x20 —0.763***
(0.284)
x21 0.329
(0.292)
Constant 11.108%**
(1.369)
Observations 150
R2 0.736
Adjusted R? 0714
Residual Std. Error 2.420 (df = 138)
F Statistic 34.898*** (df = 11, 138)
Note: *p<0.1; **p<0.05 ***p<0.01

Oftra forma de emplear este método es usando el valor p como criterio para quitar
o incluir variables. Esto se puede hacer empleando la funcion ols_step_both_p() del
paquete olsrr. Esta funcidn tiene como Unico argumento un objeto de la clase Im que
corresponde al modelo mdaximo. Para este contexto tendremos el siguiente codigo.

both.model.2 <- ols_step_both_p(max.model)

En este caso el modelo seleccionado incluye las variables x1 a x5 y x20. El lector
puede constatar que el correspondiente modelo es el reportado en el Cuadro 6.6.
Estimemos este modelo y guardémolo en el objeto modelo9.

Finalmente, empleando el criterio de AIC tendremos que el mejor modelo incluye
las variables x1 a x5, 29, 10 y 220. Este modelo se reporta en el Cuadro 6.6 y se guardd
en el objeto modelo10. Este modelo tiene dos variables no significativas.

both.model.3 <- ols_step_both_aic(max.model)
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Cuadro 6.6. Modelo seleccionado por el valor p y el AIC con el algoritmo combinado

Dependent variable:
y
Modelo 9 Modelo 10
[O) &)
x1 0.663** 0.686%**
(0.257) (0.262)
x2 1.664%** 1.722%**
(0.265) (0.267)
x3 0.932%** 0.950%**
(0.258) (0.264)
x4 1.087%** 1.051%**
(0.253) (0.257)
x5 1.056%** 1.051%**
(0.251) (0.251)
x9 —0.425
(0.269)
x10 0.407
(0.282)
x20 _0.715%** —0.738%*
(0.266) (0.283)
Constant 11.464%** 11.348%**
(1.343) (1.346)
Observations 150 150
R2 0.720 0.728
Adjusted R2 0.708 0.713
Residual Std. Error 2.447 (df = 143) 2.428 (df = 141)
F Statistic 61.274*** (df = 6; 143) 47.203*** (df = 8; 141)
Note: *p<0.1; **p<0.05 ***p<0.01

6.4 Pongamos todo junto

En la practica queremos emplear un Unico modelo, para eso debemos comparar
los modelos que hemos encontrado, anidados o no. Pero antes es mejor comparar
modelos que tengan solo variables explicativas significativas. Es decir, modelos que no
tengan variables que no son estadisticamente importantes para explicar la variable
dependiente.

Recordemos que en este ejercicio de seleccidén automdatica del mejor modelo, he-
mos construido ya varios modelos candidatos a mejor modelo como se resume en el
Cuadro 6.7.

En la siguiente subseccidn veremos un método para limpiar las variables no significa-
tivas de manera automdatica y en la segunda subseccidén compararemos los modelos.

6.4.1 Eliminando automdticamente variables no significativas

Como se discutid anteriormente, es posible que uno de los algoritmos Nos arroje un
modelo candidato aser el *mejor” modelo que tenga variables no significativas. Es de-
cir, los algoritmos y criterios no garantizan que el modelo tenga tfodas las variables esta-
disticamente significativas. Para eliminar de manera iterativa aquellas variables que no
sean individualmente significativas, podemos emplear la funcion remueve.no.sinifica()
gue crearemos a continuacion. Puedes seguir cada linea de la funcidn para entender
los “frucos” que se emplean.
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Cuadro 6.7. Modelos construidos hasta ahora con diferentes algoritmos y criterios

Nombre del objeto  Algoritmo  Criterio

Modelo3 Forward R? gjustado
Modelo4 Forward valor p
Modelob Forward AIC
Modelob Backward R? gjustado
Modelo7 Backward AIC
Modelo8 Both R? gjustado
Modelo9 Both valor p
Modelo10 Both AIC

Fuente: elaboracién propia.

remueve.no.sinifica <- function(modelo, p) {
# Extraer el data.frame
datos <- modelo$model

# Extraer el nombre de todas las wvariables X

all vars <- all.vars(formula(modelo)) [-1]

# extraer el nombre de la variables y

dep_var <- all.vars(formula(modelo)) [1]

# Extraer las variables no significativas resumen del modelo
summ <- summary(modelo)

# extrae los valores p

pvals <- summ[[4]][, 4]

# creando objeto para guardar las variables no significativas
not_signif <- character()

not_signif <- names(which(pvals > p))

# St hay alguna variable no-significativa
while (length(not_signif) > 0) {
all_vars <- all_vars['all_vars 7%in’% not_signif[1]]
# nueva formula
myForm <- as.formula(paste(paste(dep_var, "~ "), paste(all_vars,
— collapse = " + "),
sep = ""))
# re-escribe la formula
modelo <- Ilm(myForm, data = datos)

# Extrae variables no stignificativas.
summ <- summary(modelo)

pvals <- summ[[4]][, 4]

not_signif <- character()
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not_signif <- names(which(pvals > p))

not_signif <- not_signif[!not_signif %in’ "(Intercept)"]
}
modelo.limpio <- modelo
return(modelo.limpio)

Para ver un ejemplo, regresemos al modelo construido por medio del algoritmo for-
ward y el criterio del R? gjustado (ese modelo lo guardamos en el objeto modelo3). La
funcién que acabamos de construir (remueve.no.sinifica()) tiene dos argumentos, el
primero es un objeto de clase Im y el segundo el nivel de significancia que indica el
nivel por debajo del cual se considera que una variable es significativa. Corramos esta
funcién para el objeto modelo3 con un nivel de significancia del 5% y guardemos los
resulfados en un objeto que denominaremos modelo3.a.

modelo3.a <- remueve.no.sinifica(modelo3, 0.05)

Antes de confinuar, comparemos estos dos modelos reportados en el Cuadro 6.8.
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Cuadro 6.8. Comparacion de modelo 3 antes y después de la funcion remue-
ve.no.sinifica()

Dependent variable:

Yy
Modelo 3 Modelo 3a
M 2
x1 0.579**
0©.271)
X2 1.689*** 1.780%**
(0.280) (0.266)
x3 0.889*** 0.946***
(0.275) (0.263)
x4 0.975*** 1.212%**
(0.261) (0.254)
x5 0.882*** 1.156***
0.272) (0.253)
x8 —-0.313
(0.271)
X9 -0.510*
0.279)
x10 0.419
(0.283)
x17 0.307
(0.259)
x19 0.309
(0.289)
x20 —0.785*** —0.608**
(0.285) (0.268)
x21 0.313
(0.293)
Constant 11.069*** 12.444***
(1.369) (1.314)
Observations 150 150
R2 0.738 0.707
Adjusted R? 0.715 0.697
Residual Std. Error 2.419 (df = 137) 2.494 (df = 144)
F Statistic 32.117*** (df = 12; 137) 69.459*** (df = 5; 144)
Note: *p<0.1; **p<0.05; ***p<0.01

Ahora todas las variables son significativas. Realicemos el mismo procedimiento para
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todos los modelos. Asegurate que puedes obtener los modelos que se reportan en los

Cuadros 6.9y 6.10.

Cuadro 6.9. Modelos 3 al 6 tras emplear la funcién remueve.no.sinifica()

Dependent variable:
y
Modelo 3a Modelo 4.a Modelo 5.a Modelo 6.a
Q) ) [©) 4
x1 0.663** 0.663**
(0.257) (0.257)

x2 1.780%** 1.664%*** 1.664%** 1.780%***

(0.266) (0.265) (0.265) (0.266)
x3 0.946%** 0.932%** 0.932%** 0.946* * *

(0.263) (0.258) (0.258) (0.263)
x4 1.212%%* 1.087%** 1.087%** 1.212%%*

(0.254) (0.253) (0.253) (0.254)
x5 1166%** 1.056*** 1.056%** 1.156%* **

(0.253) (0.251) (0.251) (0.253)
x20 —0.608** —0.716%** —0.715%** —0.608**

(0.268) (0.266) (0.266) (0.268)
Constant 12.444%** 11.464%** 11.464%** 12.444%**

(1.314) (1.343) (1.343) (1.314)
Observations 150 150 150 150
R2 0.707 0.720 0.720 0.707
Adjusted R2 0.697 0.708 0.708 0.697
Residual Std. Error 2.494 (df = 144) 2.447 (df = 143) 2.447 (df = 143) 2.494 (df = 144)
F Statistic 69.459* * * (df = 5; 144) 61.274%** (df = 6; 143) 61.274%** (df = 6; 143) 69.450* ** (df = 5; 144)
Note: *p<0.1; **p<0.05 ***p<0.01

Cuadro 6.10. Modelos 7 al 10 tras emplear la funcién remueve.no.sinifica()

Dependent variable:

Y
Modelo 7.a Modelo 8.a Modelo 9.a Modelo 10.a
) @) ®) 4
x1 0.663** 0.663** 0.663**
(0.257) (0.257) (0.257)
x2 1.701%** 1.664%*** 1.664%*** 1.664%***
(0.268) (0.265) (0.265) (0.265)
x3 0.857*** 0.932%** 0.932%** 0.932%**
(0.263) (0.258) (0.258) (0.258)
x4 1.034% ** 1,087 ** 1.087 % ** 1.087%**
(0.245) (0.253) (0.253) (0.253)
x5 0.997*** 1.056%** 1.056*** 1.056***
(0.247) (0.251) (0.251) (0.251)
x20 —0.715%** —0.715%** —0.715%**
(0.266) (0.266) (0.266)
Constant 11.924% ** 11.464%** 11.464%** 11,4647 **
(1.312) (1.343) (1.343) (1.343)
Observations 150 150 150 150
R2 0.696 0.720 0.720 0.720
Adjusted R2 0.688 0.708 0.708 0.708
Residual Std. Error 2.530 (df = 145) 2.447 (df = 143) 2.447 (df = 143) 2.447 (df = 143)
F Statistic 83.157* ** (of = 4; 145) 61.274% %% (df = 6; 143) 61.274%** (df = 6; 143) 61.274%** (df = 6; 143)
Note: *p<0.1; **p<0.05 ***p<0.01

Los resultados muestran que los modelos 3 y 6 arriban a la misma especificacion: x2,
x3, x4, x5 y x20 (en el Cuadro 6.7 se puede ver a qué algoritmo y criterio corresponde
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cada uno de esos modelos). Los modelos 4, 5, 8, 9 y 10 implican emplear las mismas
variables explicativas: x1,x2, x3, x4, x5 y x20 (en el Cuadro 6.7 se puede ver a qué algorit-
mo y criterio corresponde cada uno de esos modelos). El modelo 7 emplea solamente
las variables x2, x3, x4, y x5. Estos resultados nos llevan a comparar tfres modelos que
estan anidados.

6.4.2 Comparacion de modelos

Finalmente, es importante comparar los 3 modelos. Los fres modelos que comparo-
remaos son:

Yi = B1 + Poxl; + PB3x2; + fax3d; + Psxds + Pexd; + Pra20; + &5 6.1
Yi = B+ B3x2; + Bax3d; + Bsvdi + Bexdi + Pra20; + & 6.2)
Yi = P+ B3x2; + Bax3; + PBsxdi + Pexd; + € (6.3)

Por simplicidad y para evitar confusiones, lamemos a estos tres modelos A, By C, res-
pectivamente. Asi, el modelo B se encuentra anidado en el A. El modelo C estd ani-
dado en el modelo By, por tanto, fambién en el C.

modeloA <- 1Im(y ~ x1 + x2 + x3 + x4 + x5 + %20, datos)
modeloB <- Im(y ~ x2 + x3 + x4 + x5 + x20, datos)
modeloC <- Im(y ~ x2 + x3 + x4 + x5, datos)

El siguiente paso del cientifico de datos es escoger entre estos modelos. Para esto
podemos emplear pruebas F para modelos anidados empleando la funcién anova().
Ahora procedamos a comparar los modelos A y B.

anova(modeloB, modeloA)

## Analysis of Variance Table

##

## Model 1: y ~ x2 + x3 + x4 + x5 + x20

## Model 2: y ~ x1 + x2 + x3 + x4 + x5 + x20

##  Res.Df RSS Df Sum of Sq F Pr(OF)

## 1 144 895.94

## 2 143 856.00 1 39.935 6.6713 0.0108 =*

#H -

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.056 '.' 0.1 ' ' 1

La prueba F permite rechazar la hipdtesis nula de que el modelo B es mejor que el
modelo A (con un 95% de confianza). Es decir, el modelo A es mejor. Ahora continue-
mMos con las comparaciones del modelo Ay C.

anova(modeloC, modeloA)
## Analysis of Variance Table

#i#
## Model 1: y ~ x2 + x3 + x4 + x5
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## Model 2: y ~ x1 + x2 + x3 + x4 + x5 + x20

##  Res.Df RSS Df Sum of Sq F  Pr(>F)

## 1 145 927.97

## 2 143 856.00 2 71.971 6.0115 0.003113 *x*

#H -

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Con un 99% de confianza se puede rechazar la hipdtesis nula de que el modelo C
es mejor que el A. En otras palabras, el mejor modelo es el A:

Yi = B1 + Poxl; + Bax2; + Bax3; + Bswdi + Bexd; + Brax20; + € (6.4)

Los resultados de la estimacidn de este modelo se presentan en el Cuadro 6.11.

Cuadro 6.11. Mejor modelo seleccionado

Dependent variable:

y
Modelo A

x1 0.663**
(0.257)

x2 1.664***
(0.265)

x3 0.932***
(0.258)

x4 1.087***
(0.253)

x5 1.056***
0.251)

x20 —0.715%**
(0.266)

Constant 11.464***
(1.343)

Observations 150

R2 0.720

Adjusted R2 0.708

Residual Std. Error 2.447 (df = 143)

F Statistic 61.274*** (df = 6; 143)

Note: *p<0.1; **p<0.05; ***p<0.01

Para finalizar, recordemos que los datos fueron simulados de un modelo (DGP) real
en el que las variables explicativas eran de z1 a z5. Las otras variables no se empleaban
para simular y. Nuestra seleccidon automdatica nos lleva a encontrar un modelo muy
cercano al real.
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6.5 Comentarios finales

Existen ofros métodos de seleccidén de modelos menos fradicionales. Por ejemplo,
el paquete subselect (Orestes Cerdeira et al., 2020) cuenta con algoritmos genéticos
(GA) para la seleccion de modelos (ver funcidn anneal()). También se puede explo-
rar la funcion RegBest() del paquete FactfoMineR (L& et al., 2008) que emplea otras
técnicas de inteligencia artificial para la seleccién de modelos. jinténtalo!
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Objetivos del capitulo
El lector, al finalizar este capitulo, estard en capacidad de:

= Emplear las herramientas estudiadas en los capitulos anteriores para responder
una pregunta de negocio que implique analitica diagndstica.

» Presentar los resultados de una regresion de manera grdfica empleando R.

» Determinar cudl variable tiene mds efecto sobre la variable explicativa emplean-
doR.
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7.1 Introduccién

En los capitulos anteriores hemos estudiado las bases del modelo cldsico de regre-
siobn multiple y cdmo encontrar el mejor modelo para hacer analitica diagndstica o
analitica predictiva. En este capitulo pondremos todos los elementos juntos para re-
solver un caso de negocio que implica analitica diagndstica. Adicionalmente, discu-
firemos como determinar cudl es la variable que tiene mds impacto sobre la variable
dependiente y como presentar los resultados de un modelo de regresidon de manera
visual. Por otfro lado, es imporfante aclarar que adn no verificaremos el cumplimiento
de los supuestos del modelo de regresion mdltiple que se discutiran en la segunda par-
te de este libro. Nuestro andlisis no estard completo hasta que se haga el chequeo de
los supuestos. Pero este es un buen momento para hacer un alto en el camino y aplicar
todo lo que hemos estudiado hasta el momento.

7.2 La pregunta de negocio

Mashable (https://mashable.com) es un portal de noticias en Internet que estd
inferesado en entender de qué depende el nUmero de veces que es compartido
(shares) en redes sociales un articulo publicado por el portal para poder determinar
politicas editoriales. La pregunta de negocio que tiene el editor es De qué depende
el nimero de shares de un articulo? Es mds, esta pregunta, como de costumbre, impli-
ca ofra pregunta ¢ Existe alguna variable accionable' que pueda ser modificada para
generar una recomendacion a los escritores? Nota que entre mds veces se comparta
un arficulo mas ingresos generard al portal y de ahi el interés de tener una guia para
gue los escritores generen articulos que sean muy compartidos. Nuestra tarea en este
Capitulo es responder esa pregunta de negocio y hacer recomendaciones prdcticas
a los escritores. Esto implicard presentar nuestros resultados de una manera amigable
a diferentes audiencias.

Para responder esta pregunta contamos con una base de datos con los articulos
publicados en un periodo de dos anos suministrada por Fernandes et al. (2015). La
base de datos se encuentra en el archivo DatosCasol.csv?. Estos datos son reales y
fueron descargados de la siguiente pagina https://archive.ics.uci.edu/ml/datasets/
Online+News+Popularity.

La base de datos contiene 39644 observaciones y las siguientes 61 variables:

» url: URL del articulo
= timedelta: Dias entre la publicaciéon del articulo y la fecha de corte de la base
de datos

= n_tokens_title: NUmero de palabras del titulo
= n_tokens_content: NUmero de palabras en el contenido
® n_unique_ftokens: Tasa de palabras dnicas en el contenido

TPor una variable accionable en la jerga de los negocios, es aquella que le permite a la organizacion
desarrollar estrategias y campanas que permitan el logro de un objetivo.

2Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.
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n_non_stop_words: Tasa de palabras non-stop words®
n_non_stop_unigue_tokens: Tasa de palabras unicas non-stop en el contenido
num_hrefs: Numero de enlaces

num_self_hrefs: Ndmero de enlaces a otros artficulos publicados por Mashable
num_imgs: Nimero de imdagenes

num_videos: NUmero de videos

average_token_length: Longitud promedio de las palabras del contenido
num_keywords: NUmero de palabras clave en los metadatos
data_channel_is_lifestyle: ¢ Es el canal de datos estilo de vida?
data_channel_is_entertainment: ¢ Es el canal de datos entretenimiento?
data_channel_is_bus: (Es el canal de datos Business?
data_channel_is_socmed: ¢ Es el canal de datos Redes sociales?
data_channel_is_tech: ¢ Es el canal de datos Tech?

data_channel_is_world: (Es el canal de datos Mundo?

kw_min_min: Peor palabra clave (min. shares)

kw_max_min: Peor palabra clave (max. shares)

kw_avg_min: Peor palabra clave (avg. shares)

kw_min_max: Mejor palabra clave (min. shares)

kw_max_max: Mejor palabra clave (max. shares)

kw_avg_max: Mejor palabra clave (avg. shares)

kw_min_avg: Promedio palabra clave (min. shares)

kw_max_avg: Promedio palabra clave (max. shares)

kw_avg_avg: Promedio palabra clave (avg. shares)
self_reference_min_shares: Minimos de shares de articulos referenciados en
Mashable

self_reference_max_shares: Mdximos de shares de articulos referenciados en
Mashable

self_reference_avg_sharess: Promedio de shares de arficulos referenciados en
Mashable

weekday_is_monday: ¢Se publicd el articulo un lunes?

weekday_is_tuesday: ¢,Se publicd el articulo un martes?
weekday_is_wednesday: ¢,Se publicd el arficulo un miércoles?
weekday_is_thursday: ¢Se publicd el articulo un jueves?

weekday_is_friday: ¢ Se publicd el articulo un viernes

weekday_is_saturday: ¢ Se publicd el articulo un sdbado?
weekday_is_sunday: ¢,Se publicd el articulo un domingo?

is_weekend: ¢,Se publico el articulo un fin de semana?

LDA_00: Cercania al tema 0 del LDA?

LDA_QO1: Cercania al tema 1 del LDA

LDA_02: Cercania al tfema 2 del LDA

LDA_03: Cercania al tema 3 del LDA

3Es importante aclarar dos términos que se emplean en esta base de datos. Por un lado, las stop words o
palabras vacias son palabras comunes de un idioma que no aportan al andlisis como por ejemplo: los, las,
tendremos, etc. Para discusion infroductoria al andlisis de textos se puede consultar Alonso (2020b).

4la LDA (Latent Dirichlet Allocation) en este contexto es una variable generada por modelo estadistico
que asocia palabras recogidas en documentos y las asocia con un pequefio nimero de temas. Los modelos
que generan los LDA pertenecen al campo del aprendizaje de mdaquina.
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LDA_04: Cercania al tema 4 del LDA

global_subjectivity: Indice de Subjetividad del texto
global_sentiment_polarity: Polaridad de sentimientos del texto
global_rate_positive_words: Tasa de palabras positivas en el contenido
global_rate_negative_words: Tasa de palabras negativas en el contenido
rate_positive_words: Tasa de palabras positivas entre los tokens no neutrales
rate_negative_words: Tasa de palabras negativas entre los tokens no neutrales
avg_positive_polarity: Polaridad media de las palabras positivas
min_positive_polarity: Polaridad minima de las palabras positivas
max_positive_polarity: Polaridad mdaxima de las palabras positivas
avg_negative_polarity: Polaridad media de las palabras negativas
min_negative_polarity: Polaridad minima de las palabras negativas
max_negative_polarity: Polaridad maxima de las palabras negativas
title_subjectivity: Subjetividad del titulo

fitle_sentiment_polarity: Polaridad del titulo

abs_title_subjectivity: Nivel de subjetividad absoluta
abs_title_sentiment_polarity: Nivel de polaridad absoluta

shares): NUmero de veces que se comparte la noticia (Variable dependiente)

7.3 Elplan

La primera tarea del cientifico de datos y de todo el equipo de analitica de una
organizacion es precisar al maximo la pregunta de negocio que se desea responder. En
este caso yala pregunta de negocio esta clara. Asi mismo, de la mano de la definicion
de la pregunta de negocio va la identificacion de los datos disponibles y la técnica o
modelo a emplear. En este caso fambién esto es muy claro, contamos con una base de
datos definiday limpia y la técnica a emplear es la regresidon multiple. Ahora debemos
frazar una ruta analitica para responder la pregunta de negocio.

Los pasos que podemos desarrollar en este caso son:

1. Encontrar diferentes modelos candidatos a ser el mejor modelo vy limpiarlos de
variables no significativas

2. Comparar los modelos candidatos para seleccionar un Unico modelo

3. ldentificar la variable mds importante para explicar la variable dependiente

4. Generar las recomendaciones

5. Generar visualizaciones de los resultados

Empecemos a ejecutar esa ruta analitica para resolver la pregunta de negocio

7.4 Deteccién de posibles modelos

En este caso fenemos que explicar la variable shares para lo cudl contamos con 59
potenciales variables explicativas. Nota que la primera variable en la base de datos no
es relevante (url), ésta corresponde al enlace del articulo. Esto implica que tendremos
5,7646075 x 10'7 posibles modelos. Un nimero muy grande de modelos como para
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emplear la fuerza bruta. Esto implica la necesidad de emplear estrategias inteligentes
de deteccidn de un mejor modelo.

Empecemos por leer los datos y eliminar la primera variable que no es relevante.,

datos.casol <- read.csv("./Data/DatosCasol.csv", sep = ",")
datos.casol <- datos.casol[, -1]

Nota que los datos quedaron bien cargados vy las clases de las variables son las
correctas. Tu puedes constatar que no existen datos perdidos y que la base estd lista
para iniciar a trabajar.

Procedamos a encontrar los mejores modelos empleando las estrategias de regre-
sidbn paso a paso forward, backward y combinada con el AIC, con el valor p y el R?
agjustado. Empleando las 9 opciones de algoritmos que se presentan en el Cuadro 7.1
estimaremos los modelos y eliminemos aquellas variables que no sean significativas.
Los modelos que obtenemos las guardaremos con 1os nombres que se presentan el
Cuadro 7.1.

Cuadro 7.1. MModelos a estimar con los diferentes algoritmos

Nombre del objeto Algoritmo  Criterio

modelo] Forward R? gjustado
modelo2 Forward valor p
modelo3 Forward AIC
modelo4 Backward R? gjustado
modelod Backward valor p
modeloé Backward AIC
modelo?7 Both R? gjustado
modelo8 Both valor p
modelo9 Both AIC

Fuente: elaboraciéon propia.

Antes de iniciar este proceso, partamos de estimar los modelos lineales con todas
las variables potenciales (max.model) y sin variables (min.model).

# modelo con todas las wvartables

max.model <- 1lm(shares ~ . - weekday_is_sunday - is_weekend, data =
<, datos.casol)

# modelo sin variables

min.model <- lm(shares ~ 1, data = datos.casol)

Nota que la variable weekday_is_sunday genera el fendmeno conocido como la
frampa de las variables dummy (Ver Capitulo 5, pues es redundante al tener las otras
6 variables dummy para los ofros dias de la semana. R detecta esto y si bien se incluye
en la férmula no se incluye en la regresion. Lo mismo ocurre con la variable is_weekend.
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Ahora procedamos a encontrar modelos candidatos para ser los mejores modelos.
Empecemos con la estrategia stepwise Forward.

7.4.1 Stepwise forward

Empleando lo aprendido en el Capitulo 6 podemos obtener los modelos reportados
en el Cuadro 7.2 tras limpiar las variables no significativas (con un 95% de confianza).
Estas estimaciones pueden tomar un tiempo considerable. Tienes que tener paciencia
para obtener estos resultados. Los resultados presentados en el Cuadro 7.2 muestran tres
modelos que no se encuentran anidados. El cddigo para encontrar estos resultados se
omite intencionalmente; jintenta reproducir los resultfados!
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Cuadro 7.2. Modelo seleccionado con el algoritmo stepwise forward

Dependent variable:

shares
Modelo 1 (R2 aj) Modelo 2 (valor p) Modelo 3 (AIC)
m @ ®)
timedelta 1.989% ** 1.956% ** 1.934% %%
(0.289) (0.298) (0.301)
n_tokens_title 116.292% ** 114.826*** 112.216%**
(28.484) (28.508) (28.518)
num_hrefs 32.445*** 32.014%*** 28.069* **
(5.996) (6.093) (6.318)
num_self_hrefs —50.164%** —56.079%*** —50.839%* **
(16.821) (17.044) (17.026)
n_tokens_content 0.313*%*
(0.148)
LDA_02 —736.567*** —666.120% **
(245.926) (245.728)
global_rate_positive_words —9,889.320*%* —10,560.820% **
(4102.061) (4.098.269)
min_positive_polarity —2,079.226** —1,882.670**
(897.810) (925.530)
num_imgs 18.426* * 16.852%*
(7.588) (7.621)
average_token_length —465.212%** —375.242%** —336.700% **
(91.107) (94.275) (95.554)
data_channel_is_entertainment —720.981%** —844.317%** —885.439%**
(155.162) (160.579) (162.484)
LDA_03 711.475%**
(252.221)
kw_min_max —0.003** —0.003*** —0.003***
(0.001) (0.001) (0.001)
weekday_is_saturday 584.363** 583.713**
(242.131) (242.093)
kw_min_avg —0.412%** —0.393*** —0.366***
(0.070) (0.070) 0.071)
kw_max_avg —0.208%** —0.197*** —0.186***
(0.020) (0.020) (0.021)
kw_avg_avg 1.814%** 1.743%** 1.655% **
(0.106) 0112 (0.123)
self_reference_min_shares 0.023*** 0.022%** 0.023***
(0.003) (0.003) (0.003)
self_reference_max_shares 0.003** 0.003** 0.003**
(0.002) (0.002) (0.002)
data_channel_is_lifestyle —519.056**
(264.402)
weekday_is_monday 500.355* ** 467.261%** 470.091***
(157.046) (155.696) (155.693)
global_subjectivity 2,257,169 ** 2,751.031*** 2,545.088* **
(674.289) (749.067) (751.661)
avg_negative_polarity —1,762,793%** —1,675.100% ** —1,517.854%**
(513.995) (518.389) (520.352)
is_weekend 399.482* *
(174.688)
Constant —2273.864%** —1,863.821*** —1,947.287%**
(542.108) (563.070) (565.875)
Observations 39,644 39,644 39,644
R2 0.022 0.023 0.023
Adjusted R? 0.022 0.022 0.022
Residual Std. Error 11,500.240 (df = 39626) 11.498.180 (df = 39622) 11,497.820 (df = 39622)
F Statistic 52,669* ** (df = 17; 39626) 43.519*** (df = 21; 39622) 43.641%** (df = 21; 39622)
Note: *p<0.1; **p<0.05 ***p<0.01
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7.4.2 Stepwise backward

De manera similar en el Cuadro 7.3 se presentan los resultados de emplear el algo-
ritmo stepwise backward y tras limpiar las variables no significativas (con un 95% de
confianza). Los resultados presentados en el Cuadro 7.3 muestran también tres mode-
los que no se encuentran anidados. El cédigo para encontrar estos resultados se omite
infencionalmente; jintenta reproducir los resultados!

Cuadro 7.3. Modelo seleccionado con el algoritmo stepwise backward

Dependent variable:

Modelo 4 (Fx’,2 aj)
)

shares
Modelo 4 (valor p)
@

Modelo 5 (AIC)
®)

fimedelta

n_tokens_title
n_tokens_content
num_hrefs

num_self_hrefs
average_token_length
data_channel_is_lifestyle
data_channel_is_entertainment
kw_min_max

kw_min_avg

kw_max_avg

kw_avg_avg
self_reference_min_shares
self_reference_max_shares
weekday_is_monday
LDA_00

kw_avg_max
max_negative_polarity
min_negative_polarity
weekday_is_wednesday
self_reference_avg_sharess
LDA_03
weekday_is_saturday
LDA_02

global_subjectivity
global_rate_positive_words
LDA_04

weekday_is_friday
weekday_is_tuesday
weekday_is_thursday
rate_positive_words
LDA_01
data_channel_is_bus
rate_negative_words
avg_negative_polarity

2.061%** (0.290)
109.600% ** (28,515)
0.344** (0.143)
20.114%** (6,263)
—46.305%** (16.876)
—270.978*** (77.560)

—806.415%** (158.995)
—0,003*** (0.001)
—0.394%** (0.071)
—0.202%** (0.021)

1.764%** (0.118)

0.023*** (0.003)

0.003** (0.002)
498.951*** (157.051)

831.991%** (248.729)

—2.051.808*** (493.987)

2,015* ** (0.300)
118.906* ** (28.493)
0.397*** (0.144)
28.921*** (6.193)
—48.833%** (16.927)

—534.923%* (264.756)
—815.530%** (160.405)
—0,003*** (0.001)
—0.400*** (0.070)
—0.200%** (0.021)
1.788%** (0.113)
0.026*** (0.003)

269.414%** (155.720)

584.077** (242.169)
—828.237%** (245.001)
2,563.212% ** (762.159)

—9,834.632*%* (4,561.754)

—1.933.285% ** (538.174)

—2,214068*** (566.102)
—1,817.753%** (541.036)

2,289.124*** (389.910)
0.002*** (0.0005)
—1,344.733% * (631.269)
—1,004,357*** (231,071)
—413.439%* (171.129)
0.024*** (0.002)
3,819,182 ** (260.530)

1,578.634%** (266.870)
—461174%* (186.426)
—525,531%** (171.451)
—549.755% ** (172.325)
—1,089.513%** (394,053)
948.772*** (306.580)
—689.664%** (256,304)
—1,448.382% ** (509.203)

is_weekend 399.337** (174.717)

Constant —2,346.261*** (548.107) —2,044.757* * * (573.896) 2,005.170*** (420.113)
Observations 39.644 39.644 39,644

R2 0.022 0.022 0.013

Adjusted R2 0.022 0.022 0.012

Residual Std. Error 11,500,570 (df = 39626) 11,499.600 (df = 39623) 11,556,010 (dff = 39628)

F Statistic 52.534*** (df = 17, 39626) 45145 ** (df = 20; 39623) 33.548%** (df = 15; 39628)
Note: *p<0.1; **p<0.05; ***p<0.01

7.4.3 Combinando forward y backward

Y finalmente, el Cuadro 7.4 se presentan los resultados de emplear el algoritmo com-
binado y tras limpiar las variables no significativas (con un 95% de confianza).

## Reordering variables and trying again:



Deteccion de posibles modelos

175

Cuadro 7.4. Modelo seleccionado con el algoritmo stepwise forward y backward

Dependent variable:

shares
Modelo 7 (R2 aj) Modelo 8 (valor p) Modelo 9 (AIC)
m @ ®)
timedelta 1.813%** 1.934% %% 1.934% %%
(0.296) (0.301) (0.301)
n_tokens_title 112.667*** 112.216%** 112.216%**
(28.518) (28.518) (28.518)
num_hrefs 35.948%** 28.069%** 28.069%**
(5.852) (6.318) (6.318)
num_self_hrefs —45.905% ** —50.839%* ** —50.839%* **
(16.816) (17.026) (17.026)
n_tokens_content 0.313*%* 0.313*%*
(0.148) (0.148)
average_token_length —262.432%** —336.700%** —336.700%**
(77.592) (95.554) (95.554)
global_subjectivity 2,545,088 ** 2,545,088 **
(751.661) (751.661)
data_channel_is_entertainment —862.271%** —885.439% ** —885.439% * *
(161.735) (162.484) (162.484)
kw_min_max —0.003*** —0.003*** —0.003***
(0.001) (0.001) (0.001)
weekday_is_saturday 583.713** 583.713**
(242.093) (242.093)
kw_min_avg —0.368%** —0.366*** —0.366***
(0.071) (0.071) (0.071)
kw_max_avg —0.185%** —0.186*** —0.186***
(0.021) (0.021) (0.021)
kw_avg_avg 1.648%*** 1.655%** 1.655%**
0.122) (0.123) (0.123)
self_reference_min_shares 0.023%** 0.023%** 0.023%**
(0.003) (0.003) (0.003)
self_reference_max_shares 0.003** 0.003* * 0.003* *
(0.002) (0.002) (0.002)
weekday_is_monday 487.990%* * * 470.091%** 470.091%**
(157.080) (155.693) (155.693)
LDA_02 —643.086™** — 655120 ** — 655120 **
(235.856) (245.728) (245.728)
global_rate_positive_words —10,560.820* * * —10,560.820* * *
(4,098.269) (4,098.269)
min_positive_polarity —1,882.670%* —1,882.670%*
(925.530) (925.530)
LDA_03 670.391%** 711.475%** 711.475%**
(247.454) (252.221) (252.221)
avg_negative_polarity —2,160.921%** —1517.854*** —1,517.854%**
(492.394) (520.352) (520.352)
is_weekend 414.940%*
(174.657)
Constant —1,815.480* ** —1.947.287*** —1.947.287***
(562.734) (565.875) (565.875)
Observations 39.644 39,644 39,644
R? 0.022 0.023 0.023
Adjusted R? 0.022 0.022 0.022
Residual Std. Error 11,500.330 (df = 39626) 11,497.820 (df = 39622) 11,497.820 (df = 39622)
F Statistic 52.633%** (df = 17, 39626) 43.641%** (df = 21; 39622) 43.641*%** (df = 21; 39622)
Note: *p<0.1; **p<008; ***p<001

Los resultados presentados en el Cuadro 7.4 muestran que los modelos selecciona-
dos por los criterios de valor p (Modelo 8) y AIC (Modelo 9) y el algoritmo combinado
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son el mismo. El modelo obtenido con este algoritmo vy el criterio de R? aj no estd ani-
dado en estos dos modelos anteriores.

7.5 Comparacion de modelos

En resumen, contamos con 9 modelos con las variables explicativas que se repre-
sentan con una X en el Cuadro 7.5. Los modelos 3, 8 y 9 son los mismos. Los otros seis
modelos No se encuentran anidados. Por eso tendremos que comparar estos modelos
con pruebas de modelos no anidados.

Empecemos comparando todos los modelos con la prueba J. En el Cuadro 7.6 se
reportan los valores p de las pruebas J que permiten probar la hipdtesis nula de que el
modelo de la fila es mejor que el de la columna.

Si miramos la primera fila, con un 99% de confianza, podemos concluir que el mo-
delo 1 no es mejor que los ofros modelos®. Si miramos la primera columna, podemos
ver como la nula de que el modelo 2 es mejor que el 1 no se puede rechazar y lo
mismo ocurre para el modelo 3 comparado con el modelo 1. Es decir, con un 99 % de
confianza, podemos concluir que los modelos 2 y 3 son mejores que el 1. Para los otros
modelos no se puede afirmar algo similar, y por tanto la prueba no es concluyente. Al
comparar el modelo 2 con el 3, se encuentra que se puede rechazar la nula de que
el modelo 2 es mejor que el tres, pero no que el modelo 3 es mejor que el 2. Es decir,
el modelo 3 es mejor. La prueba no puede concluir al comparar el modelo 2 con el 4;
y permite concluir que el modelo 2 es mejor que el 5,6y 7.

Para el modelo 3, no se puede rechazar que este modelo sea mejor que cada uno
de los otros 6 modelos, pero las hipdtesis nulas opuestas si se pueden rechazar (con un
99 % de confianza). Podemos encontrar que el modelo 4 es mejor que el 6. El modelo
5 Nno es mejor que los ofros modelos, lo mismo ocurre con el modelo 6. Y el modelo 7 es
mejor que el 4y el 6. Para las ofras comparaciones que no se mencionan en la prueba
no es concluyente. Es decir, poniendo todo junto el modelo 3 es el mejor.

Ahora empleemos las métricas AIC y BIC y el R? ajustado, para comparar los mode-
los. Los resultados se reportan en el Cuadro 7.7 y BIC().

5Nota que la hipétesis nula asociada a los valores p reportados en la primera fila del Cuadro 7.6 correspon-
de a que el modelo 1 es mejor al modelo de la respectiva columna. Y esa hipdtesis nula se puede rechazar
en fodos los casos.
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Cuadro 7.5. Variables explicativas incluidas en cada uno de los modelos calculados

Modelo

M1

=
7

=
®

=<
©

timedelta
n_tokens_title
n_ftokens_content
num_hrefs
num_self_hrefs

n_ftokens_content
average_token_length

num_imgs average_token_length

data_channel_is_lifestyle

data_channel_is_entertainment

kw_min_max
kw_min_avg

kw_max_avg
kw_avg_avg
kw_avg_max

self_reference_min_shares
self_reference_max_shares
self_reference_avg_sharess
data_channel_is_lifestyle
data_channel_is_bus

weekday_is_monday
weekday_is_tuesday
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Cuadro 7.6. Valores p de las pruebas J (H, : modelo de la fila es mejor que el de la

columna)

Modelo1 Modelo2 Modelo3 Modelo4 Modelo5 Modeloé6 Modelo7
Modelo 1 NA 0.000 0.000 0.002 0.000 0.002 0.001
Modelo 2 0.243 NA 0.006 0.003 0.284 0.024 0.015
Modelo 3 0.079 0.026 NA 0.282 0.180 0.678 0.282
Modelo 4 0.001 0.000 0.000 NA 0.000 0.036 0.005
Modelo 5 0.001 0.000 0.000 0.000 NA 0.002 0.000
Modelo 6 0.000 0.000 0.000 0.000 0.000 NA 0.000
Modelo 7 0.001 0.000 0.000 0.013 0.000 0.738 NA

Fuente: elaboracion propia.

Cuadro 7.7. Medidas de bondad de ajuste para los 7 modelos comparados

R2.ajustado AIC BIC
Modelo 1 0.022 8538774 854040.6
Modelo 2 0.022 853867.2 854064.7
Modelo 3 0.022 853864.7 854062.2
Modelo 4 0.022 853879.6 854042.8
Modelo 5 0.022 853876.0 854064.9
Modelo 6 0.012 854258.9 854404.9
Modelo 7 0.022 853878.0 854041.2

Fuente: elaboracion propia.

El R? y el AIC sugieren que el mejor modelo es el 3, mientras que el BIC selecciona el
1. Poniendo todo junto, el mejor modelo serd el modelo 3 (que esigual al 8 y 9) el cudl
se reporta en el Cuadro 7.8.
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Cuadro 7.8. Mejor modelo

Dependent variable:

shares
Modelo 3
kw_avg_avg 1.655%**
(0.123)
self_reference_min_shares 0.023%**
(0.003)
kw_max_avg —0.186***
(0.021)
kw_min_avg —0.366***
(0.071)
fimedelta 1.934% **
(0.301)
num_hrefs 28.069%**
(6.318)
n_tokens_title 112.215%**
(28.518)
data_channel_is_entertainment —885.439* **
(162.484)
LDA_03 711.475%**
(252.221)
avg_negative_polarity —1,517.854***
(520.352)
average_token_length —336.700%**
(95.554)
global_subjectivity 2,545,088* * *
(751.661)
weekday_is_monday 470.091***
(155.693)
kw_min_max —0.003%**
(0.001)
weekday_is_saturday 583.713**
(242.093)
num_self_hrefs —50.839* **
(17.026)
n_tokens_content 0.313%*
(0.148)
LDA_02 — 655120 **
(245.728)
global_rate_positive_words —10,560.820* * *
(4,098.269)
min_positive_polarity —1,882.670**
(925.530)
self_reference_max_shares 0.003**
(0.002)
Constant —1,947.287***
(565.875)
Observations 39.644
R2 0.023
Adjusted R? 0.022
Residual Std. Error 11.497.820 (df = 39622)
F Statistic 43.641%** (df = 21; 39622)
Note: *p<0.1; **p<0.05; ***p<0.01

En todo el proceso que desarrollemos es importante no olvidar cudl es la pregunta
de negocio que queremos responder. Nuestra pregunta de negocio inicial era ¢,De
gué depende el nUmero de shares de un articulo? Esta pregunta ya la podemos
responder con el mejor modelo encontrado en este caso las variables que explican
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los shares son: kw_avg_avg, self_reference_min_shares, kw_max_avg, kw_min_-
avg, timedelta, num_hrefs, n_tokens_title, data_channel_is_entertainment, LDA_03,
avg_negative_polarity, average_token_length, global_subjectivity, weekday_is_mon-
day, kw_min_max, weekday_is_saturday, num_self_hrefs, n_tokens_content, LDA_02,
global_rate_positive_words, min_positive_polarity, self_reference_max_shares, da-
ta_channel_is_lifestyle, num_keywords, kw_max_min, abs_title_sentiment_polarity,
abs_title_subjectivity, kw_avg_min, kw_min_min.

De esas variables podemos denotar que aquellas que al aumentarse aumentan
los shares son: kw_avg_avg, self_reference_min_shares, timedelta, num_hrefs, n_to-
kens_title, LDA_03, global_subjectivity, weekday_is_monday, weekday_is_saturday,
n_tokens_content, self_reference_max_shares. Las ofras variables tienen una relacion
inversa con los shares.

Ahora, este listado de variables es Ufil, pero contar con 28 variables para generar
sugerencias a los escritores puede implicar una tarea ardua. Si recuerdan, la segunda
pregunta de negocio derivada que teniamos es: ¢ Existe alguna variable accionable
gue pueda ser modificada para generar una recomendacion a los escritores? En la
siguiente seccidn discutiremos coémo identificar las variables mds importantes al mo-
mento de explicar la variable dependiente.

7.6 ldentificacion de la variable mas importante

Una pregunta habitual cuando estamos haciendo analitica diagndstica es: ¢,cudl
variable es la mds importante para explicar la variable dependiente? Existen varias
formas de responder esta pregunta que discutiremos a continuacion.

7.6.1 Coeficientes estandarizados

Tal vez la primera respuesta que salta a la mente a la pregunta ¢,cudl variable ex-
plicativa es la mds importante? es emplear los coeficientes estimados (3). Pero, jesta
respuesta no es correctal No se puede ver el valor del coeficiente estimado para de-
tferminar cudl variable es la mds importante, dado que estos coeficientes estimados
estdn en las unidades en las que se expresa tanto la variable dependiente como la
independiente. Asi el tamano de los coeficientes dependen de Ias unidades en que
esté medida la variable dependiente y cada una de las variables explicativas.

Si comparamos coeficientes estimados estariomos comparando peras con manza-
nas. Para resolver este problema se emplean los coeficientes estandarizados. Estos im-
plican expresar los coeficientes estimados en férminos de desviaciones estandar. Es
decir, el coeficiente estandarizado para la variable explicativa j (con® j = 2,3,...,k)
serd:

N A S
Bj,estand = Bjij (7])
Sy

SAl intercepto no se le calcula este tipo de coeficientes.
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donde s; y s, representan la desviacion estdndar muestral del regresor j y de la
variable dependiente, respectivamente.

Una vez los coeficientes se encuentran estandarizados, podremos comparar el efec-
to de un aumento de una desviacion estdndar de cada una de las variables expli-
cativas sobre la variable dependiente; este efecto tfambién medido en desviaciones

estandar.

Una forma de calcular rapidamente los coeficientes estandarizados en R es emplear
la funcion cale.relimp() del paquete relaimpo (Gromping, 2006). Esta funcidn necesita
dos argumentos para calcular los coeficientes estandarizados al cuadrado: un objeto
de clase Im y el tipo de medida que se desea (argumento type). Para el caso de los
coeficientes estandarizados, type = “betasq”.

# install.packages('relaimpo')

library(relaimpo)

# calculo de los coeficientes estandarizados al cuadrado

coef.estandarizados <- calc.relimp(modelo3, type

# coeficientes estandarizados
coef .estandarizados <- sqrt(coef.estandarizados$betasq)

coef.estandarizados

#i#t kw_avg_avg
#t 0.18759294
## kw_max_avg
# 0.09764905
## timedelta
## 0.03562264
## n_tokens_title
# 0.02040320
# LDA_03
## 0.01806327
#i#t average_token_length
#it 0.02445276
#Hit weekday_is_monday
#t 0.01511678
#it weekday_is_saturday
## 0.01209565
## n_tokens_content
#it 0.01266509
## global_rate_positive_words
# 0.01583054
#it self reference_max_shares
## 0.01169232

# encontrar el coeficiente mas grande
coef .estandarizados[which.max(coef.estandarizados)]

"betasq")

self reference_min_shares

0.03841779
kw_min_avg
0.03576353

num_hrefs
0.02735715

data_channel is_entertainment

0.02913085

avg_negative_polarity

0.01667411

global_subjectivity

0.02554175
kw_min_max
0.01413186

num_self hrefs

0.01685682
LDA_02
0.01589746

min_positive_polarity

0.01154752
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## kw_avg_avg
## 0.1875929

Ahora podriamos afirmar que la variable que mas afecta a los shares es la variable
kw_avg_avg. Esto lo podemos mostrar de una manera visual empleando la Figura 7.1.

Figura 7.1. Coeficientes estandarizados del Modelo 3
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Fuente: elaboraciéon propia.

7.7 Aporte relativo de cada variable empleando el R cuadrado

Ofra forma de medir el aporte relativo de cada una de las variables explicativas
es determinar la proporcién adicional de la variacion de la variable dependiente que
es explicada por cada una de las variables, dado que los otros regresores ya estdan
incluidos en el modelo. Es decir, el aumento en el R? que se obtiene al adicionar el
respectivo regresor dado que ya estdn en el modelo las ofras k£ —2 variables explicativas

Esta medida de importancia relativa se puede calcular con la funcidon calce.relimp()
del paquete relaimpo que ya habiamos empleado. En este caso, delbbemos cambiar
el valor del argumento type a “last”.

aporte_relativol <- calc.relimp(modelo3, type = "last")
aporte_relativol

## Response variable: shares
## Total response variance: 135185984
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## Analysis based on 39644 observations

#it

## 21 Regressors:

## kw_avg_avg self_reference_min_shares kw_max_avg kw_min_avg timedelta num_hrefs n_tokens_title d
## Proportion of variance explained by model: 2.26%

## Metrics are not normalized (rela=FALSE).

#it

## Relative importance metrics:

#it

# last
## kw_avg_avg 4.468595e-03
## self reference_min_shares 1.115899e-03
## kw_max_avg 1.851655e-03
## kw_min_avg 6.450879e-04
## timedelta 1.019827e-03
## num_hrefs 4.869298e-04
## n_tokens_title 3.819461e-04
## data_channel_is_entertainment 7.325371e-04
## LDA_03 1.962854e-04
## avg_negative_polarity 2.098929e-04
## average_token_length 3.062830e-04
## global_subjectivity 2.828098e-04
## weekday_is_monday 2.248855e-04
## kw_min_max 1.737811e-04
## weekday_is_saturday 1.434062e-04
## num_self hrefs 2.199541e-04
## n_tokens_content 1.104386e-04
## LDA_02 1.753337e-04
## global_rate_positive_words 1.638049e-04
## min_positive_polarity 1.020706e-04
## self reference_max_shares 9.890499e-05

aporte_relativol$last [which.max(aporte_relativol$last)]

##  kw_avg_avg
## 0.004468595

Segun este método, podemos afirmar que la variable que mas afecta a los shares
es la variable kw_avg_avg. Esto lo podemos mostrar de una manera visual empleando
la Figura 7.2.
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Figura 7.2. Aporte relativo de cada variable al ? del Modelo 3
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Fuente: elaboracion propia.

7.8 Generacion de las recomendaciones

Ahora podemos proceder a generar las recomendaciones. Ya conocemos la res-
puesta a la pregunta ¢ De qué depende el nimero de shares de un articulo? y ¢ Existe
alguna variable accionable que pueda ser modificada para generar una recomen-
dacién a los escritores? Es mds ya sabemos cudles son las variables mds importantes.
Asi podemos proceder a realizar recomendaciones.

Sabemos que las variables de las que dependen los shares son las siguientes 28 va-
riables: kw_avg_avg, self_reference_min_shares, kw_max_avg, kw_min_avg, tfimedeltq,
num_hrefs, n_tokens_title, data_channel_is_entertainment, LDA_03, avg_negative_po-
larity, average_token_length, global_subjectivity, weekday_is_monday, kw_min_makx,
weekday_is_saturday, num_self_hrefs, n_tokens_content, LDA_02, global_rate_positi-
ve_words, min_positive_polarity, self_reference_max_shares, data_channel_is_lifestyle,
num_keywords, kw_max_min, abs_title_sentiment_polarity, abs_title_subjectivity, kw_-
avg_min, kw_min_min.

De esas variables la mdas importante es kw_avg_avg (independientemente del méto-
do que empleemos).

Entonces, el promedio de palabras claves debe serlo mdas grande posible, pues esta
es la variable mds importante al momento de explicar los shares.

Tu puedes continuar generando recomendaciones con |os resultados. Por ejemplo,
nota que existen variables no accionables como timedelta sobre la cual no se puede
actuar, no obstante en este caso la mayoria de variables son accionables.
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7.9 Generacion de visualizaciones de los resultados

Ahora veamos codmo se pueden presentar los resultados de una manera mas amiga-
ble que emplear cuadros. El Cuadro 7.8 puede no ser la mejor opcidn de presentar los
resultados para la mayoria de publicos, en especial para los tomadores de decisiones.
En esos casos podriamos emplear graficos para mostrar los resultados. Por ejemplo, el
paquete jfools (Long, 2020) permite visualizar los resulfados de un objeto de clase Im.
La funcién plot_summs() permite visualizar r&dpidamente un objeto de clase Im. Si solo
usamos como argumento un objeto de clase Im obtendremos una visualizacion rapida

como la presentada en la Figura 7.3.

# Instalar el paquete st no se tiene install.packages('jtools') Cargar el

# paquete

library(jtools)

# Generar la visualizacion
plot_summs (modelo3)

Figura 7.3. Visualizacion de los coeficientes estimados del modelo 3
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Fuente: elaboracién propia.
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Este grafico permite ver los coeficientes y sus respectivos intervalos de confianza. El
intfervalo por defecto es del 95% y emplea los errores estdndar estimados por MCO.

Un problema de este grafico es que los coeficientes estdn en diferentes escalas y el
estimador del coeficiente asociado a global _rate_positive_words €S grande (en valor
absoluto) respecto a los otros coeficientes. Algo similar ocurre con el coeficiente aso-
ciado a “global_subjectivity”. Como lo discufimos en la seccién 7.6.1, los coeficientes
estimados (ﬁ) dependen de las unidades en que se midan las variables explicativas (y
la dependiente). Como lo vimos, una forma de evitar esto es graficar los coeficientes
estandarizados empleando los argumentos scale y transform.response. Por defecto es-
tos dos argumentos son fijados en FALSE, si los pasamos a TRUE las variables explicativas
(scale = TRUE) y la dependiente (transform.response = TRUE) son estandarizadas. En
nuestro caso podemos obtener los coeficientes estandarizados y los correspondientes
infervalos de confianza de la siguiente manera (Ver Figura 7.4).

plot_summs(modelo3, scale = TRUE, transform.response = TRUE)

Figura 7.4. Visualizaciéon de los coeficientes estandarizados del modelo 3
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Fuente: elaboraciéon propia.

Podemos cambiar otras opciones del grafico. Por ejemplo, podemos incluir un inter-
valo de confianza del 99 % y del 95% (Ver Figura 7.5).

plot_summs(modelo3, scale = TRUE, transform.response = TRUE, ci_level = 0.99,
< inner_ci_level = 0.95)

También podemos incluir la distribucion asintética de los estimadores (Ver Figura 7.6).



Generacion de visualizaciones de los resultados

187

Figura 7.5. Visualizacion de los coeficientes estandarizados del modelo 3 y sus interva-

los de confianza
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Fuente: elaboracion propia.
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plot_summs(modelo3, scale = TRUE, transform.response = TRUE, ci_level = 0.99,

— plot.distributions = TRUE)

# Intenta esta otra visualizacion
plot_summs(modelo3, modelol, plot.distributions = TRUE, rescale.distributions =

- TRUE)

Ademds podemos mostrar dos modelos al mismo tiempo (Ver Figura 7.7). Por ejem-

plo:

plot_summs(modelo3, modelol, ci_level = 0.99)

También podemos omitir una variable si no queremos que cree “ruido” al momento

de la presentacion’ (Ver Figura 7.8.

plot_summs(modelo3, ci_level

— c("timedelta",
"(Intercept)"))

7Por ejemplo si no se quieren mostrar variables no accionables o quitar el intercepto.

0.99, inner ci_level = 0.95, mit.coefs =
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Figura 7.6. Visualizacién de los coeficientes del modelo 3 estandarizados con sus inter-
valos de confianza y su distribucion

kw_avg_avg
self_reference_min_shares
kw_max_avg
kw_min_avg
timedelta
num_hrefs
n_tokens_title
data_channel_is_entertainment
LDA_03
avg_negative_polarity
average_token_length
global_subjectivity
weekday_is_monday
kw_min_max
weekday_is_saturday
num_self_hrefs
n_tokens_content
LDA_02
global_rate_positive_words
min_positive_polarity
self_reference_max_shares

Fuente: elaboraciéon propia.

Figura 7.7. Visualizacion de los coeficientes del modelo 1y modelo 3
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Fuente: elaboracién propia.
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Figura 7.8. Visualizacion de los coeficientes del modelo 3 para algunas variables sele-
cionadas y sus respectivos intervalos de confianza
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Fuente: elaboracioén propia.

7.10 Comentarios Finales

En este capitulo hemos seguido el proceso paso a paso para responder una pregun-
ta de negocio empleando un modelo de regresidon para hacer analitica diagndstica.
Adicionalmente, discutimos cémo encontrar la variable mds importante y cémo visuali-
zar los resultados. Antes de continuar, es importante resaltar que no se han chequeado
los supuestos del modelo de regresion, y por tanto no podemos estar seguros que el
método de MCO empleado nos provee estimadores MELL.

En los siguientes capitulos estudiaremos cdmo constatar si los supuestos se cumplen
y en caso que estos no se cumplan, cémo solucionar el problema. En el Capitulo 10
refomaremos este caso de negocio y constataremos si se cumplen los supuestos del
modelo.

Es importante recalcar que adn no podemos sacar conclusiones finales para fomar
decisiones, pues no estamos seguros si el modelo que estimamos es bueno (cumple los
supuestos del Teorema de Gauss-Markov). En el Capitulo 10 refomaremos esta pregunta
de negocio.
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Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

» |dentificar los diferentes sinfomas que presenta un modelo estimado en presencia
de multicolinealidad.

m Efectuar con R diferentes pruebas formales, con el fin de detectar multicolineali-
dad en el modelo.

m Decidir si los problemas generados por la mulficolinealidad se deben o no solu-

cionar.
= Solucionar, de ser necesario, el problema de multicolinealidad empleando R.
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8.1 Introduccion

Como lo habiamos discutido en capitulos anteriores, si el modelo de regresion malti-
ple cumple con los supuestos que se resumen en el recuadro abagjo, entonces el Teore-
ma de Gauss-Markov demuestra que los estimadores MCO son MELI (Mejor Estimador
Lineal Insesgado) y, por lo tanto, tienen la menor varianza posible cuando se comparan
con todos los estimadores lineales posibles.

Supuestos del modelo de regresién multiple
En resumen, los supuestos del modelo de regresion mdltiple son:

1 Relacién lineal entre y y X5, X3,--- , X,
2 X5, X3, -+, Xp son fijas y linealmente independientes (la matriz X tiene rango
completo)

3 El vector de errores ¢ satisface:
m Mediacero E[g] =0
= Varionza constante
= No autfocorrelacion.
Es decir, g; ~ i.i.d (0,02) 0 enx1 ~ (Onx1,0°1y).

Ahora veamos qué ocurre si no se cumple una parte del supuesto 2: Las
X5, X5,---, X}, son fijas y linealmente independientes. En especial, que las varia-
bles explicativas (Xs) no sean linealmente independientes entre si. Es importante
anotar que la violacién de la ofra parte del supuesto no tiene grandes implicaciones
sobre el resulfado que los estimadores MCO sean MELI. En el Anexo al final de este
capitulo se presenta la demostracidn de la insesgadez y eficiencia (Ver seccidon 8.8)
de este estimador si las variables explicativas son estocdsticas.

En este capitulo nos concentramos en la violacién del supuesto de independencia
lineal de las variables explicativas. Este problema que puede presentar un conjunto de
datos se conoce con el nombre de multicolinealidad o colinealidad.

Los supuestos 1y 2 del teorema de Gauss Markov sehalan la existencia de una rela-
cion lineal entre las variables explicativas y la dependiente, ademds de una relacion
linealmente independiente entre las variables explicativas (X’s). La Figura 8.1 represen-
ta estos supuestos. Los circulos representan las variables y sus intersecciones la relacion
entre ellas. Podemos observar que existe una relacién entre la variable explicada vy las
independientes', pero a su vez existe independencia entre estas Ultimas?.

Esta relacion se representa por el drea en comun entre el circulo que representa la variable explicativa
y la dependiente.
2No existe drea en comun entre las variables explicativas.
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Figura 8.1. El supuesto de no multicolinealidad

Fuente: elaboracién propia.

El problema de multicolinealidad aparece cuando tenemos algun fipo de relacién
lineal entre las variables independientes o entre un subconjunto de ellas.

En el siguiente grafico podemos apreciar la presencia de una relaciéon entre las va-
riables X5 y X3; es decir, una parte de la informacion proporcionada por X, estd a su
vez contenida en la variable X3. En este caso, si Xo cambia, esto provoca un cambio
directo en Y (representado por f2) y tfambién un cambio indirecto; pues al cambiar
X5, X3 cambia y esto a su vez provoca el cambio en Y. La Figura 8.2 representa es-
ta posibilidad donde el supuesto no se cumple porque existe una relacién entre dos
variables.

También podria darse el caso en el que todas las variables independientes o un
grupo de ellas se encuentren relacionadas. En la Figura 8.3 se presenta un ejemplo
donde todas las variables explicativas comparten la informacién contenida en cada
una de ellas.

Todos los casos anteriores son ejemplos de multicolinealidad. En la siguiente seccidn
se describen los diferentes grados de este problema. Posteriormente se discute como
detectar la existencia de este problema y como solucionar el problema. Finalmente se
presenta una aplicacién en R.
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Figura 8.2. Multicolinealidad entre dos variables del modelo

Fuente: elaboracién propia.

Figura 8.3. Multicolinealidad entre tres variables del modelo

Fuente: elaboraciéon propia.
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8.2 Los diferentes grados de multicolinealidad

En general, cuando hay cierto grado de relacion lineal entre las variable indepen-
dientes decimos que existe multicolinealidad (o colinealidad). En la practica, fendre-
mos diferentes grados de multicolinealidad. Por ejemplo, en la Figura 8.4 se presentan
los cuatro posibles grados o tipos de multicolinealidad.

Figura 8.4. Grados de multicolinealidad

Multicolinealidad moderada Multicolinealidad alta

of af

Multicolinealidad muy alta  Multicolinealidad perfecta

*® q0

Fuente: elaboraciéon propia.

A continuacién discutiremos las implicaciones de la multicolinealidad, primero la
multicolinealidad perfecta y sus efectos.

8.2.1 Multicolineadlidad perfecta

Partamos de un ejemplo, supongamos que queremos explicar la relacién entre el
peso en kilogramos de un individuo (kg;) con las horas diarias promedio de actividad
fisica (ha;,) y las calorias consumidas. Veamos qué sucede si empleamos el siguiente
modelo:

kg; = Bo + frha; + Bacd; + Bscsi + e;

donde cd; y es; corresponden a las calorias consumidas por dia y calorias consumidas
por semana por el individuo i, respectivamente.

Las variables cd; y ¢s; presentan una relacion lineal perfecta (multicolinealidad per-
fecta) debido a que siempre vamos a tener que 7 x cd; = cs; Yy, por lo tanto, las X’s no
son linealmente independientes entre si.
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Matricialmente este hecho se puede representar de la siguiente manera:

1 ha1 Cd1 7Cd1
kgy 1 has cdo Tedo
kgo 1 has cds Teds
y=1 X=1|1 hay cdy Teds G
) 1 ha5 Cd5 7Cd5
kgn nx1 . .
L’ ' : : dnx4

Nota que la cuarta columna de la matriz X es una combinacién lineal del vector
columna 3 (Ver la seccién 14.7 para una discusion del concepto de combinacion lineal
de vectores). Cuando existe multicolinealidad perfecta, una columna es combinacion
lineal de otra y otras columnas.

Las consecuencias de esta relacion entre dos columnas de la matriz X es que ésta
no tendrd rango columna completo y, por tanto, XTX no tendrd rango completo. Es
decir, det(XTX) = 0. A, (XTX)71 no existirdy § = (XTX)AXTy no existird®. En este
Caso, si gqueremos eliminar la multicolinealidad perfecta entre cd; y cs;, debemos elimi-
nar cualquiera de las dos variables. No importa cudl se elimine, ya que ambas estdan
aportando la misma informacién al modelo.

En resumen, el problema que se presenta en presencia de multicolinealidad perfec-
ta es que las columnas de la matriz de las X’s no son linealmente independientes y esto
implicard que el estimador de MCO no existird. Si un modelo presenta multicolineali-
dad perfecta, entonces la funcion Im() elimina automdaticamente una de las variables
involucradas en el problema.

Intuitivamente, el problema de multicolinealidad perfecta implica que la informa-
cién contenida en una variable es redundante pues esta informacidn ya se recoge en
otras variables explicativas. Asi el problema de multicolinealidad perfecta es un pro-
blema de cdmo se plantea el modelo y en consecuencia es facil de solucionar.

También es posible estar expuesto a la presencia de multicolinealidad perfecta al
utilizar variables dummy. Por ejemplo, supongamos que queremos ver el efecto del
sector de la economia donde se emplea un individuo sobre el salario (w;). Supongamaos
que el modelo, sin fener en cuenta el efecto del sector econdmico, es:

w; = A+ A2 (B;) + A3 (C) + (8.2)

donde E; y C; representan los ainos de educacion y los anos de capacitacion del indi-
viduo i respectivamente.

Ahora, supongamos que la economia tiene tres diferentes sectores: primario (Agricul-
tura, mineria, ganaderia, etc.), secundario (Manufacturas, etc.), terciario (Comercio,

3En el Capitulo 14 puedes encontrar un repaso de los conceptos de dlgebra matricial para entender esta
argumentacion.
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servicios, etc.) y ademas un individuo solo puede recibir un salario si frabaja en uno de
€s0s fres sectores.

Esto implica generar las siguientes variables dummy:

Do 1 siie Sec. Primario
=Y 0 0.W.

Do — 1 siie Sec. Secundario
710 0.W.

1 siie Sec. Terciario
D3i = 0 )
0.W.

enfonces, nuestro modelo se convierte en:

w; = /\1 + )\2 (Ez) + )\3 (CL) + /\4D1i + )\5D2i + >\6D3i + i

Si analizamos la expresion matricial de este modelo, nos damos cuenta répidamente
del problema que aparece. Matricialmente el modelo sera:

1 By C; 1 00

y 1 E, C; 0 0 1

w; 1 E5 C; 01 0

y=1| " X—|1 E Ci 0 0 1

1 Es C; 0 0 1

wa |, 1 Eg Co¢ 1 0 0
L dInxe

Para todas las observaciones, tenemos que Dq; + Do; + D3; = 1. Ademas, la colum-
na de la constante serd igual a 1 en cada observacién. Por lo anterior, concluimos
que las X’s no son linealmente independientes, al existir una combinacion lineal de las
columnas 4, 5y 6 que es exactamente igual a la primera columna.

Si queremos no tener multicolinealidad perfecta entre las variables dummy y el in-
tercepto debemos eliminar una de las dummy obteniendo el siguiente modelo:

w; = A1+ A2 (By) + A3 (Ci) + AaD1i + As Doy + 1

Ahora,
Dli + DQZ‘ ?é 1 VZ

y. por tanto, no hay relacién lineal entre las dummy y el intercepto.

4por simplicidad solo consideraremos cambios en el intercepto.
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En general cuando usamos variables dummy tenemos que tener cuidado si existen ;
posibilidades diferentes, entonces usamos ;j — 1 variables dummy, o ; variables dummy
y quitamos el intercepto, asi evitamos la multicolinealidad perfecta. Esto permite evitar
la “tframpa de las variables dummy”.

8.2.2 Multicolinealidad no perfecta

En la practica, el problema de multicolinealidad perfecta es muy raro, pero si es
comun contar con modelos con variables independientes alfamente correlacionadas
entre si, sin que esta relacién sea perfecta. Supongamos que dos o mas variables estdn
relacionadas (pero no de manera perfecta), en este caso se tendrd que el det (XTX) =

\XTX| existe, pero tiende a cero. Por lo tanto, la matriz (XTX) ~siexiste pero en generadl

tendrd valores muy grandes. Recuerda que: (XTX)71 = ﬁAdj (XTX).

Como la matriz de varianzas y covarianzas de los coeficientes estimados depende
de la matriz® (XTX)_l, enfonces las varianzas de los 3's fenderdn a ser a su vez muy
grandes. Esto implica que los t-calculados de los 8's para probar la significancia de
los coeficientes estimados sean relativamente bajos®, y asi se tenderd a no rechazar la
hipoétesis nula de no significancia individual de los coeficientes. Asi missno una matriz

(XTX) ™' con valores relativamente grandes, implicard que la suma cuadrada de la
T

regresion (SSR = ((XTX) 71XTy) XTy — ny?) serd relativamente grande y, por tanto,

el R? y el F — Global serdn relativamente grandes ya que estos dependen del SSR.

Asi, los sinftomas mdas comunes de la multicolinealidad no perfecta’ se pueden resu-
mir de la siguiente manera:

1. t calculados bajos acompanados de F — Global y R? altos
2. Sensibilidad de los §'s estimados a cambios pequenos en la muestra®
3. Sensibilidad de los ’s ala inclusién o exclusion de regresores’

No obstante, la multicolinealidad no perfecta provoca estos sinfomas, en muchos
casos este problema es ignorado por los cientificos de datos. Una razdn para ignorar
la existencia de la multicolinealidad no perfecta es que se privilegie un R? alto para
el problema bajo estudio. En especial, si la interpretacion de los coeficientes no es
importante, pero si se desea generar buenas predicciones (se estd haciendo analitica
predictiva ), entonces se podria privilegiar la existencia de este problema en vez de
entrar a solucionarlo. En todo caso, siempre es mejor saber si este problema existe o
No, ya sea que se ignore o No.

SVar [B] =2 (XTX)il.A

®Recordemos que t. = -,

i

7 Antes de continuar es importante resaltar que la multicolinealidad no perfecta no es un problema del
modelo que se estima sino de la muestra con la que se cuenta. Es decir, se puede estimar el missno modelo,
pero con una muestra diferentes y no tener multicolinealidad. Por eso al problema de multicolinealidad se
le clasifica como un problema de los datos.

) -1 . ) . L )

8Esto ocurre porque la matriz (XTX) cambiaria mucho con incluir o eliminar una fila de X.
-1 . . . -

9Esto ocurre porque (XTX) cambiaria mucho con incluir o eliminar una columna de X.
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Por otro lado, existen algunas técnicas estadisticas que permiten lidiar con el pro-
blema de la multicolinealidad no perfecta, como por ejemplo la ridge regression o el
método de componentes principales para condensar la informacidn de las variables
relacionadas en una sola. Pero en la realidad las prdcticas mds empleadas por los
cientificos de datos para “lidiar” con la multicolinealidad no perfecta son:

m Descartar una variable de las que presentan el problema.

m Transformar las variables relacionadas, de tal forma que el modelo involucre ra-
zones de las variables y no las variables en sus niveles.

= Aumentar la muestra. Al aumentar la muestra, se puede brindar mds informacion
que permita mejorar la precision en la estimacion de los coeficientes y, por fanto,
la disminucidn del error est@ndar de estos. El problema con esta aproximacion es
que en la mayoria de los casos el cientifico de datos emplea la mayor cantidad
de datos disponibles para el problema y aumentar la muestra es una misién casi
imposible.

= No hacer nada. Si bien se identifica la presencia de este problema, en muchos
Casos No se realiza algdn procedimiento para resolverla, pues la multicolinealidad
no perfecta no afecta las propiedades MELI de los MCO'°, El problema aparece
en la interpretacién de los coeficientes y en algunos casos en la reduccién de los
t-calculados que podrian ser lo suficientemente grandes como para rechazar la
nula de no significancia si la multicolinealidad no perfecta no estuviese presente.
Asi, si ésta es la opcidn que se adopta para “lidiar” con la multicolinealidad, en-
fonces se tendrd que ser muy cuidadoso con la interpretacion de los coeficientes
y con la inferencia respecto a estos.

En conclusién, de encontrarse multicolinealidad no perfecta en un modelo se de-
be ser muy cauteloso en la interpretacion del R? y de los coeficientes, asi como su
significancia. Por otfro lado, si el objetivo del modelo estimado con mulficolinealidad
es la de producir predicciones, entonces el problema de multicolinealidad no es muy
importante, siempre y cuando la relacidén entre las variables explicativas se mantenga
para la muestra que se desea predecir.

8.3 Pruebas para la deteccion de multicolinealidad

Ademds de chequear los sinfomas, en la prdctica es necesaria la utilizacion de prue-
bas mds formales con el fin de detectar la presencia de multicolinealidad no perfecta.
A continuacion, se describen tres de las pruebas mas utilizadas para este fin'!,

10En la seccidn 2.5, se presenta la demostracion del teorema de Gauss-Markov. En esta demostracion, es
facil notar que las propiedades de insesgadez y minima varianza de los estimadores MCO dependen de los
supuestos asociados al término de error y no a qué tan grande o pequeno sea el determinante de la matriz
xXTXx.

Formalmente, las pruebas disponibles para detectar la multicolinealidad son mds unas métricas que
sirven como indicador de la presencia del problema. Lo que veremos a confinuacion no son pruebas en el
sentido estricto al no involucrar un estadistico de pruebay una comparacién con un valor de una distribucién
o un valor p asociado a la decision.
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8.3.1 Factor de Inflaciéon de Varianza (VIF)

Dado gque uno de los sintfomas de la multicolinealidad no perfecta es que los errores
estandar de los coeficientes estimados por el método de MCO (y por tanto su varian-
za) es mas grande de lo que deberia ser, una forma de detectar la existencia de este
problema es mirar cémo se “infla” la varianza de un coeficiente por no ser este inde-
pendiente a los demds. En otras palabras, el Factor de Inflacidon de Varianza (VIF por
su sigla en inglés que viene del término Variance Inflation Factor) compara cudl hubie-
se sido la varianza de un coeficiente determinado si la correspondiente variable fuera
tfotalmente independiente a las demds con el valor realmente observado de dicha va-
rianza. Asi, el VIF mide cudntas veces se aumentd la varianza de un coeficiente por
la existencia de un posible problema de multicolinealidad no perfecta.

EL VIF para el coeficiente j se define como:

1

VIF) = ——— e

(8.9)

donde R? es el R? de laregresion de X; en funcion de los demds regresores. Asi, el VIF
muestra el aumento en Var {B]} que puede atribuirse al hecho que esa variable no es
ortogonal a las ofras variables del modelo.

Algunos autores como Hair et al. (2014) argumentan que si el VIF; excede 3.0, en-
tonces se considera que existe un problema de multicolinealidad. Otros autores como
Sheather (2009) afirman que un VIF; mayor a4 es sinfoma de un problema grande. No
obstante, una regla empirica (rule of thumb) muy comun en la prdctica es considerar
el problema de multicolinealidad alta si el VIF; es mayor a 10 (Ver por ejemplo Kutner,
M. H.; Nachtsheim, C. J.; Neter (2004)). .

8.3.2 Prueba de Belsley, Kuh y Welsh (1980)

Esta prueba disefiada por Belsley et al. (1980) también es conocida con el nombre
de prueba Kappa. Esta prueba se basa en los valores propios'? de la matriz X7 X, Ellos
demostraron que empleando el valor propio maximo y minimo de esta matriz es posible
detectar la multicolinealidad. La prueba se construye de la siguiente manera:

A1
K= \/): (8.4)

donde ); es el valor propio mds grande de X7X y ), es el valor propio mds pequeno.
Los autores demostraron que si k > 20 entonces existe un problema de multicolineali-
dad.

12pgra la discusidn de cémo se calculan los valores propios de una matriz puedes ver la seccidén 14.10.
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8.4 Soluciones de la multicolinealidad (jSi se necesitan!)

8.4.1 Regresion de Ridge

Una forma de solucionar el problema de la multicolinealidad es emplear la regresion
de Ridge. pero esta solucidn frae un costo asociado. Esta aproximacién es una variante
de los MCO, cuyo objetivo es evitar el problema de multicolinealidad modificando la
matriz X*X. La modificacién se realiza de tal manera que det (X*X) se aleja de cero.

El costo de esta aproximacion es que los nuevos pardmetros estardn sesgados'?,
pero la varianza es mds pequena; es decir, existe un “trade-off” entre varianza y sesgo.
Como dicen los economistas, “no hay un almuerzo gratis” pues este método implica
la aparicién de un nuevo pardmetro |.

Como establecer este nuevo pardmetro se convierte en la gran pregunta de este
método. Antes de continuar es importante anotar que la regresion de Ridge es un re-
curso de ultima instancia. Solo se emplea cuando la multicolinealidad es casi perfecta.

El estimador de Ridge estd definido como:
b(l) = (XX +11) X"y 8.5)

Esto implica que:

A

b (l) = (1 +1 (xTx)‘lf1 3 (8.6)

donde | > 0y es no estocdstico. | se conoce como el pardmetro de reduccién
de sesgo, y este pardmetro se escoge con algoritmos automdaticos como por ejemplo
el propuesto por Cule y De lorio (2012). | también se puede escoger graficando los
coeficientes estimados en funcién de [ y se selecciona | mds pequeno que produce
estimadores estables.

8.4.2 Componentes principales

El andlisis de componentes principales (PCA) es un procedimiento matemdtico que
sirve para resumir muchas variables en menos variables y que no requiere supuestos.
Se emplea cuando se desea incluir el maximo de informacién posible contenida en un
conjunto de variables en un NnUmero inferior de variables, las cuales reciben el nombre
de componentes principales. Por esto el PCA es conocido como un método de reduc-
cién de variables o de reduccidén de dimensionalidad. Una de sus limitaciones es que
solo aplica a variables cuantitativas.

Es decir, que lo que se quiere obtener es una matriz W, de p filas con k& columnas, de
tal forma que proyectada sobre la matriz X, con n filas y p columnas, permita obtener
una matrizY, conn filasy k columnas, que contenga el méximo de informacion posible
y un menor numero de variables:

Y = XW (8.7)

13En el Anexo de este capitulo, seccién 8.8, se presenta una demostracion del sesgo que presenta este
estimador.
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Figura 8.5. Material multimedia: PCA

5

[=]

Fuente: elaboracién propia. https://shorturl.at/oBPU3

Para un mayor discusion de la técnica de PCA se puede consultar Alonso (2020a).
Esta aproximacion implica los siguientes pasos:

= Paso 1 Estandarizar las variables cuantitativas y explicativas contenidas en la ma-
triz X . Es decir, a cada observaciéon de cada variable restarle su respectiva media,
y dividirla por su respectiva desviacion estandar.

» Paso 2 Calcular la matriz de varianzas y covarianzas, Sy = - (X — z)(X — 2)T)

= Paso 3 Calcular los vectores propios y valores propios de la matriz de covarianzas
y varianzas. El nimero de vectores propios y valores propios es igual al nidmero de
variables explicativas seleccionadas para el andlisis.

» Paso 4 Escoger el nUmero de componentes principales k, en este paso es donde
sucede la reduccidon de dimensionalidad de los datos. Para esto organizamos los
vectores propios de mayor a menor en funcidén de su valor propio y seleccionamos
aqguellos que explican una mayor proporcidon de la varianza total (dividimos la
varianza explicada por cada componente por la suma de la varianza total).

= Paso 5 Construir la matriz de proyeccidn W a partir de los k vectores propios se-
leccionados.

= Paso 6 Transformar el conjunto de datos original X a través de W para obtener Y.

m Paso 7 Correr el modelo de regresion inicial empleando el conjunto de datos trans-
formado.

8.4.3 Remover variables con alto VIF

Es comun que los cientificos de datos empleen una aproximacion diferente a las dos
anteriores para solucionar el problema de la multicolinealidad. Dado que los cientificos
de datos tipicamente se enfrentan a tener una clara variable dependiente y un grupo
grande de variables explicativas, una aproximacion natural es descartar de manera
recursiva las variables del modelo que tengan un VIF mds grande de un determinado
umbral (tipicamente mayor a 4).
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Asi, esta aproximacion implica los siguientes pasos:

= Pasol Calcular el VIF para cada variable explicativa del modelo

= Paso2 |dentificar la variable explicativa con el mayor VIF

» Paso3d Si el mayor VIF es inferior al umbral determinado (normalmente 4), parar.
En caso contrario, re-estimar el modelo sin dicha variable

m Paso4 Regresar al primer paso

De esta maneraq, se arriba a un modelo con todas las variables con un VI F relativa-
mente pequeno. Esta solucion es muy facil de automatizar como lo discutiremos en la
siguiente seccion.

8.5 PracticaenR

El objetivo de este ejercicio es aplicar las tres pruebas de multicolinealidad anterior-
mente descritas y de ser necesario solucionar dicho problema. En este caso el gerente
del hospital de nivel tres "SALUD PARA LOS COLOMBIANOS”, ubicada en la ciudad de
Bogotd, se encuentra al frente de una reestructuracion de los salarios que recibe su
equipo de tfrabagjo con el objetivo de lograr equidad laboral con enfoque de géne-
ro. Se presume que existen brechas salariales entre hombres y mujeres'®. Los datos se
encuentran disponibles en el archivo DatosMultiColinealidad.csv'®.

La pregunta de negocio es si existe o no una brecha salarial entre hombres y mujeres.
Uno de los métodos mas utilizados para determinar el efecto de la discriminacién en la
brecha salarial es la propuesta por Oaxaca (1973), quienes sugieren una técnica para
medir la diferencia que tfiene sobre el ingreso, caracteristicas como el capital humano
entre géneros. El modelo a estimar es el siguiente:

In(ih;) = Bo + Bryedu; + Porexp; + Bgeasp? + B4D; + BsDexp; + 56Dexp? + & (8.8)

donde,
{ 1 sielindividuo ¢ es mujer
D; =
0 0.W.

Ademdas, In(ih;) representa el logaritmo natural del ingreso por hora del individuo 1,
yedu; Y exp; denotan los anos de educacidn y de experiencia del individuo i. Antes de
analizar los datos, es claro que la especificacion de este modelo incluye dos variables
que estan relacionadas, pero no de manera lineal; es decir, exp y exp?. Como larelacion
es cuadrdtica y no lineal, no hay razdn por la cual esperar, a priori, la presencia de
multicolinealidad perfecta o no perfecta.

Como siempre, el primer paso serd cargar los datos y constatar que estos quedan
bien cargados.

Noten que la variable exp? no estd en el data.frame leido y no es necesaria crearla
para estimar el modelo. Empleemos la funcién Im() del paquete bdsico de R para
estimar el modelo descrito en (8.8).

14Los datos y la aproximacion de esta seccién corresponden a Bernat (2004).
15Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.


https://www.icesi.edu.co/editorial/modelo-clasico/
https://www.icesi.edu.co/editorial/modelo-clasico/

206

Multicolinealidad

La notacién I() enla férmula implica que R hard la operacion presentada dentro del
paréntesis y se agregard como una variable explicativa. Los resultados de la estimacion
delmodelo se reportan en el Cuadro 8.1. Antes de entrar a calcular los estadisticos para
determinar la presencia de multicolinealidad, es importante anotar que los sinftomas
no estdn presentes, pero esto no implica la ausencia de multicolinealidad. Recuerden
gue antes de analizar cualquier resulfado es importante estar seguros que no existen
problemas de multicolinealidad.

Cuadro 8.1. Modelo de brecha salarial estimado por MCO

Dependent variable:
Lnih
yedu 0.13 7%
(0.004)
exp 0.034***
(0.005)
l(exp2) —0.0003***
(0.0001)
sexomujer -0.117
(0.084)
exp:sexomujer —0.004
(0.008)
|(exp”2):sexomujer 0.0001
(0.0002)
Constant 5.856***
(0.075)
Observations 1,415
R? 0.454
Adjusted R? 0.452
Residual Std. Error 0.574 (df = 1408)
F Statistic 195.348*** (df = 6; 1408)

Note: *P<0.1; **p<0.05; ***p<0.01
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8.5.1 Pruebas de multicolinealidad
8.5.1.1 VIF

Para calcular el VIF emplearemos el paquete car (Fox y Weisberg, 2019) . Este pa-
quete tiene la funcidn vif() cuyo Unico argumento es un objeto de clase Im con el
modelo estimado.

library(car)
vif(resl)

#i# yedu exp I(exp~2) sexo exp:sexo
#i# 1.249719 19.643504 18.080978 7.589628 43.865651
## I(exp~2):sexo
## 25.438134

En este caso el VIF para las variables exp, exp?. sexo Y la intferaccion de esta Ultima
con las dos anteriores son muy grandes. Por ejemplo, exp tiene una varianza aproxima-
damente 20 veces mds grande que si las variables no presentan colinealidad.

Claramente, los resultados implican la existencia de un problema delicado de mul-
ficolinealidad, no obstante los sinfomas no estaban claramente presentes.

8.5.1.2 Prueba de Belsley, Kuh y Welsh (1980)

Para redlizar esta prueba es necesario encontrar la matriz XX y calcular sus valo-
res propios. Esto se puede hacer empleando la funcién model.matrix() del paquete
bdasico de R que permite obtener la matriz X. Esta funcidn solo tiene como argumento
un objeto de clase Im con el modelo estimado. Los valores propios de una matriz se
pueden encontrar empleando la funcidn eigen() .

# matriz X

XTX <- model.matrix(resl)

# se calculan los valores propios
e <- eigen(t(XTX) %*% XTX)

# se muestran los wvalores propios
e$val

## [1] 1.214720e+09 1.856133e+08 2.232308e+05 2.870475e+04 1.723882e+04
## [6] 1.191735e+02 3.274535e+01

# se crea el wvalor propio mas grande
lambda.l <- max(e$val)

# se crea el wvalor propio mas pequeno
lambda.k <- min(e$val)

# se calcula kappa

kappa <- sqrt(lambda.1/lambda.k)
kappa

## [1] 6090.644

Este estadistico es muy grande (x = 6090.644165). Esta prueba también coincide en
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la existencia de un problema serio de multicolinealidad.

Finalmente y feniendo en cuenta los resultados de todas las pruebas efectuadas,
podemos concluir que el modelo presenta un alfo grado de multicolinealidad. Esto
probablemente se debe a la alta correlacion entre las variables exp y exp?. De la defini-
cién de las variables sabemos que no existe una relacion lineal perfecta, pero nuestro
hallazgo puede ser sinfoma de que los valores de la variable exp corresponden a un
rango relativamente corto, para el cual la relacién exponencial puede ser aproximada
por una relacion lineal. Ahora bien, no estamos frente a un problema de multicolinea-
lidad perfecta, y por lo tanto no se estd violando el segundo supuesto del teorema
de Gauss Markov. Por ofro lado, el modelo tedrico que se emplea para calcular las
brechas salariales necesita incluir en la especificacion ambas variables por razones
bien fundamentadas en Oaxaca (1973) y seria incorrecto eliminar alguna de las dos
variables.

Ahora tu puedes proceder a determinar si existe o no diferencias salariales entre las
mujeres y los hombres para esta muestra.

8.5.2 Solucion del problema removiendo variables con alto VIF

Ahora supongamos que si se deseara solucionar el problema de multicolinealidad.
Nota que en este caso en especifico esto no parece una buena opcidn, pero de fodas
maneras procederemos a resolver el problema solo para ejemplificar la técnica.

Creemos una funcién que permite eliminar de manera automdtica e iterativa las
variables cuyos respectivos coeficientes tengan un VIF superior a un umbral deter-
minado (u). La funcién remueve.VIF.grande() se presenta a continuacion, sigue con
detalle cada linea de la funcidén para entender los “tfrucos” que se emplean.

remueve.VIF.grande <- function(modelo, u) {
require(car)
# extrae el dataframe
data <- modelo$model
# Calcula todos los VIF
all_vifs <- car::vif (modelo)
# extraer el nombre de todas las wvartables X
names_all <- names(all_vifs)
# extraer el nombre de la variables y
dep_var <- all.vars(formula(modelo)) [1]

# Remover las wvariables con VIF > u y reestimar el modelo con las otras
# variables

while (any(all_vifs > uw)) {
# elimina variable con maz vif
var_max_vif <- names(which(all_vifs == max(all_vifs)))
# remueve la variable
names_all <- names_all[!(names_all) %in?% var_max_vif]
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# nueva formula

myForm <- as.formula(paste(paste(dep_var, "~ "), paste(names_all,

collapse = " + "),
sep = ""))
# creando el nuevo modelo con nueva formula
modelo.prueba <- lm(myForm, data = data)
all_vifs <- car::vif (modelo.prueba)
}
modelo.limpio <- modelo.prueba
return(modelo.limpio)

funcién remueve.VIF.grande().

res2 <- remueve.VIF.grande(resl, 15)

summary (res2)

##

## Call:

## 1m(formula = myForm, data = data)

#i#

## Residuals:

#i# Min 1Q Median 3Q Max

## -3.11988 -0.29420 -0.00166 0.30334 2.63580

##

## Coefficients:

#i Estimate Std. Error t value Pr(>[tl)
## (Intercept) 5.874e+00 6.593e-02 89.090 < 2e-16
## yedu 1.307e-01 3.979e-03 32.846 < 2e-16
## exp 3.204e-02 3.918e-03 8.178 6.39%e-16
## I(exp~2) -2.616e-04 7.688e-05 -3.402 0.000687
## sexomujer -1.539e-01 3.977e-02 -3.871 0.000114
## I(exp~2) :sexomujer -2.025e-05 4.902e-05 -0.413 0.679642
## ——-

## Signif. codes: O '#*x' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 '
##

## Residual standard error: 0.5742 on 1409 degrees of freedom

#i#
#it

Multiple R-squared: 0.4542, Adjusted R-squared: 0.4522
F-statistic: 234.5 on 5 and 1409 DF, p-value: < 2.2e-16

vif (res2)

* %%k
* k%
XXX
XXk X
kKX

La funcion que acabamos de construir (remueve.VIF.grande()) tiene dos argumen-
tos, el primero es un objeto de clase Im y el segundo el umbral para el VIF.

No obstante, no es necesario solucionar el problema de multicolinealidad en el caso
del modelo estudiado. A continuacién, se muestra un ejemplo de cémo emplear la

1
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#i# yedu exp I(exp~2) sexo I(exp~2):sexo
## 1.248258 10.134731 10.214214 1.696079 2.584824

8.5.3 Solucién del problema empleando la regresion de Ridge

Como se menciond anteriormente, no estamos frente a un problema de multico-
linealidad perfecta o casi perfecta, y no se estd violando el segundo supuesto del
teorema de Gauss Markov, por lo que no deberiamos emplear la regresidn de Ridge,
ya que ésta sélo se utiliza como un recurso de dltima instancia. Sin embargo, si quisié-
ramos emplearla podriamos utilizar la funcidn linearRidge() del paquete ridge (Cule
et al.,, 2021). Los argumentos mds importantes de esta funcion son:

linearRidge (formula, data, lambda, scaling)
donde:

» formula: férmula del modelo de regresion.

= data: objeto de clase data.frame que contiene los datos

= lambda forma en la que se va a hallar el . El valor por defecto es automdatico, es
decir se encuentra de manera automdatica el pardmetro de reduccidn de sesgo [,
si esto no se desea se puede colocar un vector con los valores de [ que se desean
probar.

» scaling: el valor por defecto es cornform que ajusta los valores de las variables ex-
plicativas de tal forma que la matriz de correlaciones sea unitaria en la diagonal.

Un ejemplo de cdmo emplear esta funcidn se presenta a continuacion.

##

## Call:

## linearRidge(formula = Lnih ~ yedu + exp + I(exp~™2) + sexo + sexo *
#it exp + sexo * I(exp~2), data = datos)

##

##

## Coefficients:

#i Estimate Scaled estimate Std. Error (scaled)
## (Intercept) 6.233e+00 NA NA
## yedu 1.131e-01 1.823e+01 5.604e-01
## exp 1.431e-02 6.676e+00 6.188e-01
## I(exp~2) 1.340e-05 3.198e-01 6.242e-01
## sexomujer -1.539e-01 -2.893e+00 6.105e-01
## exp:sexomujer 1.403e-03 6.810e-01 5.195e-01
## I(exp~2):sexomujer -4.618e-05 -8.699e-01 6.117e-01
#i t value (scaled) Pr(>|tl)

## (Intercept) NA NA

## yedu 32.525 < 2e-16 *xx

## exp 10.788 < 2e-16 **x*

## I(exp~2) 0.512 0.608

## sexomujer 4.739 2.15e-06 *x**

## exp:sexomujer 1.311 0.190
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## I(exp~2) :sexomujer 1.422 0.155

##t ——-

## Signif. codes: O '#¥x' 0.001 '*xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Ridge parameter: 0.118604, chosen automatically, computed using 2 PCs
#
## Degrees of freedom: model 3.89 , variance 3.152 , residual 4.627

#Hit

## lambda 0.118604 chosen automatically using 2 PCs

#it

#i# Estimate (scaled) Std. Error (scaled) t value (scaled)
## yedu 18.2284 0.5604 32.525
## exp 6.6762 0.6188 10.788
## I(exp~2) 0.3198 0.6242 0.512
## sexomujer -2.8932 0.6105 4.739
## exp:sexomujer 0.6810 0.5195 1.311
## I(exp~2):sexomujer -0.8699 0.6117 1.422
##t Pr(>tl)

## yedu < 2e-16 **x*

## exp < 2e-16 ***

## I(exp™2) 0.608

## sexomujer 2.15e-06 *x*x

## exp:sexomujer 0.190

## I(exp~2) :sexomujer 0.155

## ——-

## Signif. codes: O 's*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

8.5.4 Solucién del problema empleando componentes principales

Si quisieramos emplear PCA para solucionar un problema de multicolinealidad po-
driamos emplear la funcién Im(princomp) del paquete base de R. Esta permite cal-
cular los PCA empleando la matriz de varianzas y covarianzas o empleando la matriz
de correlaciones. Vamos a emplear la matriz de correlaciones para el cdlculo. Para un
mayor discusion de la técnica de PCA se puede consultar Alonso (2020a).

Los argumentos mds importantes de esta funcidn son:
princomp(formula, data, cor=TRUE)

donde: + formula: férmula con las variables independientes numéricas, no incluir la
variable dependiente

s data: objeto de clase data.frame que contiene los datos
= cor. indica si se va a calcular los PC empleando la matriz de varianzas y cova-
rianzas o empleando la matriz de correlaciones

Los componentes principales se calculan de manera sencilla con el siguiente codi-
go:
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res.pca <- princomp(~yedu + exp + I(exp~2), data = datos)
summary (res.pca)

## Importance of components:

#i#t Comp.1 Comp.2 Comp.3
## Standard deviation 634.6930542 4.026690e+00 3.775598e+00
## Proportion of Variance  0.9999244 4.024724e-05 3.538434e-05
## Cumulative Proportion 0.9999244 9.999646e-01 1.000000e+00

Ahora decidamos el niUmero de componentes. Para esto podemos emplear un gra-
fico de codo (*elbow graph** también conocido como scree plot). Para esto es nece-
sario mirar la proporcion de la varianza de todos los datos explicada por cada com-
ponente principal.

El primer paso, es calcular la desviaciéon estdndar de cada componente y la varian-
zQ.

std_dev <- res.pca$sdev
pr_var <- std_dev~"2

pr_var
#i#t Comp.1 Comp.2 Comp.3
## 402835.27299 16.21424 14.25514

Nuestro objetivo es encontrar los componentes que explican la mayor varianza. Re-
cuerden que queremos conservar tanta informacién como sea posible utilizando estos
componentes. Enfonces, cuanto mayor sea la varianza explicada, mayor serd la infor-
macién confenida en esos componentes.

Para calcular la proporcidon de la varianza explicada por cada componente, sim-
plemente dividimos la varianza por la suma de |la varianza total. Esto resulta en:

prop_varex <- pr_var/sum(pr_var)
prop_varex

#i#t Comp.1 Comp.2 Comp.3
## 9.999244e-01 4.024724e-05 3.538434e-05

Noten que el primer componente principal explica el 99.9% de la varianza. Aunque
parece evidente que debemos quedarnos con el primer componente, cdmo de-
cidimos cudntos componentes deberiamos seleccionar para la etapa de modelado
cuando no es tan clara la respuesta?

La respuesta a esta pregunta es proporcionada por un elbow graph y un grdfico
acumulado de varianza (Ver figura 8.6.

par (mfrow=c(1,2))
plot(prop_varex, xlab = "Componente principal",
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ylab = "Proporcidén explicada de la varianza (PVE)",
type = "b")

plot (cumsum(prop_varex), xlab = "Componente principal",
ylab = "Proporcidén explicada de la varianza acumulada",

type llbn)

Figura 8.6. Proporcién de la varianza explicada por cada PCA y acumulada
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Fuente: elaboracioén propia.

En este tipo de grdficos se busca el “codo” (elbow). En este caso no se observa
el codo, es decir la informacioén se resume en el primer componente. Finalmente se
extraen la matriz proyectada (valores de los componentes principales que remplazardn
a las variables originales), los cuales vamos a emplear en estimar de nuevo el modelo
inicial.
head(res.pca$scores)

PCA.res <- res.pca$scores[, 1]
head (PCA.res)

res2 <- 1m(Lnih ~ sexo + PCA.res, datos)
summary (res2)

Noten que en este caso es imposible interpretar el coeficiente asociado al compo-
nente principal.
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Ahora, podemos reproducir el gjercicio con la descomposicion a partir de la matriz
de varianzas y covarianza.

res.pca2 <- princomp(~yedu + exp + I(exp~2), data = datos, cor = FALSE)
std_dev2 <- res.pca2$sdev

pr_var2 <- std_dev2"2

pr_var2

prop_varex2 <- pr_var2/sum(pr_var2)

prop_varex2

Y para variar realicemos los graficos de codo con el paquete ggplot2 (Wickham,
2016) y el paqguete gridExtra (Auguie, 2017) (Ver Figura 8.7.

library(gridExtra)
PVEplot <- gplot(c(1:3), prop_varex2) + geom_line() + xlab("Componente
— Principal") +

ylab("PVE") + ggtitle("Grafico de codo") + ylim(0, 1)

cumPVE <- gplot(c(1:3), cumsum(prop_varex2)) + geom_line() + xlab("Componente
— Principal") +
ylab(NULL) + ggtitle("Grafico de codo acumulado") + ylim(0, 1)

grid.arrange(PVEplot, cumPVE, ncol = 2)

## TableGrob (1 x 2) "arrange": 2 grobs
##  z cells name grob
## 1 1 (1-1,1-1) arrange gtable[layout]
## 2 2 (1-1,2-2) arrange gtable[layout]

Noten que el resultado es muy similar. Deberiamos emplear 1 componente. Los de-
mds pasos del procedimiento los puede realizar por su cuenta.

8.6 Comentarios finales

En este Capitulo discutimos el problema de multicolinealidad. El problema de mul-
ticolinealidad perfecta no permite estimar el modelo, pero es muy facil de solucionar.
Por otro lado, vimos que el problema de multicolinealidad no perfecta es un problema
gue se manifiesta en t calculados bajos acompanados de F — Global y R? altos, sen-
sibilidad de los 3’s estimados a cambios pequenos en la muestra y sensibilidad de los
B’s alainclusion o exclusidon de regresores.

No obstante, la multicolinealidad no perfecta provoca estos sinfomas, en muchos
casos este problema es ignorado por los cientificos de datos. Una razdn para ignorar
la existencia de la multicolinealidad no perfecta es que se privilegie un R? alto para
el problema bajo estudio. En especial, si la interpretacion de los coeficientes no es
importante, pero si se desea generar buenas predicciones (se estd haciendo andalitica
predictiva), entonces se podria privilegiar la existencia de este problema en vez de



Ejercicios

215

Figura 8.7. Grdfico de codo y codo acumulado

Gréfico de codo Gréfico de codo acumulado
1.00 100 e . °
0.75 0.75
w
> 050 0.50
o
0.25 0.25
0.00 . 000
1.0 15 2.0 25 3.0 1.0 15 2.0 25 3.0
Componente Principal Componente Principal

Fuente: elaboracién propia.

entrar a solucionarlo. En todo caso, siempre es mejor saber si este problema existe o
No, ya sed que se ignore o No.

8.7 Ejercicios

Las respuestas a estos ejercicios se encuentran en la seccién 16.4.

8.7.1 Ejercicio prdctico: Fabricante de automéviles

Un cientifico de datos es contratado por un fabricante de automaviles para estimar
un modelo sencillo que le permita predecir cudl debe ser la posicidn del asiento pa-
ra un conductor determinado, en otras palabras ¢,cudl es la distancia horizontal del
punto medio de las caderas desde una ubicacion fija en el automaovil?. El fabricante
desea que sus carros sean comodos y seguros. Para elaborar la tarea se cuenta con 38
observaciones (la informacién se encuentra en el archivo datosmulti.csv'®). Las obser-
vaciones corresponden a caracteristicas del conductor como peso, edad, su altura si
emplea zapatos o no, su altura sentado, la longitud de muslo, pierna y brazo. Para ex-
plicar cudl debe ser la distancia horizontal (D; en la base de datos Distancia_centro)
no emplearemos por ahora todas las variables disponibles. Estimemos el siguiente mo-
delo:

16Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.
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D; = ag + ajedad; + aspeso; + azalturadescalzo; + agalturadesdezapatos; + €4 8.9)

Estime el modelo y determine si existe o no multicolinealidad por medio de las prue-
bas estudiadas en este capitulo. Adicionalmente, corrija (de ser posible) el problema
de multicolinealidad si es que existe. Explique.

8.8 Anexos
8.8.1 Demostracion de la insesgadez del estimador MCO con variables explicativas
aleatorias

Recordemos que el estimador MCO () esta dado por:

1

f=X"X)" X"y

Este estimador se puede reescribir de la siguiente manera:

B=(X"X) X" (XB+e)
B=(XTX) T XTXB+ (XTX) " XTe
B=(X"X)" XTXB+ (XTX) " XTe

B =B+ (XTX)" XTe (8.10)
Ahora consideremos el valor esperado para un valor dado de X no aleatorio.
EAX]=E[p+(X"X)" X" X]
E[31X] =5+ (X"X) " X" B[z X]

Empleando el supuesto de que los errores tienen media cero ( E'[¢ | X] = 0 ) se obtiene
que:

E[31X] =5

Por otro lado, recordemos la Law of iterated expectations (Ley de valor esperado
iterado) que implica:
EW]=Ez[EW|Z]]

donde Ey [] es el valor esperado considerando todos los posibles valores de Z y
E [W|Z] es una funcidn de los valores de Z. Entonces, si X es aleatorio:

| = Bx B |BIX]| = Bx[8] = 8

Es decir, el estimador MCO j es insesgado aun si las variables explicativas son aleatorias.
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8.8.2 Demostracion de la eficiencia del estimador MCO con variables explicativas
aleatorias

Recordemos que el estimador MCO () es un estimador lineal dado por:
B =B+ (XTX)" X"e
Ahora por simplicidad reescribamos el estimador de la siguiente manera:
B =B+ Ac
donde A = (X7X) ' X7,

Ahora calculemos la matriz de varianzas y covarianzas del estimador MCO.
var [31x] - (3 £[7]) (3~ £[3))" ]

var[31X| =B [(ﬁ -8) (8- B)T IX}
Var [BIX] = E [(ﬂ +(XTX) ' XTe - 8) (B~ ﬁ)T |X]
Var [31X] = B {((XTX)_les) ((XTX)_les)T x]
Var [31X] = B [(XTX) " XT=e"X (X7X) " X ]

Var {B |X} = (XTX) "' XTE [" |X] X (XTX)
Var [31X] = (X%) 7 X7 (o1 X (X"X) !

Var [1X] = o* (X7X) "

Ahora, debemos demostrar que dicha varianza es la minima posible. Para esto, par-
tamos de escribir de otra manera el estimador MCO

B=(XTX)" XTy

8= Ay
Supongamos ahora que existe otro estimador lineal
B=Cy

Para ser comparable, el nuevo estimador debe ser insesgado

E[3|X] =E[Cy|X]=CE[XS +¢|X]
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E[B|X] =CXB+ CE[¢|X]
E[f|X]=CXp

Esto quiere decir que para ser insesgado se necesita

CX =1

Ahora miremos la varianza, pero antes definamos:

D=C-A=C-(X"X)"' X"

Por lo tanto, tenemos que

C=D+A

Entonces, ~
Var [ﬁ |X] =Var[(D+A)y|X]

Var [B1X] = Var (D + A) (X3 +¢) [X]
Por lo tanto, tenemos que la varianza del otro estimador es

Var [B IX]=Var[(D+A)X3+ (D+A)e[X]

Var [B1X] = Var[(D+ A)e|X]
Var [31X] = (D +A)Var[¢|X] (D +A)"
Var [|X] = (D+A)o? (DT + A7)
Var [3|X] = o* (DD” + DA + AD” + AA”)

Var [31X] = o* (DD + DX (X"X) ' + (X"X) ' X"D” + AA”)

Entonces, recordemos que para que j3 sea insesgado se necesita
CX=1I

y dado que
C=D+A
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Esto implica que
CX=I=DX+AX

Por lo tanto .
CX =1=DX+(X"X) X'X

DX =0
Regresando a la varianza del estimador, tendremos que:

1

Var [31X] = o (DD + DX (X7X) ' + (X"X) ' X"D" + AA”)

Var [3X] = o* (DD" + AAT)
Var [31X] =o?DD" +o* (X7X) " XT) (X"X)" XT)T

Var [3|X] = o®DD7 402 (XTX) " XTX (X7X) "

Var [3|X] = 0*DD7 + 0% (X"X) "
Var [3X] = Var [ | + +*DD”
q'DDTq=2"2>0
Var [3|X] > Var [31X]
QED.

Por lo fanto, no es posible obtener un estimador insesgado con una varionza menor,
adn en presencia de regresores aleatorios.

8.8.3 Demostracion del sesgo del estimador de la regresion de Ridge
Partamos de la definicidn del estimador de Ridge:

b (1) = (XTX +11) ' X"y
Ahora calculemos el valor esperado de dicho estimador:
Eb()X]=E [(XTX +11) T X Ty \x]
Eb()|X] = (XX +11)" X"E [y [X]

Eb()|X] = (XTX +11) " X"E[XS + ¢|X]

EDb0)[X] = (XTX +11)" X"Xp
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Es facil ver que el sesgo serd mayor si I es mds grande. Por otro lado, es facil mostrar
que la varianza de este estimador es:

Var b (1) [X] = o (X"X +11) " XTX (XX +11) "
Asi, la varianza del estimador tiende a ser mds pequena entre mds grande sea [. De
hecho, Var {3 |X} > Var[b (1) |X]
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Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

m Explicar en sus propias palabras los efectos de la heteroscedasticidad sobre los
estimadores MCO.

» Efectuar utilizando R las pruebas estadisticas necesarias para detectar la violacion
del supuesto de homoscedasticidad en los residuos. En especial las pruebas de
Breusch-Pagan y la prueba de White.

n Corregir el problema de heteroscedasticidad empleando estimadores consisten-
tes para los errores estaGndar en R.
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9.1 Introduccion

Como lo hemos discutido en capitulos anteriores, si los supuestos del modelo de re-
gresion se cumplen, entonces el Teorema de Gauss-Markov demuestra que los estima-
dores MCO son MELI (Mejor Estimador Lineal Insesgado). En el Capitulo 8 analizamos las
consecuencias de la violaciéon del supuesto de independencia lineal entre variables
explicativas en un modelo de regresion multiple; es decir la presencia de multicolineali-
dad. También discutimos cdmo dicho problema era un problema de los datos y que en
ocasiones no serd necesario resolver el problema. En este capitulo nos concentramos
en la violacioén del supuesto que el término de error tiene varianza constante.

Supuestos del modelo de regresion miiltiple

En resumen, los supuestos del modelo de regresion mdltiple son:
1 Relacién lineal entre y y X5, X3, ..., X,
2 X5, X3, -+, Xg son fijas y linealmente independientes (la matriz X tiene rango
completo)
3 El vector de errores ¢ satisface:

m Mediacero Ee] =0

= Varionza constante

= No autocorrelacion.
Es decir, g; ~ i.i.d (0,02) 0 enx1 ~ (Onx1,0°%1Ly).

Antes de concentrarnos en la violacidn del supuesto, veamos un poco la intuiciéon
detrds del cumplimiento de este supuesto. En la Figura 9.1 se presenta una muestra de
observaciones para una variable explicativa (X;) y una dependiente (y) (puntos grises)
enla que se cumple el supuesto de homoscedasticidad. El supuesto de homoscedasti-
cidad implica que la dispersidn de las observaciones (puntos) con respecto al modelo
de regresion poblacional (lihea de regresidn) serd siempre la misma (Ver Figura 9.1). El
tercer eje mide la probabilidad de que ocurra un valor de y dado el valor de X;. En
este caso esperamos que en promedio los valores de y se encuentren cercanos a la li-
nea de regresion (por el supuesto de que F [¢] = 0y el supuesto de homoscedasticidad
implica que la dispersién con respecto a la linea de regresion siempre es la misma.

Por otro lado, si el supuesto no se cumple enfonces las observaciones de y segui-
ran estando en promedio alrededor de la linea de regresion (Ver Figura 9.2) gracias
al supuesto de que E [¢] = 0). La heteroscedasticidad provoca que la dispersion sea
diferente dependiendo de la observacion. En este caso en la Figura 9.2 se simuld un
problema de heteroscedasticidad que depende del valor de la variable explicativa.
La volatilidad es mayor a medida que X, se hace mds grande’.

En ocasiones el supuesto de homoscedasticidad o varianza constante del término
de error no tiene mucho sentido. Un ejemplo de esto se presenta al analizar el consumo
en funcidn del ingreso con una muestra de hogares (corte transversal). Supongamos

'Es importante aclarar que para las Figuras 9.1y 9.2 se ha supuesto que los errores siguen una distribucion
normal para construir una grafica mas intuitiva. Pero este supuesto de normalidad no es necesario en la
practica solo se ha realizado para efectos de la grdfica.
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Figura 9.1. Muestras con errores homoscedasticidad

A

Probabilidad

Fuente: elaboracién propia.
Figura 9.2. Muestras con errores heteroscedasticidad

A

Probabilidad

Fuente: elaboracioén propia.
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que se desea emplear un modelo en que las compras de un producto del hogar i pa-
ra lo cual se cuenta con una base de datos amplia para muchos niveles de ingresos.
Las compras entre muchas cosas dependen de su nivel de ingresos y otras variables
que caracterizan la condicién socio demogrdfica del hogar. Los hogares con ingresos
bajos tipicamente presentan un comportamiento de compra mucho menos variable
gue el consumo de los hogares con altos ingresos. Es decir, es de esperarse que para
ingresos altos el comportamiento del consumo se disperse mds con respecto a lo es-
perado (su media). Por otro lado, a medida que el ingreso sea mds bajo los hogares no
podrdn tener una dispersidon muy grande con respecto a lo esperado para su nivel de
ingresos. Esto implica que las observaciones correspondientes al consumo de hogares
con ingresos bajos tendrdn una varianza con respecto a su valor esperado (varianza
del error) mucho menor que aquellos hogares con ingresos altos. También existen otras
razones para que se presente la heteroscedasticidad, como por ejemplo el aprendi-
zaje sobre los errores y mejoras en la recoleccion de la informacion a medida que ésta
se realiza.

En general, este problema econométrico es muy comudn en datos de corte trans-
versal, aunque es posible que el problema también se presente con series de tiempo;
especialmente si se estdn modelando rendimientos de activos o el valor de activos fi-
nancieros como las acciones. Formalmente, en presencia de este problema, la matriz
de varianzas y covarianzas de los errores serd:

o2 0 ... 0
2 .
Var[e] =E [e7e] =Q = 0 oz = # o’l.
Lo 0
0 0 o2

En presencia de heteroscedasticidad, los estimadores MCO siguen siendo insesga-
dos, pero ya no tienen la minima varianza posible?. Es decir, los estimadores MCO no
son MELI.

De hecho, el estimador MCO de la matriz de varianzas y covarianzas (Var [B] =

o3 (XTX) 1y serd sesgado. En presencia de heteroscedasticidad la matriz de varianzas
y covarianzas del estimador MCO del vector 3 es®:

Var [3] = (X*X) ' XTOX(XTX) !

Esto implica que el estimador de la matriz de varionzas y covarianzas Var {B} =

52 (XTX)_1 sea sesgado; y por lo tanto, si usamos este ditimo estimador en pruebas
de hipdtesis o intervalos de confianza para los coeficientes estimados obtendremos
conclusiones errdneas en torno a los verdaderos Bs. Esto ocurrird en las pruebas
individuales y conjuntas.

2En un anexo al final del capitulo (Ver seccién 9.12) se presenta una demostracion.
3En los anexos al final de este capitulo (Ver seccién 9.12) se presenta la demostracion.
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Asi, si se emplea el estimador MCO en presencia de heteroscedasticidad, entonces
los estimadores de los coeficientes serdn insesgados, pero los errores estdndar no serdn
los adecuados. Por tanto, cualquier conclusidon derivada de la inferencia a partir de
los estimadores MCO serd incorrecta.

Antes de continuar hagamos un ejercicio similar al realizado en el Capitulo 3 para
ejemplificar el problema que genera la heteroscedasticidad. Realicemos el siguien-
tfe experimento de Monte Carlo. Creemos una muestra de datos de tamarno 50 del
siguiente DGP:

Y, =1+4+7X2;, +¢;

donde ¢; puede ser homosceddstico y heterosceddstico. Nuestro experimento ten-
drd como finalidad ver cudl es el efecto sobre los estimadores MCO y su desviacion es-
tandar (errores estandar) de la heteroscedasticidad. Adicionalmente, crearemos una
segunda variable explicativa X3; que no es significativa y la incluiremos en nuestro
andlisis.

En otras palabras, generaremos una muestra aleatoria del DGP con errores homos-
ceddsticos y otra con errores heterosceddsticos y estimaremos los correspondientes
coeficientes. Y repetiremos este ejercicio 10 mil veces. Al final tendremos una muestra
de 10000 para cada coeficiente estimado para cada uno de los escenarios: con vy sin
heterosceddsticidad. Esto nos permitird determinar si el promedio de los coeficientes
coincide o no con el valor poblacional (es insesgado) y comparar las varianzas del
estimador MCO en presencia o no de este problema.

Empecemos nuestro experimento fijando una semilla para los nimero aleatorios y
creando los objetos donde guardaremos los resultados de las simulaciones. Asi mismo
definamos los pardmetros del tamano de la muestra y el ndmero de repeticiones.

# se fija una semilla

set.seed(1234557)

# se crean objetos para guardar resultados creamos un objeto nulo para guardar
# los coeficientes de X2

X2.estcoef <- NULL

# creamos un objeto nulo para guardar los coeficientes de X3

X3.estcoef <- NULL

# se fija el tamafio de cada muestra en 50

n = 50

# se fija el numero de repeticiones en 10mil
N = 10000

Ahora empleemos un loop para replicar nuestro gjercicio 100 mil veces.

for (i in 1:N) {
# creacion de variable explicativa
X2 <- matrix(rnorm(n), n, 1)
# creacidon de variable no significativa
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X3 <- matrix(rnorm(n), n, 1)

# error homosceddstico

err <- rnorm(n)

# error heteroscedastico

herr <- (X272) * err

# wvariable explicativa sin heteroscedasticidad
yl <- 1 + X2 * 7 + err

# variable explicativa con heteroscedasticidad
y2 <- 1 + X2 * 7 + herr

# estimacion del modelo con homoscedasticidad
res.homo <- summary(lm(yl ~ X2 + X3))

# guardamos los resultados regresién homoscedasticidad
X2.cf.homo <- res.homo$coefficients[2, 1]
X3.cf.homo <- res.homo$coefficients[3, 1]

# estimacion del modelo con heteroscedasticidad

res.hetero <- summary(lm(y2 ~ X2 + X3))

# guardamos los resultados regresion heteroscedasticidad

X2.cf .hetero <- res.hetero$coefficients[2, 1]

X3.cf.hetero <- res.hetero$coefficients([3, 1]

# guardando los resultados de la iteracidn <

X2.estcoef <- rbind(X2.estcoef, cbind(X2.cf.homo, X2.cf.hetero))
X3.estcoef <- rbind(X3.estcoef, cbind(X3.cf.homo, X3.cf.hetero))

Ahora, comparemos los resultados para el caso de un error homosceddstico y uno
heterosceddstico para la pendiente que acompana a X 2,. Primero veamos el prome-
dio de los 10 mil coeficientes estimados en los dos escenarios.

round (apply(X2.estcoef, 2, mean), 3)
## X2.cf.homo X2.cf.hetero
#i# 6.999 6.997

Se puede observar que en ambos escenarios en promedio 10s coeficientes estima-
dos estdn muy cercanos al valor poblacional de 7. Ahora miremos que ocurre con el
error estandar (desviacion estandar de los coeficientes estimados).

round (apply (X2.estcoef, 2, sd), 2)
##  X2.cf.homo X2.cf.hetero
## 0.15 0.52

Noten que el error estdndar es menor en el escenario de homoscedasticidad que
en el de heteroscedasticidad. Estos resultados muestran que para el estimador de la
pendiente de X2;:
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m | os estimadores MCO siguen siendo insesgados en presencia de heteroscedasti-
cidad.

m E| error est@ndar de los coeficientes es mds grande en presencia de heterosce-
dasticidad.

Ahora, comparemos los resultados para la pendiente que acompana a X3;.

round (apply (X3.estcoef, 2, mean), 2)

## X3.cf.homo X3.cf.hetero
## 0 0

round (apply (X3.estcoef, 2, sd), 2)

## X3.cf.homo X3.cf.hetero
## 0.15 0.24

Los resultados son similares para el estimador de la pendiente de la variable que
no deberia estar en el modelo. Finalmente, puedes inspeccionar los hisftogramas de
la distribucion empirica de los coeficientes estimados en los dos escenarios (Ver Figura
9.3).

## TableGrob (2 x 2) "arrange": 4 grobs
#H#t z cells name grob
11 (1-1,1-1) arrange gtable[layout]
2 2 (1-1,2-2) arrange gtable[layout]
## 3 3 (2-2,1-1) arrange gtable[layout]
4 4 (2-2,2-2) arrange gtable[layout]

En este capitulo estudiaremos como detectar si se viola el supuesto de varianza cons-
tante del error y de encontrar el problema cémo resolverlo.

9.2 Pruebas para la deteccion de heteroscedasticidad

En general, una buena practica cuando se estiman modelos econométricos es em-
plear graficos qué permitan intuir que estd ocurriendo con los residuos estimados. Esto
permite intuir si existen sintftomas de la presencia de heteroscedasticidad. Obviamen-
te, los graficos no proveen evidencia contundente para concluir, pero si proveen la
infuicién necesaria para iniciar las pruebas formales.

Pero, el cientifico de datos se puede enfrentar a la necesidad de estimar muchos
modelos o tener muchas iteraciones entre modelos y tener que automatizar el proceso.
En esos escenarios el andlisis grafico no es una opcidn. No obstante, para ganar un
poco de la infuicion del problema.

Regresando al andlisis grafico, dado que la heteroscedasticidad implica una varia-
bilidad no constante del error, entonces o mds adecuado serd graficar el vector de
errores (¢). Lastimosamente, este vector no es observable, pero la mejor aproximacion
que tenemos para conocer ese vector es el error estimado (€). Asi, para intuir grdfica-
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Figura 9.3. Distribuciéon muestral de los estimadores bajo homoscedasticidad y hete-
roscedasticidad (en azul se presenta la media de los coeficientes estimados)

Pendiente de X2 con homo Pendiente de X2 con hetero
g 600 g 600
3 o
> >
% 400 % 400
(o] (o]
E 200 g 200
2 o = .
6.4 7.6 4 6 8 10
Pendiente de X3 con homo Pendiente de X3 con hetero
g 600 g 600
3 3
> >
% 400 % 400
(o] (o]
g 200 g 200
2 o - 2 o
-0.6 -0.3 0.0 0.3 0.6 -15 -1.0 1.5

Fuente: elaboraciéon propia.

mente la presencia de heteroscedasticidad se deben visualizar los residuos del modelo
estimado. Las visualizaciones mdas empleadas son grdficos de dispersion de:

1. Los errores estimados versus las observaciones (é; vs i = 1,2, ...n)
2. Los errores estimados versus cada una de las variables explicativas (¢; vs cada
una de las columnas de X)

Estas visualizaciones de los errores estimados se emplean para explorar algun tipo de
regularidad. En la Figura 9.4 se presentan tipos de patrones que se pueden observar
en los residuales estimados que pueden sugerir presencia de heteroscedasticidad.

En el panel a) de la Figura 9.4 observamos que los residuos se vuelven mds grandes
a medida que la variable dependiente crece. En este caso la dispersidon con respec-
to a la media (cero) crece a medida que la variable explicativa crece y esto sucede
de manera exponencial. Por tanto, existe heteroscedasticidad que podria ser del tipo
o? = Xy,0%. En el panel b) el comportamiento de la varianza es opuesto al presentado
en el panel a), heteroscedasticidad que podria ser del tipo o? = %02. En el panel ¢)
claramente existen dos grupos de datos; los de varianza grande y los de baja varian-
za. Por dltimo, en el panel d) los residuos son menores para las mediciones grandes y
pequenas pero crecen en los valores intfermedios de la misma. En los cuatro casos hay
sinfomas de heteroscedasticidad.
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Figura 9.4. Posibles patrones de comportamiento de los residuales que sugieren hete-
roscedasticidad

Panel a) Panel b)
£, £,
e e e X, L ¢
Panel c) Panel d)
é, &1
e 00 o0 0, oo, .Xl ® e se o:..:ao ® Xl

Fuente: elaboracién propia.
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Antes de entrar a considerar las pruebas formales, es importante aclarar que la he-
teroscedasticidad implica una varianza diferente del error para al menos una observa-
cidn, asi existen muchas formas de heteroscedastidad. Es decir, la heteroscedasticidad
puede depender de una variable explicativa, de una variable que no se incluye en
el modelo o de cualquier funcién de las observaciones. Esto hace dificil la tarea de
identificar el problema con graficos y con pruebas.

En la practica los cientificos de datos enfrentan comuinmente problemas en los que
los modelos incluyen muchas variables explicativas, asi realizar un andlisis grafico pue-
de ser un trabagjo que tome mucho tiempo y no genere mucha intuicién sobre este
problema. En esas situaciones, el andlisis grafico puede ser indtil.

A continuacién, consideraremos dos pruebas de heteroscedasticidad, cada una
disehada para detectar diferentes formas de heteroscedasticidad. En los dos casos la
hipdtesis nula de estas pruebas es la presencia de homoscedasticidad Hy : 02 = o?2; Vi
versus la hipdtesis alferna de que existe algun tipo de heteroscedasticidad.

9.3 Prueba de Breusch-Pagan

Esta prueba, permite la posibilidad de determinar si mds de una variable causa el
problema de heteroscedasticidad.

Breusch y Pagan (1979) disenaron una prueba que permite detectar si existe una
relacion entre la varianza del error y un grupo de variables (recogidas en un vector 7).
El tipo de relaciéon de esta prueba no estd suscrita a algun tipo de relacién funcional. En
este caso, la prueba estd disenada para detectar la heteroscedasticidad de la forma
o? = f(y+6Z;). Donde Z;,«1) €s un grupo de g variables que afectan a la varianza
que se organizan en forma vectorial y §(; .4 corresponde a un vector de constantes.

Por ejemplo, supongamos que el cientifico de datos cree que el problema de hete-
roscedasticidad estd siendo causado por las variables W; y V;. En ese caso fendremos
QuUe Ziax1) = Wi, Vil" ¥ 8(1x2) = [61,02]. Por tanto, o? = f (v + 6 W; + 62V5).

Recapitulando, la prueba de Breusch-Pagan implica las siguientes hipdtesis nula y
alterna:
Hy:0? =0% Vi
Hp:0?=f(y+0Z;)

Los pasos para efectuar esta prueba son los siguientes:

1. Correr el modelo original Y = X + ¢ y encuentra la serie de los residuos é.
> &

2. Calcule? 62 = €6 = =1,

3. Posteriormente, estimar la siguiente regresion auxiliar: j—z =54+ 0Z; + ;.

4. Calcular la suma de los cuadrados de la regresion auxiliar (SSR = SST — SSE).

5. Calcular el estadistico BP = 952,

4Noten que esto corresponde al estimador de la varianza del error del Método de Mdéxima Verosimilitud.
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Breusch y Pagan (1979) demostraron que el estadistico BP sigue una distribucion
Chi-cuadrado con g grados de libertad (Xﬁ): bajo el supuesto de que los errores se dis-
friouyen normalmente. Por tanto, se rechazard la hipdtesis nula de homoscedasticidad
a favor de una heteroscedasticidad de la forma o2 = f (v + 6Z;) si el estadistico BP es
mayor que X;a, con un nivel de confianza del (1 — a) %.

Sin embargo, se ha documentado mucho que esta prueba no funciona bien cuan-
do el supuesto de normalidad no se cumple (Ver por ejemplo Koenker (1981)). Koenker
(1981) propone una modificacion de la prueba BP que implica transformacion de los
residuos. Esta modificacién se conoce como la versién studentizada de la prueba BP.

9.4 Prueba de White

White (1980) desarrollé una prueba mds general que las anteriores, con la ventaja
de no requerir que ordenemos los datos en diferentes grupos, ni tampoco depende de
que los errores se distribuyan normalmente. Esta prueba implica las siguientes hipdtesis
nula y alterna:

Hy : U? =02 Vi

Hy: No Hy @1

Los pasos para efectuar esta prueba son los siguientes:
1. Correr el modelo original y = X3 + € y encontrar la serie de los residuos é.

k k
2. Correr la siguiente regresion auxiliar: €2 = v+ > > §,X,,:X;; + p. Por ejemplo,
m=1j=1
si el modelo original es Y; = 81 + 2 X5; + 3X3; + &;, entonces el modelo para la
regresion auxiliar ser@®: 62 = v + 61 Xo; + 02 X3; + 03 X2, + 64 X2, 4 05 X0 X3; + ;.
3. Calcular el R? de la regresion auxiliar.
4, Calcular el estadistico de White W, = n x R2.

White (1980) demostrd que su estadistico W, sigue una distribucion Chi-cuadrado
con un nimero de grados de libertad igual al nimero de regresores que se emplean
en la regresion auxiliar (g). Por tanto, se rechazard la hipdtesis nula de no heteroscedas-
ficidad con un nivel de confianza de (1 — «) %, cuando el estadistico de esta prueba
sea mayor que x; .

9.5 Solucion a la heteroscedasticidad

En la seccién pasada se discutid cdmo detectar la presencia de heteroscedastici-
dad; pero, ¢,qué hacer si ésta, estd presente en un modelo de regresion? A continua-
cioén, existen dos soluciones que se emplean comidnmente en la estadistica y econo-
metria fradicional para solucionar el problema. La primera solucién es tratar de resolver

5E| dltimo término se conoce con el nombre de término cruzado o términos de interaccién. En algunas
oporfunidades cuando el modelo original cuenta con muchas variables explicatdrias y/o el ndmero de
observaciones no es mucho, puede ocurrir que no existan los grados de libertad necesarios para correr la
regresion auxiliar incluyendo los términos cruzados. En esos casos, algunos autores acostumbran correr la
regresion auxiliar sin los términos cruzados, si bien esto le resta poder a la prueba. Lo recomendable es incluir
los términos de interaccidn siempre que sea posible, dado que asi tiene mds poder la prueba White (1980).
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de raiz el problema modificando la muestra. Este método se conoce como el méto-
do de Minimos Cuadrados Ponderados (MCP)® que hace parte de la familia de los
Minimos Cuadrados Generadlizados (MCG). Esta aproximacion implica conocer exac-
tfamente como es la heteroscedasticidad; algo que tipicamente es dificil para el cien-
fifico de datos.

La segunda opcidén implica solucionar los sinftomas de la heteroscedasticidad, fra-
tando de estimar de manera consistente’ la matriz de varianza y covarianzas de los
coeficientes estimados. Esto permite corregir los errores estndar de los coeficientes,
y de esta manera los t calculados serdn recalculados vy, por fanto, los valores p son
diferentes.

9.6 Estimacién consistente en presencia de heteroscedasticidad de los
errores estandar.

Es muy probable que en la practica no podamos encontrar la forma exacta de la
heteroscedasticidad y por tanto no podremos “corregir” Ia muestra, de tal manera que
la heteroscedasticidad desaparezca, tal como lo hace el método de MCP. Para dar
solucién a esta dificultad, White (1980) ided una forma de corregir el estimador que
tiene el problema y no la muestra.

En especial, White (1980) mostrd que es posible adn encontrar un estimador apro-
piado para la matriz de varianzas y covarianzas de 1os 3°s obtenidos por MCO8. Recor-
demos que en presencia de heteroscedasticidad, la varianza de los coeficientes tiene
la siguiente estructura:

Var [3] = (X*X) ' XTOX(X"X)

White (1980) sugiere usar el siguiente estimador consistente para la matriz de varianzas
y covarianzas de los 3’s obtenidos por MCO:

Est.Var [B] = n(XTX)7150(XTX)71

donde:

n
1
2 :A2 T T
S():E E; Tix; x; :( 1 T1; T2 ... Tkq )
i=1

Esa matriz de varianzas y covarianzas deberd ser empleada para calcular los esta-
disticos de las pruebas de hipdtesis tanto individuales como conjuntas. De esta mane-
ra, el problema del sesgo en la matriz de varianzas y covarianzas es solucionado. De
hecho, White (1980) demostrd que ese estimador es consistente; es decir, es sesgado

%En los anexos (Ver seccion 9.12 se presenta una breve introduccion a este método de solucionar el pro-
blema de heteroscedasticidad.

’Consistencia en estadistica es la propiedad de un estimador de ser insesgado cuando la muestra es
grande.

8Recuerden que el estimador MCO del vector 8 sigue siendo insesgado, el problema se presenta en el
estimador de la matriz de varianzas y covarianzas.
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en muestras pequenas (y por tanto no funciona) pero insesgado en muestras gran-
des (y por tanto funciona bien en muestras grandes). Por esta razdén este estimador
(y otros similares) es conocido como estimador H.C. (heteroskedasticity consistent). Es
importante mencionar, que esto no hace que al emplear esta solucidn se obtenga
un estimador MELI. La varianza del estimador MCO sigue siendo mds grande que por
ejemplo los del estimador MCG.

Por otro lado, Davidson, Russell and MacKinnon (1993) y Cribari-Neto (2004) propusie-
ron modificaciones a la propuesta de White (1980). Es decir, existen varios estimadores
H.C. disponibles. El estimador de White para la matriz de varianzas y covarianzas de 3

se tiene:
1 (XTX)‘1 (1 i T) <XTX>‘1
— —Zwixixi
n n n P n

La diferencia entre los métodos H.C. propuestos estdn en w; (ponderacién de los datos).
Por ejemplo,

= White (1980) propone w; = ¢? (A este método se le conoce como HCO).

» Davidson, Russell and MacKinnon (1993) proponen : w; = -e? (HC1).

= Davidson, Russell and MacKinnon (1993) también proponen ofro estimador: w; =
ﬁ (HC2), donde p;; es el elemento i de la matriz de proyecciones conocida

como P gorro.
= Davidson, Russell and MacKinnon (1993) sugieren un tercer estimador: w; =
(HC3).
» Cribari-Neto (2004) proponen: w; = % (HC4), donde §; = min{4,p;;/p} Y P =
Davidson, Russell and MacKinnon (1993) sugerian nunca usar White (1980) (HCO)
pues podemos encontrar un mejor estimador. En esa misma direccién, Long y Ervin
(2000) encontraron con simulaciones de Monte Carlo que HC3 se comporta mejor en
muestras pequenas y grandes. Cribari-Neto (2004) mostré que HC4 se comporta mejor
en muestras pequenas, especialmente si hay observaciones influyentes.

e
(1—pis)®

Por otro lado, también es importante reconocer que al emplear un estimador H.C.
tfambién debemos modificar nuestras pruebas conjuntas empleando la correspondien-
te matriz H.C.

Por ejemplo, la prueba de Wald para una restriccion de la forma RS = q sera:

= ()" [ s [ ] (1)

9.7 PracticaenR

Continuaremos con la pregunta de negocio que discutimos en el Capitulo anterior
(Ver seccion 8.5). Recordemos que en este caso el gerente del hospital de nivel tres



234

Heteroscedasticidad

"SALUD PARA LOS COLOMBIANOS”, ubicado en la ciudad de Bogotd, tenia la siguiente
pregunta de negocio: ¢existe 0 no una brecha salarial entre hombres y mujeres? Los
datos se encuentran disponibles en el archivo DatosMultiColinealidad.csv [LOS datos
y la aproximacioén de esta seccidn corresponden a Bernat (2004).}. Los datos se pueden
descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasicoy/.

El modelo que estimamos fue el siguiente:
In(ih;) = Bo + Pryedu; + Poexp; + Bsexp? + BaD; + BsDexp; + BgDexp? + €; 9.2)
donde,

D, — 1 sielindividuo ¢ es mujer
10 o.w.

Ademds, In(ih;) representa el logaritmo natural del ingreso por hora del individuo i,
yedu; Y exp; denotan los anos de educacion y de experiencia del individuo .

Adicionalmente, recuerden que habiomos encontrado un problema de multicoli-
neadlidad que decidimos era mejor no resolver. Ahora nuestra tarea serd aplicar las
diferentes pruebas de heteroscedasticidad y de ser el caso aplicar una solucion.

Carga los datos y estima el modelo de nuevo guardando los resultados en un objeto
resl.

9.8 Andilisis grafico de los residuos

Como se menciond anteriormente, una practica comun para detectar infuitivamen-
te problemas de heteroscedasticidad en el término de error es emplear grdficas de
dispersion de los errores estimados (¢) y de las variables independientes, al igual que
los errores estimados y el valor estimado de la variable dependiente. Algunos autores
también sugieren emplear grdficos de dispersidon del cuadrado de los residuos (£2) y
las variables explicativas. Estos graficos son empleados para determinar la existencia
de algun patrén en la variabilidad del error. En este caso sélo graficaremos los errores
contra las variables explicatorias yedu;, exp; y exp? (Pero tu puedes efectuar todos los
otfros graficos). Recuerden que es muy probable que este andlisis grafico no sea Util
con las cantidades de variables explicativas que trabajan los cientificos de dafos.

Extraigamos los residuales del objeto de clase Im con la funcion resid() del paque-
te central de R. Esta funcidén solo requiere como argumento un objeto de clase Im.
Ademds, guardemos los residuales en el objeto e.

e <- resid(resl)

El correspondiente modelo estimado se reportd en el capitulo anterior (Ver Cuadro
8.1). Pero noten que esos resultados no son interesantes hasta que estemos seguros que
Nno existe un problema de heteroscedasticidad. Ahora grafiguemos los residuos versus
las variables explicativas del modelo (Ver Figura 9.5).


https://www.icesi.edu.co/editorial/modelo-clasico/
https://www.icesi.edu.co/editorial/modelo-clasico/
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par(mfrow = c(2, 2))

plot(datos$yedu, e)

plot(datos$exp, e)

plot(datos$exp~2, e)
plot(as.numeric(datos$sexo == "mujer"), e)

Figura 9.5. Grdfico de residuales versus variables explicativas

Es-giigigisiﬁiséééo .
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datos$exp’2 as.numeric(datos$sexo == "mujer")

Fuente: elaboraciéon propia.

En el grafico no es posible apreciar una relacién clara entre la variabilidad de los
errores y los anos de educacion al igual que con la variable sexo. Con los anos de
experiencia parece existir menos dispersion a medida que los anos de experiencia au-
mentan. Pero este fendmeno se hace evidente cuando se grafican los residuos versus
los anos de experiencia al cuadrado. Se observa claramente que la dispersidon de los
residuos disminuye a medida que se incrementa el cuadrado de la experiencia. Este
es un sinfoma de heteroscedasticidad.

9.9 Pruebas de heteroscedasticidad

9.9.0.1 Prueba de Breusch-Pagan

Hay muchas funciones que permiten calcular esta prueba en R. Por ejemplo, existe
la funcién bptest() del paquete Imfest (Zeileis y Hothorn, 2002) que nos da la opcidn
de calcular la version studentizada de la prueba propuesta por Koenker (1981) para
el caso en que los residuos no sigan una distribucion normal. Otfra funcién con unas
opciones muy Utiles es ols_test_breusch_pagan() del paquete olsrr (Hebbali, 2020). Esta
dltima funcién no permite calcular la versidn studentizada de la prueba pero permite
hacer simultdneamente muchas pruebas de Breusch-Pagan y corrige los valores p para
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tener en cuenta las multiples pruebas que se pueden realizar al mismo fiempo. Las
correcciones que incluye esta funcién son las de Bonferroni, Sidak y Holm.

Empecemos empleando la funcién bptest() del paquete Imfest. Esta funcién tiene
tfres argumentos importantes, uno de ellos indispensable

bptest(formula, varformula = NULL, studentize = TRUE, data = list())
donde:

s formula: férmula del modelo de regresidon o un objeto de clase Im.

= varformula: una férmula que incluya las posibles variables explicativas de la va-
rianza. Por defecto se toman las mismas variables explicativas que en el modelo
de regresion principal.

» studentize: permite determinar sise empleardla version studentizada de la prueba
o no. El valor por defecto es studentize = “TRUE”. Es decir, si no se especifica este
argumento se calculard la version studentizada.

¢ data: si se emplea una férmula para la varianza, este argumento es obliga-
torio y tendrd que contener el data.frame donde se encuentran las variables
que se emplean para explicar la varianza.

De esta manera, la prueba de Breush-Pagan cuya hipdtesis alterna es que todas las
variables del modelo causan el problema de heteroscedasticidad se puede calcular
con el siguiente codigo:

library(Ilmtest)
bptest(resl, studentize = FALSE)

##

## Breusch-Pagan test

##

## data: resl

## BP = 49.546, df = 6, p-value = 5.798e-09

En este caso se puede rechazar la nula de homoscedasticidad en favor de la alter-
na. Es decir, la varianza es funcién de todas las variables. En otfras palabras, existe un
problema de heteroscedasticidad.

Si queremos ver si es la variable exp la que causa el problema de heteroscedastici-
dad, podemos hacerlo faciimente, empleando el siguiente codigo.

bptest(resl, ~exp, studentize = FALSE, data = datos)

##

## Breusch-Pagan test

#i#

## data: resl

## BP = 2.3968, df = 1, p-value = 0.1216

En este caso la hipdtesis nula de homoscedasticidad no es rechazada y, por tanto,
se concluiria que existe homoscedasticidad (por lo menos no existe heteroscedasti-
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cidad causada unicamente por la variable exp), contrario a como lo infuimos de los
grdficos. Noten que esto llama la atencién a la necesidad de hacer maltiples pruebas
con hipdtesis alternas diferentes (por lo menos para cada variable y el total de estas).

La funcion ols_test_breusch_pagan() del paquete olsrr, permite probar al mismo
fiempo si cada una de las variables estd causando el problema de heterosce-
dasticidad o todas al mismo tiempo. Esta funcidén requiere de cuatro argumentos.

ols_test_breusch_pagan(model, rhs, multiple, p.adju)
donde:

= model: El objeto de clase Im al que se le realizard la prueba

m rhs: es un valor l6gico, si es igual a TRUE implica que se empleardn todas las va-
riables explicativas del modelo para hacer las pruebas; si rhs = FALSE entonces
la hipdtesis alterna serd que la varianza es funcidn de los valores estimados de la
variable dependiente (esto comunmente no tiene mucho sentido).

= multiple: es igual a un valor I6gico y permite realizar todas las pruebas en las que
la varianza depende de cada una de las variables explicativas y de todas ella
(multiple = TRUE).

= p.adj: permite especificar qué tipo de correccidn estadistica aplicarle al valor p
para tener en cuenta que se estdan realizando multiples comparaciones al tiempo.
Las opciones para este argumento son “none” para ninguna correccion, “bonfe-
rroni” para la correccién de Bonferoni, “sidak” para la de Sidak y “holm” para la
de Holm.

Por ejemplo, el siguiente cddigo realiza pruebas de Breusch-Pagan para cada una
de las variables explicativas y para todas al tiempo, y corrige los respectivos valores p
con el método de Bonferroni.

library(olsrr)
ols_test_breusch_pagan(resl, rhs = TRUE, multiple = TRUE, p.adj = "bonferroni'")

##

## Breusch Pagan Test for Heteroskedasticity

#w -

## Ho: the variance is constant

## Ha: the variance is not constant

##

#it Data

# -
## Response : Lnih

## Variables: yedu exp I(exp”2) sexomujer exp:sexomujer I(exp~2):sexomujer
##

#i Test Summary (Bonferroni p values)
B oo
##  Variable chi2 df )

B oo
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##  yedu 23.13058768 1 9.081815e-06
##  exp 2.39681316 1 7.294963e-01
##  I(exp~2) 0.06323815 1 1.000000e+00
##  sexomujer 3.46086767 1 3.770240e-01
##  exp:sexomujer 3.96265681 1 2.791214e-01
##  I(exp~2):sexomujer 1.73988308 1 1.000000e+00
# -
##  simultaneous 49.54557532 6 5.797772e-09
#w -

Los resultados muestran que con un 99% de confianza podemos rechazar la nula
de homoscedastidad para todos los casos. Es importante anotar que los estadisticos
resultantes no son iguales entre la funcidn bptest() y ols_test_breusch_pagan() dado
que esta Ultima no emplea como estadistico de prueba BP = Sg—R sino nR?. En todo
caso los resulfados son equivalentes.

Antes de concluir que existe un problema de heteroscedasticidad, es importante
estar seguros que el supuesto de normalidad de los errores que requiere esta prueba
se cumple. Existen varias pruebas de normalidad como se discute en Alonso y Monte-
negro (2015), todas tienen la caracteristica de que la hipétesis nula es la normalidad y
la alterna es la no normalidad. Las pruebas mds comunes de normalidad son Shapiro-
Wilk (Shapiro y Francia, 1972), Kolmogorov-Smirnov (Kolmogorov, 1933), Cramer-von Mi-
ses (Cramér, 1928) y Anderson-Darling (Anderson y Darling, 1952). Una forma rdpida
de redlizar estas pruebas de normalidad es emplear la funcion ols_test_normality () del
paquete olsrr. La hipdtesis nula de estas pruebas de hormalidad es que la variable fue
generada por una distribucién normal, versus la alterna que es otra distribucion.

ols_test_normality(resl)

-
#it Test Statistic pvalue
# -
## Shapiro-Wilk 0.9583 0.0000
## Kolmogorov-Smirnov 0.0636 0.0000
## Cramer-von Mises 174.9537 0.0000
## Anderson-Darling 12.4223 0.0000
-

En todos los casos las pruebas de normalidad permiten concluir que los residuos no
siguen una distribucién normal. Por eso, no son confiables los resultados de la prueba
de Breusch-Pagan tradicional. Deberiamos entonces emplear la version studentizada
de la prueba propuesta por Koenker (1981) para el caso en que los residuos no sigan
una distribuciéon normal.

bptest(resl, studentize = TRUE)
##

## studentized Breusch-Pagan test
##
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## data: resl
## BP = 18.412, df = 6, p-value = 0.00528

Por lo tanto, los resultados de esta prueba indican que existe un problema de hete-
reoscedasticidad.

9.9.0.2 Prueba de White

Por Ultimo, realicemos la prueba de White? para contrastar la hipdtesis nula de no
heteroscedasticidad versus la alterna de heteroscedasticidad se puede calcular em-
pleando la funcidn white() del paquete skedastic (Farrar y University of the Western
Cape, 2024). Esta funcidn tipicamente incluye los siguientes argumentos:

white(mainim, interactions = FALSE)
donde:

= mainim: es un objeto de clase Im que contiene la regresidon sobre la cual se redli-
zard la prueba.

= interactions: es un valor I6gico, si es igual a TRUE se incluyen los términos de inter-
accioén; siinteractions = FALSE entonces no se incluyen los términos de interaccion.
Esta dltima es la opcidn por defecto. En general es recomendable incluir los tér-
minos de interaccidn (esto comdnmente no tiene mucho sentido).

library(skedastic)
white(resl, interactions = TRUE)

## # A tibble: 1 x 5

## statistic p.value parameter method alternative
## <dbl> <dbl> <dbl> <chr> <chr>
## 1 37.9 0.0793 27 White's Test greater

En este caso con un 95% de confianza no se puede rechazar la hipdtesis nula de
homoscedasticidad.

9.10 Solucién al problema de heteroscedasticidad con HC

Sumando los resultados de las pruebas anteriores, se puede concluir que existe evi-
dencia de la presencia de heteroscedasticidad. Por tanto, es pertinente solucionar el
problema para hacer inferencia.

Como se discutié anteriormente, una forma de solucionar el problema es emplean-
do estimadores consistentes en presencia de heteroscedasticidad para la (H.C.) po-
ra la matriz de varianzas y covarianzas. Esto se puede hacer empleando el paquete

Waldman (1983) mostrdé que si las variables en la hipdtesis alterna son las mismas que las usadas en
la prueba de White, entonces esta prueba es algebraicamente igual a la version studentizada de Breusch-
Pagan (con todas las variables de la regresion auxiliar de White como causantes de la heteroscedasticidad).
Es decir, en principio se puede emplear la funcidn bptest() para esta prueba. Pero la mayoria de estas
aproximaciones pueden ser engorrosas cuando el modelo incluye muchas variables explicativas y, por tanto,
los productos cruzados pueden ser muchos para incluirlos en la férmula
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sandwich (Zeileis, 2004) y la funcidén veovHC(). Esta funcion requiere dos argumentos:
el objeto de clase Im al que se le quiere corregir la matriz de varianzas y covarianzas y
el tipo de correccién que por defecto es la que denominamos HC3 (la propuesta por
Davidson, Russell and MacKinnon (1993) y sugerida por Cribari-Neto (2004)).

Para este caso, tenemos que la correccidon HC3 se puede estimar de la siguiente
manera:

library(sandwich)

# HC3 Davidson y MacKinnon (1993)

vcovHC (res1)

#i (Intercept) yedu exp I(exp™2)
## (Intercept) 8.317882e-03 -2.271974e-04 -4.947456e-04 7.713180e-06
## yedu -2.271974e-04 2.059261e-05 1.825652e-06 1.795725e-08
## exp -4.947456e-04 1.825652e-06 4.626380e-05 -8.473137e-07
## I(exp~2) 7.713180e-06 1.795725e-08 -8.473137e-07 1.718700e-08
## sexomujer -5.423997e-03 -3.514125e-05 4.723621e-04 -7.955854e-06
## exp:sexomujer 4.554557e-04 1.742774e-06 -4.609217e-05 8.527277e-07
## I(exp~2):sexomujer -7.815056e-06 -8.851575e-09 8.506639e-07 -1.721951e-08
#i sexomujer exp:sexomujer I(exp~2):sexomujer

## (Intercept) -5.423997e-03 4.554557e-04 -7.815056e-06

## yedu -3.514125e-05 1.742774e-06 -8.851575e-09

## exp 4.723621e-04 -4.609217e-05 8.506639e-07

## I(exp~2) -7.955854e-06 8.527277e-07 -1.721951e-08

## sexomujer 9.727628e-03 -8.059566e-04 1.354197e-05

## exp:sexomujer -8.059566e-04 8.079147e-05 -1.502262e-06

## I(exp~2):sexomujer 1.354197e-05 -1.502262e-06 3.066016e-08

Ahora, como no es muy Util la matriz de varianzas y covarianzas sola, sino mds bien
los respectivos tindividuales y sus correspondientes valores p, podemos emplear la fun-
cion coeftest() del paquete Imfest para realizar las pruebas individuales. La funcidn
coeftest() necesita dos argumentos:

coeftest(x, vcov. = NULL)
donde:

= X: es el objeto al que se le realizard la prueba, generalmente de clase Im.

m vcov.: la matriz de varianzas y covarianzas que se quiera emplear. Si no se es-
pecifica una matriz de varianzas y covarianzas, entfonces se empleara la de los
MCO.

Por ejemplo, para este caso podemos ver cémo individualmente, los coeficientes
de las variables asociadas a la dummy de sexo no son significativos individualmente.

library(lmtest)
# HC3 Davidson y MacKinnon (1993)
coeftest(resl, vcov = (vcovHC(resl)))
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#i#t
##
##
##t
#it
#i#t
##
##
#H#t
#i#t
#i#
##
##

t test of coefficients:

Estimate
(Intercept) 5.8557e+00
yedu 1.3064e-01
exp 3.3948e-02
I(exp~2) -2.9550e-04
sexomujer -1.1666e-01
exp:sexomujer -3.9387e-03
I(exp~2):sexomujer 5.3015e-05

Signif. codes: 0 '**x' 0.001

Estos resultados comparados con la estimacién MCO se reportan en el Cuadro 9.1.

Std. Error t value

.1202e-02
.5379e-03
.8017e-03
.3110e-04
.8629e-02
.9884e-03
.7510e-04

= 00 O = O b ©

I**l 0.01 l*l

64.
. 7882
.9911
.2540
.1828
.4382
.3028

0

2056

.05 '.

Pr(>1tl)

< 2.2e-16 *xxx

< 2.2e-16 *xxx*

6.754e-07 *xx
0.02435 =*

0.23707
0.66131
0.76211

' 0‘1 ' 1

1
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Cuadro 9.1. Modelo estimado por MCO y correccién HC

Dependent variable:
Lnih
MCO HC3
M 2
yedu 0.137*** 0.137***
(0.004) (0.005)
exp 0.034*** 0.034***
(0.005) (0.007)
I(exp™2) —0.0003*** —0.0003**
(0.0001) (0.0001)
sexomujer -0.117 -0.117
(0.084) (0.099)
exp:sexomuijer —0.004 —0.004
(0.008) (0.009)
I(exp"2):sexomujer 0.0001 0.0001
(0.0002) (0.0002)
Constant 5.856*** 5.856***
(0.075) (0.091)
F Statistic (df = 6; 1408) 195.348*** 147.36***
Observations 1,415 1415
R2 0.454 0.454
Adjusted R? 0.452 0.452
Residual Std. Error (df = 1408) 0.574 0.574
Note: *p<0.1; **p<0.05; ***p<0.01

A manera de ejemplo se muestra las ofras posibles correcciones.

# White (1980)
coeftest(resl, v

cov = (vcovHC(res1l, "HC0")))

#H#
#it
#i#
##
##
##
#Ht
#it
#i#
##
##
##t

t test of coe

(Intercept)
yedu

exp

I(exp~2)
sexomujer
exp:sexomujer

fficients:

Estimate
5.8557e+00
1.3064e-01
3.3948e-02

-2.9550e-04
-1.1666e-01
-3.9387e-03

I(exp~2):sexomujer 5.3015e-05

Std. Error t value Pr(>|tl)
9.0230e-02 64.8974 < 2.2e-16 *x*x*
4.5104e-03 28.9636 < 2.2e-16 **x*
6.6308e-03 5.1197 3.483e-07 *xx*
1.2605e-04 -2.3443 0.0192 =*
9.7408e-02 -1.1977 0.2312
8.7934e-03 -0.4479 0.6543
1.6940e-04 0.3130 0.7544
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## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

# Davidson y MacKinnon (1993)
coeftest(resl, vcov = (vcovHC(resl, "HC1")))

it

## t test of coefficients:

##

## Estimate Std. Error t value Pr(>ltl)

## (Intercept) 5.8557e+00 9.0454e-02 64.7367 < 2.2e-16 ***
## yedu 1.3064e-01 4.5216e-03 28.8919 < 2.2e-16 **x*
## exp 3.3948e-02 6.6473e-03 5.1070 3.721e-07 ***
## I(exp~2) -2.9550e-04 1.2637e-04 -2.3385 0.0195 =*
## sexomujer -1.1666e-01 9.7650e-02 -1.1947 0.2324

## exp:sexomujer -3.9387e-03 8.8152e-03 -0.4468 0.6551

## I(exp~2):sexomujer 5.3015e-05 1.6982e-04 0.3122 0.7549

#t ———

## Signif. codes: O '#¥x' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

# Davidson y MacKinnon (1993)
coeftest(resl, vcov = (vcovHC(resl, "HC2")))

#Hit

## t test of coefficients:

##

#i# Estimate Std. Error t value Pr(>[tl)

## (Intercept) 5.8557e+00 9.0708e-02 64.5556 < 2.2e-16 **xx*
## yedu 1.3064e-01 4.5241e-03 28.8759 < 2.2e-16 **x
## exp 3.3948e-02 6.7141e-03 5.0562 4.839e-07 **x*
## I(exp~2) -2.9550e-04 1.2851e-04 -2.2994 0.02163 =*
## sexomujer -1.1666e-01 9.8006e-02 -1.1904 0.23411

## exp:sexomujer -3.9387e-03 8.8884e-03 -0.4431 0.65774

## I(exp~2):sexomujer 5.3015e-05 1.7217e-04 0.3079 0.75819

## ——-

## Signif. codes: 0 's¥x' 0.001 '*xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

# Cribari-Neto (2004)
coeftest(resl, vcov = (vcovHC(resl, "HC4")))

#i#

## t test of coefficients:

#i#

## Estimate Std. Error t value Pr(>ltl)

## (Intercept) 5.8557e+00 9.1595e-02 63.9306 < 2.2e-16 **x*
## yedu 1.3064e-01 4.5321e-03 28.8250 < 2.2e-16 **x
## exp 3.3948e-02 6.9554e-03 4.8808 1.177e-06 *x*
## I(exp~2) -2.9550e-04 1.3620e-04 -2.1697 0.0302 *

## sexomujer -1.1666e-01 9.9245e-02 -1.1755 0.2400
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## exp:sexomujer -3.9387e-03 9.1539e-03 -0.4303 0.6671
## I(exp~2):sexomujer 5.3015e-05 1.8070e-04 0.2934 0.7693
## ——=

## Signif. codes: O '#¥x' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

En este caso se puede observar que los resultados son robustos a la aproximacion
que se emplee. En todo caso parece ser mejor emplear el HC3 de acuerdo a las simu-
laciones de Monte Carlo realizadas por Long y Ervin (2000).

Ahora miremos si conjuntamente todos los coeficientes que acompanan a las
dummy son cero 0 no con la correccidon de heteroscedasticidad. Eso lo podemos
hacer de manera muy facil dado que todas las funciones estudiadas previamente
soportan la inclusién de una matriz de varianzas y covarianzas H.C. Por ejemplo,

library (AER)
res2 <- 1lm(Lnih ~ yedu + exp + I(exp~2), datos)

waldtest(res2, resl, vcov = vcovHC(resl))

## Wald test

##

## Model 1: Lnih ~ yedu + exp + I(exp~2)

## Model 2: Lnih ~ yedu + exp + I(exp~2) + sexo + sexo * exp + sexo * I(exp~2)
##  Res.Df Df F Pr(>F)

## 1 1411

## 2 1408 3 10.15 1.293e-06 *x**

## ——-

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Los resultados muestran que se puede rechazar la hipdtesis nula de que el modelo
restringido es mejor que no restringido. Es decir, al menos uno de los coeficientes aso-
ciados a la dummy de sexo es significativo. Es decir, si existe diferencia en como se
trata a los hombres y a las mujeres.

9.11 Ejercicios

Las respuestas a estos ejercicios se encuentran en la seccidén 16.5.

9.11.1 Similacion de Monte Carlo

Realice un experimento de Monte Carlo similar al que se realiza en la Infroduccién
de este Capitulo. En este caso nos interesa conocer cudl es la proporciéon de veces
qgue se rechaza la hipdtesis nula de las pruebas individuales para las dos pendientes
con los estimadores MCO sin heteroscedasticidad, los estimadores MCO con heteros-
cedasticidad y la correccidon HC3 en parecencia de heteroscedasticidad. Realice el
experimento para muestras de tfamano 20, 50, 200 y 1000. ¢ Qué puedes concluir?
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9.12 Anexos

9.13 Demostracion de la insesgadez de los estimadores en presencia
de heteroscedasticidad

En presencia de heteroscedasticidad los estimadores MCO siguen siendo insesgo-
dos. Esta afirmacion se puede demostrar facilmente. Consideremos un modelo lineall
con un férmino de error heterosceddstico y no autocorrelacion. Es decir,

y=XB+e¢
Donde Elg] = 0, Varle;] = o2y Eleiej] = 0, Vi # j. Ahora determinemos si 3 =
(XTX) ~'XTy sigue siendo insesgado o no. A,
E M -E [(xTx)’ley} = (XTX) 'XTEy]
B[] = (X*X) ' XTE[XA + <] = (XTX) ' XTXB+ (XTX) ' XTE[E]

B[] = (X™X) ' X"X5 =T

E[f] =5

9.14 Demostracion del sesgo de la matriz de varianzas y covarianzas
en presencia de heteroscedasticidad

En presencia de heteroscedasticidad el estimador de la matriz de varianzas y covo-
rianzas de MCO (Var [B] = 5% (XTX)) es sesgado. Es més, el estimador MCO para los

coeficientes (3 = (XTX)71 XTy) no es eficiente; es decir no tiene la minima varianza
posible. Esta afirmacion se puede demostrar facilmente.

Continuando con el modelo considerado en el Anexo anterior, en este caso tene-
Mos que:

o2 0 ... 0

2

Varfe]=E [eTe] =Q= 0 o2
O
0 0 ... o2

Ahora podemos calcular la varianza de los estimadores MCO. Es decir,
Var [B] =Var [(XTX)_1 XTy}

Por tanto, tendremos que:

Var [f] = (X*X) " X™Var[y] X (X*X)
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Var [3] = (X™X) " X™Var [£] X (X*X)

Var M — (XTX) ' XTOX (XTX)

La varianza no es la minima posible. Y por otro lado, al emplear el estimador MCO

para la matriz de varianzas y covarianzas de los betas (Var [B} = 52 (XTX)_l) en pre-

sencia de heteroscedasticidad se obtendrd un estimador cuyo valor esperado no es
igual a la varianza real; es decir, el estimador MCO para la matriz de varianzas y cova-
rianzas de los betas serd sesgado.

9.15 Solucién por minimos cuadrados ponderados

Si conocemos la varianza de cada uno de los errores es posible utilizar el método de
Minimos Cuadrados Ponderados (MCP) que hace parte de la familia de los Minimos
Cuadrados Generalizados (MCG). La idea de esta solucidn es muy sencilla, e implica
tfransformar los datos de la muestra de tal forma que el problema desaparezca de la
muestra. Por ejemplo, partamos del siguiente modelo:

Y = B+ BoXoi + B3 X3 + .. 4 BuXpi + €5 (9.3)

Con un vector de errores con las siguientes caracteristicas: E [e;] = 0, E [e;e;] = 0,y con
una varianza de los errores conocida Var [g;] = W2o?2. Si dividimos el modelo por W;

obtenemos'®:

Y Xo; X3 X &

1 .
=B . L 9.4
A A TS T A 2 G4
Note que:
€ 1
Var [Zl = —fVar [ei] = —EWZ?UQ = o?

Es decir, ahora cada observacion tiene varianza constante y, por lo tanto, el problema
de heteroscedasticidad ha sido resuelto, de tal manera que los estimadores MCO para
el modelo (9.1) ya son MELI.

El problema practico de esta aproximacioén es conocer exactamente la naturaleza
de la heteroscedasticidad, por eso en la prdctica es aconsejable para los cientificos
de datos emplear una solucién H.C. dados los grandes volimenes de observaciones
gue se emplean.

10Los W; son conocidos como los pesos de ponderacion, de ahi el nombre del método.
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Objetivos del capitulo
El lector, al finalizar este capitulo, estard en capacidad de:

= Emplear las herramientas estudiadas en los capitulos anteriores para responder
una pregunta de negocio que implique analitica diagndstica.

» Presentar los resultados de una regresion de manera grafica empleando R con
solucién H.C..

= Determinar cudl variable tiene mas efecto sobre la variable explicativa emplean-
do R en presencia de heteroscedasticidad.
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Primer caso de negocio (actualizado)

10.1 Introduccion

En el Capitulo 7 trabajamos en responder una pregunta de negocio del portal de
noticias en Internet Mashable (https://mashable.com). La pregunta de negocio del
editor era: ¢De qué depende el nUmero de shares de un articulo? A esta pregunta
venia anexa ofra: ¢ Existe alguna variable accionable que pueda ser modificada para
generar una recomendacion a los escritores?

Responder esta pregunta de negocio implicaba realizar analitica diagndstica y reo-
lizamos una busqueda automdatica para encontrar modelos candidatos a ser el mejor
modelo. Posteriormente los comparamos empleando pruebas de modelos no anida-
dos para encontrar el mejor modelo. Este andlisis o hicimos sin fener en cuenta que
podiamos estar violando supuestos del Teorema de Gauss-Markov. En este capitulo rea-
lizaremos las modificaciones necesarias a nuestro andlisis para brindar una respuesta
estadisticamente correcta a la pregunta de negocio.

Recordemos que para realizar nuestro andlisis contamos con una base de datos que
contenia los articulos publicados en un periodo de dos anos suministrada por Fernan-
des et al. (2015). La base de datos se encuentra en el archivo DatosCasol.csv'. Labase
de datos contiene 39644 observaciones y 61 variables que se describen en la seccion
7.2.

De esta manerq, la base de datos con que trabajaremos corresponde a datos de
corte tfransversal. De inmediato debemos sospechar de un posible problema de he-
teroscedasticidad. A continuacidn recrearemos nuevamente todos los pasos seguidos
en el Capitulo 7 y se aclarardn cudles pasos deben ser modificados en presencia de
multicolinealidad y heteroscedasticidad (jsi es que encontramos que existe alguno o
ambos problemas!).

10.2 El plan

Recordemos que nuestra primera tarea fue trazar una ruta analitica para responder
la pregunta de negocio.

Ahora, con esta aproximacion completa debemos ajustar nuestro plan (en negrilla
se resaltan los nuevos pasos) que serdn los siguientes:

1. Encontrar diferentes modelos candidatos a ser el mejor modelo.

2. Determinar si existe un problema de heteroscedasticidad en los modelos candi-
datos.

Limpiar los modelos candidatos de variables no significativas.

Comparar los modelos candidatos para seleccionar un Unico modelo.
Determinar si existe un problema de multicolinealidad.

Identificar la variable mds importante para explicar la variable dependiente.
Generar las recomendaciones .

Generar visualizaciones de los resultados.

XN O AW

Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.


https://mashable.com
https://www.icesi.edu.co/editorial/modelo-clasico/
https://www.icesi.edu.co/editorial/modelo-clasico/

Deteccion de posibles modelos

249

Empecemos a gjecutar esa ruta analitica para resolver la pregunta de negocio.

10.3 Deteccion de posibles modelos

Recuerden que la primera variable en la base de datos no es relevante (url), ésta
corresponde al enlace del articulo, y por tanto la debemos eliminar. Lo cual implica
gue fendremos 5,7646075 x 1017 posibles modelos.

Lean los datos empleando la funcién read.csv(), gudrdenlos en el objeto
datos.casol Yy elimina la primera variable que no es relevante.

datos.casol <- read.csv("./Data/DatosCasol.csv", sep = n_my
datos.casol <- datos.casol[, -1]

El siguiente paso es encontrar los mejores modelos empleando las estrategias de
regresion paso a paso forward, backward y combinada con el AIC, con el valor p y
el R? ajustado. No obstante, en este caso que es posible que exista heteroscedastici-
dad (mds adelante lo demostraremos) es mejor no emplear el criterio del valor p, pues
sabemos que este criterio depende del estadistico 1, el cual a su vez depende del esti-
mador del error estédndar. Y sabemos que en presencia de heteroscedasticidad, estos
errores est@ndar no son los minimos posibles. Es decir, si existe heteroscedasticidad, los
errores estandar no son los mds pequenos posibles, y por tanto los t calculados estardn
errados y por tanto los valores p.

Por otfro lado, el problema de multicolinealidad puede hacer que el R? esté inflado 'y,
por tanto, el R? ajustado puede también estar inflado. Pero por ahora no tenemos por
qué intuir este problema. Trabajaremos con esta métrica, pero teniendo en mente que
nuestro resultado podria estar afectado por un problema de multicolinealidad cuando
empleemos el R? gjustado para seleccionar un candidato a mejor modelo.

Esto nos deja con 6 opciones de algoritmos y criterios de seleccidn que se presentan
en el Cuadro 10.1. Mantendremos los mismnos nombres de modelos que se emplearon
en el Capitulo 7 para evitar confusiones. Los modelos que obtenemos los guardaremos
con los nombres que se presentan el Cuadro 7.1.

Cuadro 10.1. Modelos a estimar con los diferentes algoritmos

Nombre del objeto Algoritmo  Ciriterio

modelo] Forward R? gjustado
modelo3 Forward AIC
modelo4 Backward R? gjustado
modelob Backward AIC
modelo?7 Both R? gjustado
modelo? Both AIC

Fuente: elaboracion propia.
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Partamos de estimar los modelos lineales con todas las variables potenciales
(max.model).

# modelo con todas las wartables
max.model <- lm(shares ~ ., data = datos.casol)

Ahora procedamos a encontrar modelos candidatos para ser los mejores modelos.
Empecemos con la estrategia stepwise Forward.

10.3.1 Stepwise forward
Empecemos por el modelo 1: algoritmo Forward y criterio de R? ajustado.

# cargando la libreria library(leaps)
modelol <- regsubsets(x = datos.casol[, 1:59], y = datos.casol[, 60], nvmax =
- 60,

method = "forward")

## Reordering variables and trying again:

ml <- summary(modelol)

index <- 1:length(modelol$xnames)

n.index <- index[ml$which[which.max(ml$adjr2), ] == 1]

vars.modelol <- modelol$xnames[index[ml$which[which.max(ml$adjr2), ] == 1]]
vars.modelol <- vars.modelol[-1]

# vars.modelol <- wars.modelol[-30]

formula.modelol <- as.formula(paste("shares ~ ", paste(vars.modelol, collapse =
e n + |l) s
sep = " n))

modelol <- 1lm(formula.modelol, data = datos.casol)

Ahora tenemos que constatar si el modelo 1 tiene o0 no heteroscedasticidad.

Para realizar la prueba de Breusch-Pagan, debbemos constatar si el supuesto de nor-
malidad se cumple. Para esto extraigamos los residuales con la funcidn residuals() y
efectuemos las pruebas de normalidad. En esta ocasién contamos con una muestra
muy grande y la funcién ols_test_normality () del paquete olsrr no trabaja con muestras
mayores a 5mil observaciones. Tenemos otras opciones como la funcidn ks.test() del
paquete base que permite también realizar la pruebas de Kolmogorov-Smirnov (Kol-
mogorov, 1933). Otfra prueba de normalidad que se puede emplear es la de Jarque y
Bera (1987). La funcion jarque.bera.test() del paquete tseries (Trapletti y Hornik, 2019).

# se extraen los residuales

res.modelol <- residuals(modelol)

# pruebas de normalidad Kolmogorov-Smirnov
ks.test(res.modelol, y = pnorm)

##t
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## Asymptotic one-sample Kolmogorov-Smirnov test
#i#

## data: res.modelol

## D = 0.76388, p-value < 2.2e-16

## alternative hypothesis: two-sided

# pruebas de normalidad Kolmogorov-Smirnov
library(tseries)
jarque.bera.test(res.modelol)

#it

## Jarque Bera Test

#i#

## data: res.modelol

## X-squared = 5856816137, df = 2, p-value < 2.2e-16

Los residuales de este modelo no siguen una distribucidén normal. Por eso no son con-
fiables los resultados de la prueba de Breusch-Pagan tradicional. Deberiamos entonces
emplear la version studentizada de la prueba propuesta por Koenker (1981).

# se carga la libreria

library(lmtest)

# prueba de Breusch-Pagan studentizada
bptest(modelol, studentize = TRUE)

##

## studentized Breusch-Pagan test

##

## data: modelol

## BP = 77.435, df = 29, p-value = 2.732e-06

Con un 99% de confianza podemos rechazar la hipétesis de homoscedasticidad. Y
para la prueba de White obtendremos el mismo resultado (jinténtenlol).

Esto implica que no es posible hacer inferencia sobre el modelo obtenido anterior-
mente empleando los estimadores MCO vy, por tanto, eliminar las variables no signifi-
cativas como lo hicimos en el Capitulo 7. Corrijamos el problema empleando los esti-
madores HC3 (la propuesta por Davidson, Russell and MacKinnon (1993) y sugerida por
Cribari-Neto (2004)).

# se carga la libreria

library(sandwich)

# HC3 Davidson y MacKinnon (1993)

coeftest (modelol, vcov = (vcovHC(modelol)))

##

## t test of coefficients:

##

#it Estimate Std. Error t value Pr(>ltl)
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#i#t
##
##
##t
#it
#i#t
##
##
#H#t
#i#t
#i#
##
##
##
#Hit
#i#
#it
##
##
#H#t
#it
#i#t
##
##
##t
#it
#i#
##
##
##
#Hit
#it

(Intercept) -2.8442e+03 6.6768e+02 -4.2598 2.051e-05 **x*
timedelta 1.9130e+00 3.9576e-01  4.8336 1.346e-06 ***
n_tokens_title 1.0971e+02 2.8458e+01 3.8552 0.0001158 **x*
n_tokens_content 2.7887e-01 2.8309e-01 0.9851 0.3245831
num_hrefs 2.8515e+01 7.2929e+00  3.9100 9.245e-05 **x*
num_self_hrefs -5.5282e+01 1.7472e+01 -3.1639 0.0015576 *x*
num_imgs 1.3052e+01 1.0088e+01 1.2938 0.1957366
average_token_length -4.7317e+02 1.1117e+02 -4.2563 2.083e-05 **x*
num_keywords 5.3590e+01 3.3308e+01 1.6089 0.1076416
data_channel_is_lifestyle -5.1992e+02 2.1633e+02 -2.4034 0.0162500 *
data_channel is_entertainment -6.4242e+02 1.5457e+02 -4.1560 3.245e-05 ***
kw_min_min 2.1718e+00 1.1601e+00 1.8721 0.0612035 .
kw_max_min 1.3041e-01 7.4355e-02 1.7539 0.0794588 .
kw_avg_min -6.5956e-01 5.7532e-01 -1.1464 0.2516317
kw_min_max -2.4948e-03 6.8268e-04 -3.6544 0.0002581 *x*x*
kw_min_avg -4.2826e-01 7.1964e-02 -5.9510 2.687e-09 **x*
kw_max_avg -2.4017e-01 2.3727e-02 -10.1224 < 2.2e-16 **x*
kw_avg_avg 1.9436e+00 1.3416e-01 14.4874 < 2.2e-16 ***
self_reference_min_shares 2.2734e-02 1.3488e-02 1.6855 0.0918905 .
self reference_max_shares 3.4783e-03 1.9401e-03 1.7929 0.0729986 .
weekday_is_monday 5.0072e+02 1.9006e+02  2.6345 0.0084305 *x*
weekday_is_saturday 5.9181e+02 2.9903e+02 1.9791 0.0478112 =*
LDA_01 -2.0695e+02 2.5221e+02 -0.8205 0.4119116
LDA_04 7.1847e+00 1.9218e+02 0.0374 0.9701780
global_subjectivity 2.5751e+03 6.5230e+02  3.9477 7.903e-05 **x*
global_rate_positive_words -8.3508e+03 4.0782e+03 -2.0477 0.0405991 x*
rate_positive_words 3.8323e+02 4.1661e+02 0.9199 0.3576339
avg_negative_polarity -1.5753e+03 7.8174e+02 -2.0151 0.0438985 *
max_negative_polarity -4.1634e+02 8.1373e+02 -0.5117 0.6088976
weekday_is_sunday 2.3910e+02 1.4072e+02 1.6992 0.0892925 .
Signif. codes: O '*%x' 0.001 '*xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Noten que con la correccidn, los resultados de la inferencia cambian si empleamos

un nivel de confianza superior al 95%. En este caso no podemos emplear la funcioén
remueve.no.sinifica() que habiamos empleado en el Capitulo 7. Podemos modificar
esta funcién para que tenga en cuenta la correccién HC3. . Creemos la funcion re-
mueve.no.sinifica.HC3().

remueve.no.sinifica.HC3 <- function(modelo, p) {

# extrae el dataframe
data <- modelo$model

# extraer el nombre de todas las wvariables X
all_vars <- all.vars(formula(modelo)) [-1]

# extraer el nombre de la variables y
dep_var <- all.vars(formula(modelo)) [1]
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# Extraer las vartiables no significativas resumen del modelo
summ <- coeftest(modelo, vcov = (vcovHC(modelo)))

# extrae los wvalores p

pvals <- summ[, 4]

# creando objeto para guardar las wvariables mo significativas
not_signif <- character()

not_signif <- names(which(pvals > p))

# St hay alguna wvariable no-significativa

while (length(not_signif) > 0) {
all_vars <- all_vars([!all_vars %in’ not_signif[1]]
# nueva formula

myForm <- as.formula(paste(paste(dep_var, "~ "), paste(all_vars,
< collapse = " + "),
Sep = ||||))

# re-escribe la formula
modelo <- lm(myForm, data = data)

# Extrae variables no significativas.

summ <- coeftest(modelo, vcov = (vcovHC(modelo)))

pvals <- summ[, 4]

not_signif <- character()

not_signif <- names(which(pvals > p))

not_signif <- not_signif[!not_signif %in’ "(Intercept)"]
}
modelo.limpio <- modelo
return(modelo.limpio)

El modelo 1 después de la eliminacién de las variables explicativas no significativas
(con la correccidon HC3) se reporta en el Cuadro 10.2.

# remueve las wvartables no significativas HC3
modelol <- remueve.no.sinifica.HC3(modelol, 0.05)
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Cuadro 10.2. Modelo 1 estimado por MCO y correccién HC

Dependent variable:
shares
MCO HC3
M 2
timedelta 2.012%*x* 2.012%**
(0.289) (0.313)
n_tokens_title 113.107*** 113.107***
(28.523) (28.417)
num_hrefs 31.979*** 31.979***
(6.007) (7.456)
num_self_hrefs —62.920*** —62.920***
(16.793) (16.991)
num_imgs 19.292** 19.292**
(7.591) (7.855)
average_token_length —461.225%** —461.225%**
(91.192) (93.976)
data_channel_is_lifestyle —439.375* —439.375**
(262.568) (209.846)
data_channel_is_entertainment —775.435*** —775.435***
(156.015) (130.636)
kw_min_max —0.003** —0.003***
(0.001) (0.001)
kw_min_avg —0.419%** —0.419%**
(0.070) (0.069)
kw_max_avg —0.213*** —0.213***
(0.020) (0.024)
kw_avg_avg 1.845%** 1.845%**
(0.106) 0.129)
self_reference_max_shares 0.009*** 0.009***
(0.001) (0.003)
weekday_is_monday 504.489*** 504.489***
(157.131) (191.284)
global_subjectivity 2,420.731%** 2,420.731%**
(675.566) (608.437)
avg_negative_polarity —1.777.658*** —1,777.658**
(514.280) (693.150)
is_weekend 415.816** 415.816**
(174.886) (166.009)
Constant —2,299.812*%** —2,299.812*%**
(542.508) (627.582)
Observations 39,644 39,644
R2 0.021 0.021
Adjusted R2 0.021 0.021
Residual Std. Error (df = 39626) 11,506.430 11,506.430

Nofte:

*p<0.1; **p<0.05; ***p<0.01
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Ahora sigamos con el modelo 3: algoritmo Forward y criterio AIC. En este caso tene-
MOS:

model3 <- ols_step_forward_aic(max.model)

# se extraen las variables del mejor modelo segin el algoritmo
vars.modelo3 <- model3$predictors

# se construye la formula

formula.modelo3 <- as.formula(paste("shares ~ ", paste(vars.modelo3, collapse =
e n + ll) s
sep = n ll))

# se estima el modelo con la féormula construida
modelo3 <- 1lm(formula.modelo3, data = datos.casol)

Ahora procedamos de nuevo a realizar las pruebas de heteroscedasticidad.

# se extraen los residuales

res.modelo3 <- residuals(modelo3)

# pruebas de normalidad Kolmogorov-Smirnov
ks.test(res.modelo3, y = pnorm)

##

## Asymptotic one-sample Kolmogorov-Smirnov test
##

## data: res.modelo3

## D = 0.76089, p-value < 2.2e-16

## alternative hypothesis: two-sided

# pruebas de normalidad Kolmogorov-Smirnov
jarque.bera.test(res.modelo3)

#i#

## Jarque Bera Test

#i

## data: res.modelo3

## X-squared = 5853868793, df = 2, p-value < 2.2e-16

# prueba de Breusch-Pagan studentizada
bptest (modelo3, studentize = TRUE)

##

## studentized Breusch-Pagan test

##

## data: modelo3

## BP = 79.676, df = 28, p-value = 7.458e-07

La version studentizada de la prueba de Breusch-Pagan permite concluir con un
99 % de confianza que hay heteroscedasticidad. Ahora realicemos la correccidon HC3
y eliminemos las variables no significativas. El resulfado se reporta en el Cuadro 10.3. Si
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comparamos estos resultados con los obtenidos en el Capftulo 7 (Cuadro 7.2) podemos
ver diferencias entre las conclusiones para cada modelo. En este caso los modelos 1y
3 no se encuentran anidados.
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Cuadro 10.3. Modelo seleccionado con el algoritmo stepwise forward con correccién

HC3

Dependent variable:

shares
Modelo 1(HC3) (R? aj)
m

Modelo 3 (HC3) (AIC)
@

timedelta 2.012%** 1.797%**
(0.313) (0.383)
n_tokens_title 113.101%** 114.347%**
(28.417) (28.545)
num_hrefs 31.979*** 27.538% **
(7.456) (7.096)
num_self_hrefs —62.929% ** —54,993% **
(16.991) (16.647)
num_imgs 19.292%*
(7.855)
n_fokens_content 0.311
(0.243)
LDA_02 —703.494%**
(199.439)
global_rate_positive_words —10,386.420* * *
(3.649.613)
min_positive_polarity —1932,626%**
(738.720)
average_token_length —461,225%** —306.464%**
(93.976) (106.181)
data_channel_is_lifestyle —439.375%* —541.124**
(209.846) (217.858)
num_keywords 58.902*
(32.305)
kw_max_min 0117
(0.073)
abs_title_sentiment_polarity 605.347**
(261.635)
abs_title_subjectivity 621.795*
(330.307)
kw_avg_min —0.559
(0.557)
kw_min_min 1.721
(1.146)
data_channel_is_entertainment —775.435%** —869.034% **
(130.636) (153.860)
LDA_03 538.357*
(319.058)
kw_min_max —0.003*** —0.003***
(0.001) (0.001)
weekday_is_saturday 587.484* *
(297.813)
kw_min_avg —0.419%** —0.374%**
(0.069) (0.076)
kw_max_avg —0.213%** —0.214***
(0.024) (0.024)
kw_avg_avg 1.845% ** 1.747%**
0.129) (0.150)
self_reference_min_shares 0.023*
0.013)
self_reference_max_shares 0.000* ** 0.003*
(0.003) (0.002)
weekday_is_monday 504.489* * * 471,283*%*
(191.284) (188.715)
global_subjectivity 2,420.731%%* 2,394.782%**
(608.437) (632.708)
avg_negative_polarity —1,777.658** —1,498.507**
(693.150) (705.530)
is_weekend 415.816%*
(166.009)
Constant —2,299.812%** —2,758.189%**
(627.582) (657.645)
Observations 39,644 39.644
R2 0.021 0.023
Adjusted R? !
Residual Std. Error 11,506.430 (df = 39626) 11,495.910 (df = 39615)
Note: *p<0.1; **p<0.05 ***p<0.01
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10.3.2 Stepwise backward

De manera similar en el Cuadro 10.4 se presentan los resultados de emplear el algo-
ritmo stepwise backward y tras limpiar las variables no significativas con la correccion
HC3 (con un 95% de confianza)?. Previamente puedes mostrar que estos dos modelos
tienen un problema de heteroscedasticidad. Estos resultados implican que el modelo
6 estd anidado en el 4 (peronoen el 10 3).

2pista; Al estimar el modelo 6 (modelo6) empleando el cAdigo modelo6 <- ols_step_backward_-
aic(max.model) €s posible que se obtenga un mensaje de error. Para solucionar el problema pueden re-
estimar el max.model eliminando las variables "weekday_is_sunday y is_weekend. Esto solucionard el problema
de multicolinealidad perfecta que se estaba generando. jinténtalo!
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Cuadro 10.4. Modelo seleccionado el algoritmo stepwise backward con correccién
HC3

Dependent variable:

shares
Modelo 4 (HC3) (R2 aj) Modelo 6 (HC3) (AIC)
Q)] 2)
timedelta 2.012%**
(0.313)
n_tokens_title 111.215%**
(28.417)
num_hrefs 30.457***
(7.456)
num_self_hrefs —56.059% **
(16.991)
num_imgs 17.013%*
(7.855)
average_token_length —252.397***
(93.976)
data_channel_is_entertainment —826.411%**
(130.636)
kw_min_max —0.003
(0.001)
kw_min_avg —0.392%**
(0.069)
kw_max_avg —0.2027%**
(0.024)
kw_avg_avg 1.754%**
(0.129)
self_reference_max_shares 0.009
(0.003)
weekday_is_monday 500.657***
(191.284)
weekday_is_saturday 717.793**
(297.813)
weekday_is_sunday 320.349
LDA_03 693.450% ** 3.962.645%* *
(319.058)
avg_negative_polarity —2,196,253%**
(693.150)
is_weekend 408.830
(166.009)
LDA_04 1.580.746
LDA_01 1,037.607
data_channel_is_bus —703.496
kw_avg_max 0.002
LDA_00 2,321.693
min_negative_polarity —741.708
self_reference_avg_sharess 0.024
Constant —2,237.443%** 626,971
(627.582) (657.645)
Observations 39.644 39.644
R? 0021 0012
Adjusted R?

Residual Std. Error

11,507.320 (df = 39627)

11,557.930 (df = 39633)

Note:

*p<0.1; **p<0.05; ***p<0.01
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10.3.3 Combinando forward y backward

Y finalmente, el Cuadro 10.5 se presentan los resultados de emplear el algoritmo
combinado vy tras limpiar las variables no significativas y la correccion HC3 (con un
95% de confianza). (Recuerda hacer las pruebas de heteroscedasticidad para cada
modelo). Los modelos 7 y 9 no estdn anidados.
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Cuadro 10.5. Modelo seleccionado el algoritmo stepwise forward y backward con co-

rreccion HC3

Dependent variable:

shares

Modelo 7 (HC3) (R2 aj) Modelo 9 (HC3) (AIC)

)

@

timedelta 1.858% ** 1.950% **
(0.313) (0.383)
n_tokens_title 111.485%** 118.105%**
(28.417) (28.545)
num_hrefs 30.030* ** 33.158% **
(7.456) (7.096)
num_self_hrefs —55,725%** —62.426%**
(16.991) (16.647)
data_channel_is_entertainment —899.253%** —818.212%**
(130.636) (153.860)
kw_min_max —0.003 —0.002%***
(0.001) (0.001)
kw_min_avg —0.378 —0.365%**
(0.069) (0.076)
kw_max_avg —0.194 —0.204%**
(0.024) (0.024)
kw_avg_avg 1.700% * * 1.766%**
(0.129) (0.150)
self_reference_max_shares 0.009 0.009***
(0.003) (0.002)
data_channel_is_lifestyle —556.753**
(217.858)
num_keywords 66.533* *
(32.305)
weekday_is_monday 490.851%** 434.380**
(191.284) (188.715)
LDA_02 —826.886™** —787.203***
(199.439)
LDA_03 749.927***
global_rate_positive_words —8,507.198* * * —10,992.610% **
(3,649.613)
min_positive_polarity —2,189.555%** —2,150.639%**
(738.720)
avg_negative_polarity —1,869.996* ** —1,675.733%*
(693.150) (705.530)
average_token_length —336.557***
(106.181)
global_subjectivity 2,709.752* **
(632.708)
abs._title_sentiment_polarity 491,221 % ** 661,541%*
(261.635)
is_weekend 427.803
(166.009)
abs._title_subjectivity 658.216**
(330.307)
Constant —2,409.251*** —2710.776***
(627.582) (657.645)
Observations 39,644 39,644
R2 0.021 0.021
Adjusted R?

Residual Std. Error

11,506,550 (dff = 39625)

11,504,740 (dff = 39622)

Nofe:

*p<0.1; **p<0.05; ***p<0.01
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Cuadro 10.6. Variables explicativas incluidas en cada uno de los modelos calculados
(con correccién HC3)

Variable modelo1 modelo3 modelo4 modeloé modelo7 modelo9
timedelta - X X - X X
n_tokens_title X X X - X X
n_tokens_content - - - - - X
num_hrefs X X X - X X
num_self_hrefs X X X - X X
num_keywords - X - - - X
average_token_length X X X - X
num_imgs X - X - - -
data_channel_is_lifestyle - - - - - X
data_channel_is_entertainment X X X - X X
kw_min_max X X X - X X
kw_min_avg X X X - X X
kw_max_avg X X X - X X
kw_avg_avg X X X - X X
self_reference_max_shares X X X - X X
data_channel_is_lifestyle X X - - - -
weekday_is_monday X X X - X X
is_weekend - - X - X -
LDA_02 - X - - X X
LDA_03 - X X X -
LDA_04 - - - - - -
global_rate_positive_words - X - - X X
global_subjectivity X X - - - X
min_positive_polarity - X - - X X
avg_negative_polarity X X X - X X
abs_title_sentiment_polarity - X - - X X
abs_title_subjectivity - X - - - X

Fuente: elaboracién propia.

10.4 Comparacion de modelos

En resumen, contamos con 6 modelos con las variables explicativas que se repre-
sentan con una X en el Cuadro 10.6. El modelo 6 estd anidado en el modelo 4y en el
7. Puedes probar rapidamente que el modelo 4 es mejor que el 6y el 7 es mejor que el
4. Por otfro lado, el modelo 9 y el 3 son los mismos. Asi, descartaremos el modelo 6 y el
9 del andlisis. Los ofros modelos no se encuentran anidados.

De esta manera, tendremos que comparar estos modelos con pruebas de modelos
no anidados empleando la prueba J con correccidon HC3. La prueba de Cox no es
posible implementarla con H.C.. A contfinuacion, se presenta el codigo ajustado de la
Prueba J parala correccidon H.C. empleando la funcion jtest() del AER (Kleibery Zeileis,
2008).

library (AER)
# comparacién de modelos no anidados
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J.res1.3 <- jtest(modelol, modelo3, vcov. = vcovHC)

Empecemos comparando todos los modelos con la prueba J. En el Cuadro 10.7 se
reportan los valores p de las pruebas J que permiten probar la hipdtesis nula de que el
modelo de la fila es mejor que el de la columna.

Cuadro 10.7. Valores p de las pruebas J (H, : modelo de la fila es mejor que el de la
columna (con correccionHC3))

Modelo1 Modelo3 Modelo4 Modelo7

Modelo 1 NA 0.001 0.072 0.000
Modelo 3 0.124 NA 0.115 0.089
Modelo 4 0.000 0.001 NA 0.000
Modelo 7 0.000 0.003 0.004 NA

Fuente: elaboracién propia.

Si miramos la primera fila, con un 99% de confianza, podemos concluir que el mo-
delo 1 no es mejor que los modelos 3 y 73. La hipdtesis de que el modelo 1 es mejor
que el 4 no se puede rechazar. Si miramos la primera columna, podemos ver como la
nula de que los otros modelos son mejores que el 1 se pueden rechazar con un 99 %
de confianza. Es decir, para las comparaciones de los modelos 3 y 7 con el modelo 1
(y viceversa) la prueba no es concluyente. Un resultado similarmente contradictorio lo
encontramos para las parejas de modelos 3 y 44 y la pareja de modelos 4 y 7. Para la
comparacién del modelo 4 con el 1, la prueba J concluye que el modelo 1 es mejor
que el 4. La prueba J tfambién concluye en favor que el modelo 3 frente al 7.

Ahora empleemos las métricas AIC y BIC. Estas medidas no se ven afectadas por
la presencia de heteroscedasticidad ni la multicolinealidad. No obstante, el R? ajusta-
do al depender del R? podria verse afectado en presencia de una multicolinealidad
fuerte. Los resultados se reportan en el Cuadro 10.8.

3Noten que las hipdtesis nula asociadas a los valores p reportados en la primera fila del Cuadro 10.7
corresponde a que el modelo 1 es mejor al modelo de la respectiva columna. Y esa hipdtesis nula se puede
rechazar en todos los casos.

4Al comparar el modelo 3 con el 4, se encuentra que se puede rechazar la nula de que el modelo 3 es
mejor que el 4 con un 99 % de confianza. Al mismo tiempo, se puede rechazar la nula de que el modelo 4
es mejor que el 3. Es decir, la prueba no es concluyente.
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Cuadro 10.8. Medidas de bondad de ajuste para los 4 modelos comparados

AlC BIC

Modelo 1 853920.0 854083.2
Modelo 3 853858.5 854116.1
Modelo 4 8539252 854079.7
Modelo 7 853921.9 854093.6

Fuente: elaboracion propia.

El AIC sugiere que el mejor modelo es el 3, mientras que el BIC selecciona el 4. Po-
niendo todo junto, el mejor modelo serd el modelo 3 (que es igual al 9) el cudl se
reporta en el Cuadro 10.9. Noten que estadisticamente el modelo 3 es mejor que el 7
y €l modelo 4 no es mejor que el 1; pero al comparar directamente los modelos 3 vy 4,
la prueba J no es concluyente. Esto hace que la decisidén por el modelo 3 no sea una
tarea facil y otfro cientifico de datos podria seleccionar el modelo 4 en vez del 3. jEsta
Nno es una decision sencillal
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Cuadro 10.9. Modelo estimado por MCO y correccion HC

Dependent variable:

shares
HC3
kw_avg_avg 1.747
self_reference_min_shares 0.023
kw_max_avg —0.214
kw_min_avg —0.374
timedelta 1.797
num_hrefs 27.538
n_tokens_title 114.347
data_channel_is_entertainment —869.034
LDA_03 538.357
avg_negative_polarity —1,498.507
average_token_length —306.464
global_subjectivity 2,394.782
weekday_is_monday 471.283
kw_min_max —0.003
weekday_is_saturday 587.484
num_self_hrefs —54.993
n_tokens_content 0311
LDA_02 —703.494
global_rate_positive_words —10.386.420
min_positive_polarity —1,932.626
self_reference_max_shares 0.003
data_channel_is_lifestyle —541.124
num_keywords 58.902
kw_max_min 0117
abs_title_sentiment_polarity 605.347
abs_title_subjectivity 621.795
kw_avg_min —0.559
kw_min_min 1.721
Constant —2,758.189* **
(657.645)
Observations 39,644
R2 0.023
Adjusted R? X
Residual Std. Error 11,495.910 (df = 39615)

Note: *p<0.1; **p<0.05 ***p<0.01
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Antes de pasar a sacar conclusiones, procedamos a determinar si el mejor modelo
tiene o no multicolineadlidad. Noten que el VIF depende de la matriz de varianzas y
covarianzas de los estimadores MCO y en presencia de heteroscedasticidad, éstos no
son confiables. Asi no podemos emplearlos en esta situacién. Asi que nos concentra-
remos en la prueba de Belsley et al. (1980) también conocida como la prueba Kappa.

El siguiente codigo permite hacer la prueba.

XTX <- model.matrix(modelo3)
e <- eigen(t(XTX) %*% XTX)

lambda.1l <- max(e$val)

lambda.k <- min(e$val)

kappa <- sqrt(lambda.l/lambda.k)
kappa

## [1] 4323614

Este estadistico es muy grande (k = 4,323614 x 10°). Esta prueba sugiere la existencia
de un problema serio de multicolinealidad. Nota que los sinfomas del problema de
multicolinealidad no estaban presentes. No obstante la prueba si detecta un problema
serio. Solucionar este problema no serd facil, pues no podemos emplear el VIF para
eliminar variables. Asi que la interpretacién que realicemos de los coeficientes puede
tener problemas.

Asi continuaremos con este problema, teniendo precauciéon con las conclusiones
gue sagquemos.

10.5 Identificacion de la variable mas importante

Como lo discutimos, una pregunta habitual cuando estamos haciendo analitica
diagnostica es ¢,cudl variable es la mds importante para explicar la variable depen-
diente? en el Capitulo 7 discutimos dos formas de hacer esto empleando el aumento
en el R? que se obtiene al adicionar el respectivo regresor dado que ya estdn en el
modelo las ofras k — 2 variables explicativas y con los coeficientes estandarizados. En
este caso no es posible emplear el R?, pues el problema de multicolinealidad podria
afectar esta métrica. Asi que es mejor descartar esta aproximacion.

Por otro lado, también hay que reconocer que en presencia de heteroscedasticidad
los coeficientes estandarizados, como los discutimos en el Capitulo 7, se ven afectados.
Es decir, al tener un error heterosceddstico, tendremos que la variable dependiente
tfambién tiene una varianza no constante. Y por tanto, emplear s, no seria adecuado.
Pero podemos emplear el estimador H.C. para tener un estimador de la desviacion
estdndar de la variable dependiente que no sea constante para toda la muestra. Esto
no lo podemos hacer con el paquete relaimpo (Grémping, 2006), pero si lo podemos
hacer con el el paquete jfools (Long, 2020) como lo veremos a continuacion.
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10.6 Generacion de visualizaciones de los resultados

Ahora veamos como se pueden presentar los resultados de una manera mdas ami-
gable y en presencia de heteroscedasticidad. Las visualizaciones que generamos en
el Capitulo 7 emplean las estimaciones del modelo por MCO, pero podemos modifi-
carlas rapidamente para incluir la correccién H.C..

Seguiremos empleando el paquete jtools (Long, 2020) para visualizar los resultados
del objeto de clase Im pero con la correccion de heteroscedasticidad. La funcion
plot_summs() tiene el argumento robust que permite incluir la correccion H.C. o HA.C..
En este caso el siguiente cddigo genera la Figura 10.1.

library(jtools)
plot_summs(modelo3, robust = "HC3", scale = TRUE, transform.response = TRUE)

Figura 10.1. Visualizacion de los coeficientes del mejor modelo sus intervalos de con-
fianza empleando la correcciéon HC3
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Fuente: elaboracion propia.

Este grafico permite ver los coeficientes y sus respectivos intervalos de confianza con
la correccién HC3. También podemos graficar los coeficientes estandarizados tenien-
do en cuenta la correccidn HC3, de la siguiente manera:

plot_summs(modelo3, robust = "HC3", scale = TRUE, transform.response = TRUE,

«» inner_ci_level = 0.9)

La Figura 10.2 presenta estos resultados. Ahora ya estds listo para proceder a generar
las recomendaciones al editor. ¢ Qué recomiendan?
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Figura 10.2. Visualizacion de los coeficientes estandarizados del mejor modelo sus in-
tervalos de confianza empleando la correccién HC3
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10.6.1 Comentarios Finales

En este capitulo hemos seguido el proceso paso a paso para responder una pregun-
ta de negocio empleando un modelo de regresidn para hacer analitica diagndstica .
A diferencia de lo realizado en el Capitulo 7, esta vez realizamos el chequeo del cum-
plimiento de los supuestos del Teorema de Gauss-Markov y ahora si podemos estar
seguros de sacar conclusiones con nuestro modelo.



Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

» Explicar en sus propias palabras los efectos de la autocorrelacion sobre los esti-
madores MCO.

» Readlizar en R diferentes tipos de andlisis graficos que revelen la posibilidad de
autocorrelaciéon en los residuos.

» Efectuarlas pruebas estadisticas necesarias para detectar la violacion del supues-
fo de no autocorrelacion en los residuos empleando R. En especial las pruebas
de Rachas, Durbin Watson, Box-Pierce y de Ljung-Box.

= Corregir el problema de autocorrelacién empleando estimadores consistentes
para los errores estndar en R,
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11.1 Introduccion

En los dos capitulos anteriores hemos analizado las consecuencias de violar algunos
de los supuestos del modelo de regresion. Analizamos las consecuencias de la viola-
cién del supuesto de independencia lineal entre variables explicativas en un modelo
de regresion mdltiple (Capitulo 8), posteriormente nos enfocamos en las consecuen-
cias de un error homosceddastico (Capitulo 9).

Finalmente, y para concluir nuestra discusion de la violacién de los supuestos que
garantizan el cumplimiento del Teorema de Gauss-Markov nos concentraremaos en los
efectos que tiene la violacion del supuesto de no autocorrelaciéon (no existe relacion
entre los diferentes errores). Este supuesto garantiza la no presencia de un patrén pre-
decible en el comportamiento de los errores. Cuando este supuesto es violado, lo cuall
ocurre comunmente cuando trabajamos con datos de series de tiempo, se dice que
los errores presentan autocorrelacion (o correlacion serial); en otras palabras, estdn re-
lacionados entre si.

Supuestos del modelo de regresiéon muiltiple

En resumen, los supuestos del modelo de regresion mdltiple son:
1 Relacién lineal entre y y X5, X3, ..., X,
2 X,, X3,---, X}, son fijas y linealmente independientes (la matriz X tiene rango
completo)
3 El vector de errores ¢ satisface:

m Mediacero E[¢] =0

m Varianza constante

= No autocorrelacion.
Es decir, ¢; ~ i.i.d (0,02) 0 enx1 ~ (Onx1,0°%1Ly).

Si existe autocorrelacion entre los errores, entonces los estimadores MCO siguen sien-
do insesgados pero no son eficientes'.

Veamos mads en detalle qué significa la autocorrelacion. Y para simplificar, estudie-
mos inicialmente el caso mds sencillo. Cuando existe una relacion lineal “grande” entre
las observaciones adyacentes, pero esta relacion (lineal) tiende a desaparecer a me-
dida que se consideran errores mads lejanos. Formalmente fenemos:

y=XB+¢ (11.1)

donde el término del error tiene media cero y se encuentra correlacionado con el error
del periodo anterior?: E [g;] = 0; e, = pe;_1 + v, Vtcon0< |p| <1y Var (v;) = o2

e
Este tipo de autocorrelacion es conocido como un proceso auto-regresivo de orden
uno o AR(1) para abreviar. Si seguimos asumiendo que la varianza de los errores es

'Una demostracion de esta afirmacion se presenta en el anexo al final de capitulo en la seccién 11.8 para
la demostracion de estos resultados.

2A la observacion del periodo anterior se le conoce como la variable rezagada. Es decir, Y;_; es la va-
riable rezagada de Y;; rezagada un periodo. En este orden de ideas Z;_» estd rezagada dos periodos. En
general es comun emplear la letra p para representar el nimero de rezagos de una variable.
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constante, entonces se puede probar faciimente que:

2
2o v
°1=p)
Por otro lado, dado que el valor esperado del error es cero se puede mostrar facilmente
que:
2
Cov (e4,e1—1) = po:

Entonces, la correlacion entre los errores adyacentes® serd:
Cov (5t75t—1) _ Cov (5t75t—1) o
VVar (g)) Var (ei-1) o2
Similarmente es relativamente sencillo demostrar que:

Cov (g4,61_9) = p°c?

Cov (g4,61_3) = p*o?

En términos generales fenemos que en este caso de errores con un proceso AR(1) la
autocorrelacion para diferentes rezagos estd dada por:

; 2

p(s) = p°o;
Es decir, en el caso de un proceso AR(1) a medida que se alejan en el tiempo las obser-
vaciones (se consideran mads rezagos) la correlacién entre los errores es menor. Esto lo
podemos observar en los ejemplos de las Secciones 11.1.1 y 11.2. El ejemplo de la sec-

cion 11.2.1 muestra la situacién cuando no existiese un problema de autocorrelacion,
la autocorrelacién para los diferentes rezagos serd cero.

11.1.1 Ejemplo: Errores con un proceso AR(1) y autocorrelacion positiva

En la Figura 11.1 se presenta un error cuya autocorrelacion es de 0.8 (p = 0,8). Noten
gue para un periodo ¢ los errores tienden a mantener el signo del error del periodo
anterior (t—1). Esto se puede ver de mejor manera si se visualizan los errores del periodo
1 (e¢) en funcidn de los del periodo anterior (e;_;) como se presenta en la Figura 11.2.
Se observa una relacion lineal muy fuerte entre los errores.

Adicionalmente, podemos observar en la Figura 11.3 la autocorrelacion para estos
errores para diferentes rezagos. Este grafico muestra como para errores autocorrela-
cionados con un proceso AR(T) y con un p = 0,8 la correlacién entre las observaciones
se hace menos fuerte entre mds alejados estén.

En general, cuando un error de un modelo sigue un proceso AR(1) y 0 < p < 1 dire-
mos que el modelo tiene Autocorrelacioén positiva. En este caso, los errores de periodos
adyacentes fienden a tener el mismo signo y esto implicard obtener graficos similares
a los observados en las Figuras 11.1y 11.2,

3La correlacion entre errores inmediatamente adyacentes también se domina la autocorrelacién a un
rezago. Por ejemplo, la correlacion entre ez y €1 0 la correlacion entre e3 y 2. Y en general serd la corre-
lacién entre e y ,—1. Si se considera la relacidon entre errores separados por dos periodos se denomina
autocorrelacion a dos rezagos (gt Y e¢—2), etc.

4A la funcién que muestra la correlacion para diferentes rezagos de un proceso se le denomina funcion
de autocorrelacion.
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Figura 11.1. Comportamiento en el tiempo del error simulado de un proceso AR(1) con

A
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Fuente: elaboracién propia.

Figura 11.2. Error simulado para el periodo ¢ versus el mismo error en el periodo anterior
(error simulado de un proceso AR(1) con p = 0,8)
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Fuente: elaboracién propia.
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Figura 11.3. Comportamiento de la autocorrelacion para diferentes rezagos del error
simulado de un proceso AR(1) con p = 0,8
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Fuente: elaboracién propia.

11.2 Ejemplo: Errores con un proceso AR(1) y autocorrelaciéon negativa

EnlaFigura 11.4 se presenta un error cuya autocorrelacion es de -0.8 (p = —0,8). Noten
que a diferencia del ejemplo anterior, para un periodo t los errores tienden a cambiar
el signo observado en el periodo anterior (¢ — 1). Esto se puede ver de mejor manera
si se visualizan los errores del periodo t (g;) en funcidn de los del periodo anterior (g;_1)
como se presenta en la Figura 11.5. Se observa una relacidon lineal muy fuerte entre los
errores, pero con pendiente negativa.

Adicionalmente, podemos observar en la Figura 11.6 la autorrelacion para estos erro-
res para diferentes rezagos. Este grafico muestra como para errores autocorrelaciona-
dos con un proceso AR(1) y con un p = —0,8 la correlacion entre las observaciones se
hace menos fuerte entre mds alejados estén, pero la correlacion tiene signo contrario.

En general, cuando un error de un modelo sigue un proceso AR(1) y -1 < p < 0
diremos que el modelo tiene Autocorrelaciéon negativa. En este caso, los errores de
periodos adyacentes tienden a tener signo contrario y esto implicard obtener graficos
similares a los observados en las Figuras 11.4y 11.5.

11.2.1 Ejemplo: Errores sin autocorrelacion

En la Figura 11.7 se presenta un error sin autocorrelacion (p = 0). En este caso el
patrdn de los residuales es totalmente aleatorio. Al visualizar los errores del periodo t (¢;)
en funcidn de los del periodo anterior (g;,_1) no se observa ningun patrén (Ver Figura
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Figura 11.4. Comportamiento en el tiempo del error simulado de un proceso AR(1) con
p=-—08
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Fuente: elaboracion propia.

Figura 11.5. Comportamiento en el tiempo del error simulado de un proceso AR(1) con
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Fuente: elaboracion propia.
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Figura 11.6. Error simulado para el periodo t versus el mismo error en el periodo anterior
(error simulado de un proceso AR(1) con p = —0,8
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Fuente: elaboracién propia.

11.8). Tampoco existirdn autocorrelaciones y por €so no las graficaremos.

11.3 Formalmente

Regresando al problema de autocorrelacion, este problema puede ser causado
porque las relaciones entre las variables pueden ser dindmicas. Es decir, todo el ajuste
entre las variables no se hace en un mismo periodo. La autocorrelacion también se
puede deber a que la informacién no estd disponible instantdneamente y por tanto,
la variable dependiente puede depender de errores previos. Por ejemplo, la informa-
cioén de las utilidades no se encuentra disponible sino después de varios periodos, y los
individuos tendrdn que esperar unos periodos para ajustar sus decisiones. En general,
la autocorrelacién es un problema muy comun en modelos que emplean series de
tiempo.

Es poco probable que exista autocorrelacion en datos de corte fransversal, pero
de existirlo es muy facil de eliminarlo. Simplemente podriamos reorganizar las obser-
vaciones para eliminar la relacién entre las observaciones adyacentes. Por otro lado,
esto es imposible en el caso de una muestra de serie de tiempo, pues el orden de las
observaciones es importante en las series de fiempo y no se puede modificar.

La autocorrelacion entre los errores puede tomar muchas formas. En general, se dird
qgue los errores siguen un proceso autorregresivo de orden p (AR(p)) cuando el error de-
pende de los p periodos anteriores. Por ejemplo, si el tf&érmino de error tiene el siguiente



276 Autocorrelacion

Figura 11.7. Comportamiento en el tiempo del error simulado sin autocorrelacion
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Fuente: elaboracién propia.

Figura 11.8. Error simulado no autocorrelacionado para el periodo ¢ versus el mismo
error en el periodo anterior (¢ — 1)
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Fuente: elaboracion propia.
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comportamiento e; = pies—1 + paci—2 + v (Vt), entonces se dird que el error es auto-
regresivo de orden 2 (AR(2)). Si el comportamiento es e, = p1er—1 + pagt—2 + p3et—3 + Vi,
entonces los errores seguirdn un proceso AR(3). En general, si el comportamiento del
eIror €S e, = p1e¢_1 + paci—2 + p3ci—3 + - - - Pper—p + 1, €NtONCES €l error sigue un proceso
AR(p).

Matricialmente, la presencia de autocorrelaciéon implica que la matriz de varianzas
y covarianzas del término de error no es ¢21,,, sino una matriz cuadrada con la misma
constante sobre la diagonal (dado que hay homoscedasticidad) pero por fuera de
la diagonal ya no se tienen ceros. Por ejemplo, en el caso de un error que sigue un
proceso AR(1) la siguiente matriz de varianzas y covarianzas de los errores serd:

1 p p2 pn—l
p 1 p .. pn—2
B[] =a=02| P/ 1 P 262,
pn—l pn—2 pn—3 p 1

Como se menciond anteriormente, en presencia de autocorrelacion los estimado-
res MCO contindan siendo insesgados pero no tienen la minima varianza posible®. Es
mads, en presencia de autocorrelacion, el estimador MCO de la matriz de varianzas y
covarianzas del vector g serd sesgado®. Por lo tanto, si usamos este Gltimo estimador
en pruebas de hipdtesis (individuales o conjuntas) o intervalos de confianza para los
coeficientes estimados, entonces obtendremos conclusiones errédneas en torno a los
verdaderos 3s.

11.4 Pruebas para la deteccién de autocorrelacion

En el andlisis tradicional el primer paso, antes de realizar pruebas estadisticas for-
males, es verificar graficamente si los residuales presentan sinfomas de la presencia
del problema. No obstante, asi como en el caso de los dos problemas anteriormente
estudiados, es posible que el cientifico de datos se enfrente a tener que estimar mu-
chos modelos de manera automdatica y, por tanto, no tenga sentido realizar un andlisis
preliminar grafico.

Los sinfomas de autocorrelacion en una regresion se pueden observar en el vector
de errores. Pero dicho vector no es observable, por tanto la mejor aproximacion es
examinar los errores estimados. Las graficas mds empleadas son:

1. Los errores contra el tiempo ¢ vs ¢t = 1,2,...n. Como por ejemplo las Figuras 11.1,
114y 11.7.

2. Los errores contra los errores del periodo anterior é; vs é,_;. Como por ejemplo las
Figuras 11.2, 11.5y 11.8.

5En el anexo al final del capitulo (Ver seccidn 11.8) se presenta una demostracion de esta afirmacion.
SEn el anexo al final del capitulo (Ver seccidn 11.8) se presenta una demostracion de esta afirmacion.
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Estos grdficos permiten identificar algun tipo de regularidad como los que se pre-
sentan en el ejemplo de la Seccidén 11.1.1. Por un lado, en los dos primeros graficos se
observa el comportamiento fipico de errores con un proceso AR(1) y con autocorrelo-
cion positiva, observamos que el signo de los residuos persiste en periodos prolongados
de tiempo. Por otro lado, en el caso de presencia de autocorrelacion negativa suce-
de lo contrario (ver ejemplo en la seccidn 11.2), ya que el signo de los residuos cambia
de un periodo a ofro. Si no existe autocorrelacion, en estos graficos (Ver ejemplo en la
Seccion 11.2.1) no podremos observar patrén claro de comportamiento en el signo de
los residuales y en su relacién con valores pasados.

Asi como en el caso de la heteroscedasticidad, el andlisis grafico es un andlisis in-
formal que nos permite intuir la presencia del problema; sin embargo, para un andlisis
mads formal existen diferentes pruebas para identificar la autocorrelacion. El cientifico
de datos tendrd que decidir si este tipo de andilisis grafico agrega o no valor al andlisis
y la presentacidon de resultados que estd realizando para cada pregunta de negocio
en particular.

11.4.1 Prueba de Rachas (Runs test)

La prueba de rachas (0 Runs test en inglés), propuesta por Wald y Wolfowitz (1940),
es una prueba de independencia lineal no paramétrica cuya idea es relativamente
sencilla. Si no hay autocorrelacién, entonces no deberian observarse muchos errores
seguidos con el mismo signo (autocorrelacion positiva), ni fampoco muchos cambios
de signo seguido (autocorrelacion negativa). En otfras palabras, debe existir la canti-
dad adecuada de cambios de signo en una serie de datos: ni muchos, ni pocos.

Esta prueba fiene ademads la ventaja de no necesitar suponer una distribucion de
los errores. Para probar la hipdtesis nula de que los errores son totalmente aleatorios
(Hp : p = 0) versus la alterna de que existe algun tipo de autocorrelaciéon en los errores,
se requiere seguir los siguientes pasos a partir de los errores estimados:

1. Contar el nimero de errores con signo positivo (V) y con signo (IV_)

2. Contar el numero rachas (k), es decir de “seguidillas” de signo. Por ejemplo, si
tfenemos que los signos de los errores son: - - - - - + + + - +++ - ++. Entonces se
tendrdn seis rachas (k =6). (- - - - - )+ + +)()(+++)(-)(++). Note que el nUmero de
rachas es igual al nidmero de cambios de signo.

3. Finalmente, se toma la decision de rechazar la hipdtesis nula o no empleando el
correspondiente valor p que calcularemos en R’.

11.4.2 Prueba de Durbin-Watson

Durbin y Watson (1951) disefiaron una prueba de autocorrelacion con gran poder
para detectar errores con autocorrelacién de primer orden. Esta prueba se ha conver-
fido en la mds comun para detectar este problema por ser relativamente intuitiva. Los
autores definen el siguiente estadistico de prueba a partir de los errores estimados:

7 Antes era comun construir un intervalo de confianza del 95 % para el nimero de rachas “razonable” bajo
la hipdtesis nula a partir de los valores criticos provistos por Swed y Eisenhart (1943). Pero esto no es necesario
cuando se emplea el valor p.
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Si la muestra es lo suficientemente grande es posible demostrar que DWW ~ 2 (1 — p).
De esta expresidon se puede deducir que este estadistico estard acotado entre ceroy 4
(0 < DW < 4). De hecho, como se muestra en el Cuadro 11.1, intuitivamente se puede
conocer el tipo de problema presente en la regresion a partir del valor del estadistico
DW. Naturalmente, serd necesario efectuar una prueba formal para determinar con
mayor certeza si existe o no autocorrelacion.

Cuadro 11.1. Relacién del estadistico DIV y los casos de autocorrelacion

Tipo de problema p p valor aproximado del DW
No correlacion p= p~0 DW =~ 2
Correlacion positiva 1>p>0 1>p>0 DW <2
Correlaciéon negativa -1<p<0 -1<p<0 DW >2

Fuente: elaboracion propia.

Naturalmente la regla que se presenta en el Cuadro 11.1 es Unicamente intuitiva.
Para tener una decision con mayor grado de certidumbre se deberd efectuar una
prueba de hipdtesis.

El estadistico DW nos permite contrastar tres diferentes hipdtesis nulas, como se re-
portan en el Cuadro 11.2.

Cuadro 11.2. Tipos de hipétesis a probar con el estadistico DWW

Hipétesis nula (H,) H, en términos de p  Hipétesis alterna (H 4)
No autocorrelacion p=0 p#0

No autocorrelacion O<p<l p>0

Positiva

No autocorrelacion -1<p <0 p <0

Negativa

Fuente: elaboraciéon propia.

Durbin y Watson (1951) encontraron la distribucion de su estadistico DW y la tabulo-
ron. Tradicionalmente se empleaba una tabla para poder tomar la decisidn de recha-
zar o no la hipdtesis nula de no autocorrelacion. En la actualidad, es mds comun que
la decisidon se tome empleando un valor p como lo discutiremos mds adelante.

Sobre esta prueba es importante destacar varios aspectos:

= El DW no tiene sentido si no hay intercepto (Ver Durbin y Watson (1951)).
» E|l DW depende del supuesto que las X’s sean no estocdsticas (Ver Durbin y
Watson (1951)).
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» | a prueba tiene un mayor poder ante procesos AR(1).

m Esta prueba tampoco aplica en los casos en que existen variables dependientes
rezagadas en la derecha del modelo; por ejemplo, para elmodelo Y; = 8o+ 61 X+
B2Y;_1 + ¢, este estadistico no aplica.

11.4.3 Prueba h de Durbin
Como se menciond anteriormente, si el modelo emplea la variable dependiente

rezagada como explicativa, la prueba de Durbin-Watson no aplica. Para solucionar
este problema Durbin (1970) sugirié el siguiente estadistico:

R ()

Yy =Bo+ b1 Xui+ oo + BeXpi + oY1 + &

donde:

Por lo tanto, es relativamente sencillo demostrar que:
h_(l—DW> L— (11.2)
2 1-n <Var (d))

Durbin (1970) demostrd que este estadistico de prueba sigue una distribucién estdan-
dar normal (h ~ N (0,1)) y, por lo tanfo, si se cumple que |h| > za entonces es posible
rechazar Hy : p =0 afavorde la Hy : p # 0. Finalimente, como podemos apreciar en la

ecuacion (11.2), esta prueba no es vdlida en los casos en que n (Vm)) > 1.

11.4.4 Prueba de Box-Pierce y Ljung-Box

Oftra gproximacién para comprobar la existencia o no de autocorrelacion es deter-
minar silas autocorrelaciones a diferentes rezagos son o no iguales a cero®. Box y Pierce
(1970) disefan una prueba basada en la autocorrelacion muestral de los errores que
permite detectar la existencia de errores con procesos mas persistentes que AR(1). Re-
cordemos que la autocorrelacion poblacional se define de la siguiente forma:

CO’U(&t,Et_J‘) N CO’U(Et,Et_j)

B VVar (g)) Var (e,— ) o2

Vi

Y la correspondiente autocorrelacion muestral es:

8Esto explota las caracteristicas observadas en las Figuras 11.3 y 11.6.
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Box y Pierce (1970) definen una prueba que permite determinar si las primeras s au-
tocorrelaciones son conjuntamente iguales a cero o no. Es decir, permite comprobar
la hipdtesis nula de un error no autocorrelacionado (las correlaciones en los primeros s
rezagos son cero), versus la hipdtesis alterna de la existencia de algun tipo de autoco-
rrelacion (por lo menos una autocorrelacion no es cero). Para comprobar esta hipdtesis
nula, Box y Pierce (1970) sugieren el estadistico Q:

S

2 2

Q=n E Te~aXs
j=1

donde s corresponde al nimero de rezagos que se desean considerar dentro de la
prueba. Ellos demuestran que su estadistico sigue una distribucion Chi-cuadrado con
s grados de libertad (x?). Por lo tanto, serd posible rechazar la Hy (error no autocorre-
lacionado) si se cumple que Q > x2.

Sin embargo, la prueba de Box-Pierce sdlo es valida para muestras grandes (n > 20),
para resolver este inconveniente Ljung y Box (1979) proponen una modificacion del es-
tadistico anterior para que presente un mejor comportamiento en muestras pequenas.
El estadistico de Ljung-Box corresponde a:

5 2
re

"=nn+2 J

Q =n( );nﬂ

Este estadistico funciona y posee la misma distribucion que el de la prueba de Box-
Pierce.

Finalmente, es importante mencionar que una prdctica muy comuan es realizar esta
prueba para un ndmero relativamente grande de rezagos. Es decir, hacer las corres-
pondientes pruebas para diferentes rezagos; por ejemplo, se calculan los correspon-
dientes estadisticos para comprobar las siguientes hipdtesis alternas:

Hy:v1 =0
Hy :v1 =

|
o

Ho:mi=yo=-=7m=0

La decisidn de si los errores estdn o no autocorrelacionados se toma teniendo en
cuenta las decisiones de cada una de estas pruebas.

11.4.5 Prueba de Breusch-Godfrey

Breusch (1978) y Godfrey (1978) disefaron una prueba que permite comprobar la
hipdtesis nula de no autocorrelacion versus la alterna de que el error sigue un proce-
so auto-regresivo de orden p. Esta prueba también es conocida como la prueba del
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multiplicador de Lagrange o prueba LM (por su sigla en inglés: Lagrange Multiplier
Test).

Esta prueba se basa en una idea muy sencilla. Si existe autocorrelaciéon en los errores,
enfonces estos son explicados por sus valores pasados, pero si no hay autocorrelacion
entonces los valores pasados de los errores no pueden explicar el comportamiento
actual del error.

Asi, para probar la hipdtesis nula de no autocorrelacion versus la alterna de unos
errores con un proceso AR(s), se pueden emplear los residuos estimados de la regresion
bajo estudio para comprobar si los valores pasados del error sirven o no para explicar
el error del periodo ¢. Es decir, la prueba LM implica los siguientes pasos:

1. Estimar el modelo de regresion original:
Yo = P1+ BoXoy + B3 Xs ...+ B Xi + o

y obtener la serie de los errores estimados (£;).
2. Estimar la siguiente regresion auxiliar:

gr=ar+asXo +a3Xz; + .. FapXp Fwidi—g Fwbio .. Fwidi—s + &

3. Empleando el R? de la regresidon auxiliar calcular el estadistico LM de la siguiente
manera’:
LM = (n — s) x R?

4. Comparar el estadistico LM con el valor critico de la distribucién Chi-cuadrado
con s grados de libertad. Se rechazard la hipdtesis nulasi LM > x2 ..

Aligual que la prueba de Box-Pierce, cuando se emplea esta prueba normalmente
se realizan las pruebas para diferentes hipdtesis nulas y se toma la decision basdndose
en el conjunto de los resultados.

11.5 Solucién a la autocorrelacién

Asi como en el caso de la heteroscedasticidad (Ver Capitulo 9), existen dos formas
de solucionar la existencia de autocorrelacién. La primera solucidn es tratar de resolver
de raiz el problema modificando la muestra. Este método se conoce como el Método
de Diferencias Generalizadas que hace parte de la familia de los Minimos Cuadrados
Generadlizados (MCG). Esta aproximacion implica conocer exactamente como es la
autocorrelacion; algo que tipicamente es dificil para el cientifico de datos. Una breve
infroduccion a este método se presenta en el anexo al final del capitulo (Ver seccidn
11.8).

La segunda opcién implica solucionar los sinftomas de la autocorrelacion, fratando
de estimar de manera consistente la matriz de varianza y covarianzas de los coeficien-
tes estimados. Esto permite corregir los errores estdndar de los coeficientes, y de esta

9 Algunos paquetes estadisticos calculan el estadistico LM multiplicando el R2 por n y no por (n — s). Si
el famano de la muestra es grande, estas dos aproximaciones son equivalentes, en caso contrario es mejor
mulfiplicar por (n — s).
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manera los t calculados serdn recalculados y, por tanto, los valores p serdn diferentes.
Una aproximaciéon muy similar a la de White para solucionar el problema de heteros-
cedasticidad.

11.5.1 Estimacion Consistente en presencia de Autocorrelacién de los errores estdan-
dar.

De manera similar a la solucién de White (1980) para la heteroscedasticidad, Newey
y West (1987) sugieren un estimador para la matriz de varianzas y covarianzas.

Recordemos, que en presencia de perturbaciones no esféricas'® tendremos que:

v =Var [51X] = (X"X) ' XT0x(X"X) "’

Esto se puede reescribir como:
1 1 1 -1
U= (XTX> <I><XTX>
n n n

1
= -XTOX
n

donde,

Y eso se puede escribir de la siguiente manera:

P ~ o
b= wi;ViV]
ij=1
dondew=[ wy ... wp—1 ]T corresponde a un vector de pesos.
Newey-West (1987) sugieren:
14
vt

donde L corresponde al nimero maximo de rezagos. Generalmente L ~ N1/4,

Este estimador se caracteriza por ser consistente; es decir, ser sesgado en muestras
pequenas, pero esto desaparece cuando la muestra se vuelve grande. Por eso este
estimador es conocido como estimador H.A.C. (heteroskedasticity and autocorrelation
consistent). De manera similar a lo discutido para el caso de los H.C., estos estimadores
no hacen que los MCO se conviertan nuevamente en MELI. La varianza del estimador
MCO sigue siendo mds grande que por ejemplo los del estimador GLS.

De manera similar al caso de la heteroscedasticidad, el estimador de Newey-West
genera varianzas de los estimadores que son relativamente mds pequenas y, por tan-
o, los T calculados son mds grandes. Es decir, los T calculados y los correspondientes
valores p deben ser corregidos.

10Esta es ofra forma de decir que no se cumplen los supuestos del Teorema de Gauss-Markov.



284

Autocorrelacion

En ofras palabras, debemos modificar nuestras pruebas individuales y conjuntas em-
pleando la correspondiente matriz H.A.C.. Por ejemplo, la prueba de Wald para una
restriccion de la forma R3 = q serd:.

W= (RB)T [R (EsT.Asy.Var [ﬂD RT} B (RB)

Por otro lado, asi como en el caso de la correccidn H.A.C. diversos autores han in-
tentado mejorar la aproximacion provista por Newey-West:
= Andrews (1991) sugiere: w, = % (% — cos (z)), donde z = 6n/5 - {/B. Esta apro-
ximacién es conocida como H.A.C de kernel.
= Lumley y Heagerty (1999) sugieren otra forma de pesar los datos que es conocida
como la aproximacién H.A.C de weave.

Las dos ultimas aproximaciones son las mds usadas en la actualidad. Pero existe
poca documentacion de cudndo es mejor uno u otro caso. Esto es adn materia de
investigacion.

Finalmente, es importante anotar que otra forma comun para solucionar el proble-
ma de autocorrelacién en una regresion es emplear la variable dependiente como
variable explicativa, pero rezagada unos periodos. Es decir, de encontrar autocorrela-
cién se acostumbra incluir la variable y rezagada y;_; como variable explicativa'!. Esto
implica probar nuevamente si existe o no autocorrelacién en los nuevos residuales. Si
el problema de autocorrelacion persiste, se sigue incluyendo la variable dependiente
rezagada mads periodos hasta que el problema de autocorrelacion desaparezca. Es-
ta aproximaciéon implica diferentes iteraciones y estar probando la autocorrelacion en
cada paso.

En la actualidad los cientificos de datos prefieren la aproximaciéon de emplear HA.C
para hacer andlitica diagnéstica. Si se desea hacer andlitica predictiva para hacer
proyecciones es mds comun emplear técnicas de series de fiempo que emplean esta
I6gica de incluir las autocorrelaciones como los modelos ARIMA o ARIMAX. Estas técni-
cas no las cubriremos en este libro pero pueden consultar Alonso y Hoyos (2024) para
una infroduccién a los métodos de proyeccion.

11.6 Practica en R: Explicando los rendimientos de una accién (conti-
nuacion)

En el Capitulo 3 construimos un modelo para responder una pregunta de negocio
gue tenian en el drea financiera de una organizacion. La pregunta era ;,Como estd
relacionado el rendimiento de la accién grupo SURA con el rendimiento de aqguellas
acciones en la que ya tenemos inversiones? Las acciones que ya se tenian en el porta-
folio eran; ECOPETROL, NUTRESA, EXITO, ISA, GRUPOAVAL, CONCONCRETO, VALOREM
y OCCIDENTE. Esta pregunta nacié de la necesidad de diversificar el riesgo del porto-
folio. Ahora, fras unas semanas, contamos con una variable mds que puede ser Util en

Esto se puede hacer en R empleando la funcién tsim() del paquete forecast (Hyndman y Khandakar,
2008).
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el andlisis la tasa de depdsitos a término fijo a 90 dias (DTF). Esta variable es comun que
se incluya en este fipo de modelos como una variable que captura el rendimiento de
un activo libre de riesgo, poner el dinero en un CDIT. Esta variable estd disponible en
el archivo DataCDTs.x1sx'? y la adicionaremos a nuestro modelo. Entonces el modelo
que estimaremos serq:;

GRUPOSURA, = 8, + $:ECOPETROL, + ;sNUTRESA,
+ B4EXITO, + B5ISA, + B:GRUPOAVAL,
+ BsCONCONCRETO, + 8o VALOREM,
+ B10OCCIDENTE, + 31,DTF; + &,

Nuestra mision en esta ocasion es ferminar el andilisis y responder la pregunta de ne-
gocio incluyendo la nueva variable, pero antes delbbemos estar seguros que el modelo
estimado estd libre de autocorrelacion.

11.6.1 Construccién de la base de datos

Nuestra primera tarea es cargar los datos y consolidar todos los datos (los de los
rendimientos y los de la DTF en un solo objeto). Los datos de los rendimientos se en-
cuentran en un archivo RetornosDiarios.RData, asi que lo podemos cargar empleando
la funcion load().

load("./Data/RetornosDiarios.RData")
class(retornos.diarios)

El objeto retornos.diarios e€s de la clase xts, lo cual permite manejar faciimente las
fechas.

Los datos de la DT'F la podemos cargar con la funcidn read_excel() del paquete
readx! (Wickham y Bryan, 2019). Esta funcidn tiene una caracteristica importante para
este ejercicio, pues nos permite cargar un archivo y especificarle el tipo de variable
que deberd aplicar a cada columna al momento de cargar los datos. Esto se puede
hacer mediante el argumento col_types. El ofro argumento que requiere esta funcion
es el nombre del archivo que contiene los datos y su correspondiente ruta. En nuestro
caso, la primera columna del archivo de Excel corresponde a las fechas y la segunda
a los datos como tal de la DT'F'. Para evitar que se pierda la informacién de la fecha
podemos emplear el siguiente codigo:

library(readxl)

# carga los datos

DTF <- read_excel("./Data/DataCDTs.xlsx", col_types = c("date", "numeric"))
head (DTF, 2)

## # A tibble: 2 x 2
#i# “Fecha(dd/mm/aaaa)”~ DTF90dias

12Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.
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##  <dttm> <dbl>
## 1 2012-01-02 00:00:00 0.0513
## 2 2012-01-03 00:00:00 0.0558

class (DTF)

## [1] "tbl_df" "tbl" "data.frame"

# renombrando la primera variable
colnames (DTF) [1] <- "Fecha"

Noten gque el nombre de la primera columna fue modificado para hacer mas facil
la manipulaciéon de esa variable. Por ofro lado, la clase del objeto DTF no es de clase
xts. Esta es una clase que permite manipular facilmente objetos de series de tiempo.
Procedamos a cambiar dicha clase para hacer mds fécil la unién de las dos bases de
datos.

Carguemos el paquete xts (Ryan y Ulrich, 2020). En dicho paquete tenemos una fun-
cién con el mismo nombre del paquete (xts()) que permite crear objetos de la clase
xts. Esta funcidn requiere dos argumentos. El primero es el objeto que se quiere transfor-
mar y el segundo (order.by) es un vector que contiene las fechas que se le asignardn
al objeto. Estas fechas deben ser de un formato fecha. Por ahora, tenemos el objeto
para ser convertido en objeto xts y nos falta el vector con las correspondientes fechas.
Esto lo podemos crear con la funcion as.Date() del paquete base de R.

Creemos las fechas de la variable Fecha del objeto DTF empleando la funcidn
as.Date() y luego procedamos a crear un objeto con el nombre DTF90dias que sea de
clase xts.

# Carga libreria

library(xts)

# se crea objeto con fechas
DTF$Fecha <- as.Date(DTF$Fecha)

# se wverifica la clase de la fecha
class(DTF$Fecha)

## [1] "Date"

# se crea el nuevo objeto de clase zts

DTF90dias <- xts(DTF$DTF90dias, order.by = DTF$Fecha)
# se verifica la clase del nuevo objeto
class(DTF90dias)

## [1] "xts" "zoo"

Antes de unir los dos objetos podemos constatar gue ambos objetos tienen la misma
periodicidad y cubren el mismo periodo. La funcién periodicity () del paquete xts nos
muestra la periodicidad de un objeto de serie de tiempo.
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periodicity(DTF90dias)

## Daily periodicity from 2012-01-02 to 2019-01-14

periodicity(retornos.diarios)

## Daily periodicity from 2012-01-02 to 2019-01-14

Ya podemos unir los dos objetos por medio de la funcidon merge() del paquete xts (es
decir, merge.xts()). Esta funcion permite pegar dos objetos de clase xts de diferentes
maneras empleando el argumento join. Si join= “outer”, se crea una base de datos
con todas las fechas incluidas en los dos objetos. Si en uno de los objetos no existia
una fecha, entonces los valores faltantes se reemplazan por “NA"'? Si join= “inner”
se construird una nueva base de datos Unicamente con las filas (fechas) que estdn
en comun en ambos objetos. Si join= “left” el nuevo objeto tendrd solo las fechas del
primer objeto. Si el segundo objeto no tiene informacidén para una de esas fechas, se
rellenard esa informacién con un *“NA”. De manera similar, Si join= “right”, el nuevo
objeto tendrd las fechas del segundo objeto.

En nuestro caso, pueden constatar que los dos objetos, si bien cubren el mismo pe-
riodo, no tienen la misma canfidad de datos. Esto ocurre porque hay unos dias hdbiles
en los que la Bolsa de Valores no se encuentra abierta, pero si se recoge informacion
para la DTF. Asi, dado que nuestro objetivo, serd mds conveniente unir los objetos de
tal manera que tengamos observaciones para los dias en los que la Bolsa de Valores
estuvo abierta. Es decir:

datos.ejeauto <- merge(retornos.diarios, DTF90dias, join = "left")
head(datos.ejeauto, 3)

#i#t GRUPOSURA ECOPETROL NUTRESA EXITO ISA GRUPOAVAL
## 2012-01-02 1.2779727 -0.3565066 -0.9216655 2.02184181 -1.983834 0.0000000
## 2012-01-03 2.5079684 2.0036027 -0.2781643 0.07695268 1.626052 -2.4292693
## 2012-01-04 0.4324999 1.0446990 -0.5586607 1.07116556 2.478003 -0.4106782

#Hit CONCONCRET = VALOREM OCCIDENTE DTF90dias
## 2012-01-02 0 0.000000 0 0.05131078
## 2012-01-03 0 12.583905 0 0.05576149
## 2012-01-04 0 1.342302 0 0.04769692

Ahora ya tfenemos un objeto con la base de datos.

11.6.2 Residuales del modelo y andlisis grafico de los residuales

Ya podemos correr el modelo y examinar los respectivos residuos'4. Esto lo podemos
hacer con un grdfico de lineas de los residuos en funcidon del tiempo y uno de dispersion

13La funcién permite cambiar como se rellena los datos faltantes empleando el argumento fill. Por defecto
fill = NA.

4En el Capitulo 9 vimos que podemos extraer los residuales de un objeto LM con la funcién resid() del
paqguete central de R.
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de los residuos en el periodo actual versus los residuos rezagados'®.

# estimacion del modelo

modelol <- 1m(GRUPOSURA ~ ., datos.ejeauto)
# se extraen los residuales

e <- residuals(modelol)

# creamos los graficos
par (mfrow = c(2, 1))
ts.plot(e, main = "Errores estimados", xlab = "tiempo", ylab = "errores"

plot(e, lag.xts(e), xlab = "errores (t)", ylab = "errores (t-1)", xlim = c(-6,
o 6),
ylim = c(-6, 6))
reg <- lm(e ~ lag.xts(e))
abline(reg, col = "blue")

Figura 11.9. Grdfico de residuales

Errores estimados

errores
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0 500 1000 1500
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Fuente: elaboracion propia.

El primer grafico muestra unos errores que alternan “mucho” su signo, esto puede ser
muestra de una autocorrelacion negativa. Por otro lado, el segundo grafico no presen-

15Recuerda que el término rezagado implica que la variable se observa en un periodo anterior. Por ejem-
plo, cuando hablamos de la variable y; rezagada un periodo, nos estamos refiriendo a y.—1. Esto se puede
hacer en R empleando la funcidn lag.xts() del paquete xfs.
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ta una fuerte relacion negativa entre los errores. Naturalmente, los graficos nunca serdn
concluyentes, pero si Nos permiten tener una intuicion de o que estd ocurriendo con
los residuos. A continuacioén, se presentan las pruebas de autocorrelacion discutidas
anteriormente.

11.6.3 Pruebas de Autocorrelacion

Recordemos que todas las pruebas descritas anteriormente fienen como hipdtesis
nula el cumplimiento del supuesto (no autocorrelacion) y la alterna la violacién de
alguna manera del supuesto. Procedamos a efectuar dichas pruebas.

11.6.4 Prueba de Rachas

Para realizar la prueba de rachas, podemos emplear la funcidn runs.test() del po-
quete fseries (Trapletti y Hornik, 2019). Los argumentos mds importantes de esta funcion
son:

runs.test(x, alternative)
donde:

= X: objeto que contiene una variable de clase factor que muestre si el error es
positivo o negativo.

n alternative: no es obligatorio y determina cudl es la hipdtesis alterna que se de-
sea probar. Si alternative = “two.sided”, la alterna serd que existe algun tipo de
autocorrelaciéon. Esta es la opcién por defecto, es decir si no se especifica es-
fe argumento, se efectuard esta prueba. Si alternative = “less” la alterna es que
la autocorrelacion es positiva (menos cambios de signos que los esperados) v si
alternative = “greater”, la alterna es que existe autocorrelacion negativa (mas
cambios de signos que los esperados).

Asi, nuestro primer paso para efectuar esta prueba es convertir los residuos estimados
en una variable de clase factor que muestre si el signo del residual es positivo o no para
cada periodo.

# se crea la vartable tipo factor
signo.error <- factor(e > 0)

# chequeo de la wvartable creada
head(signo.error, 3)

## 2012-01-02 2012-01-03 2012-01-04
## TRUE TRUE FALSE
## Levels: FALSE TRUE

# se carga la libreria
library(tseries)

# prueba de rachas dos colas
runs.test(signo.error)

##t
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## Runs Test

##

## data: signo.error

## Standard Normal = 2.7324, p-value = 0.006288
## alternative hypothesis: two.sided

# la alterna es que existe autocorrelacién positiva

runs.test(signo.error, alternative = "less")
##

## Runs Test

#i#t

## data: signo.error
## Standard Normal = 2.7324, p-value = 0.9969
## alternative hypothesis: less

# la alterna es que existe autocorrelacidn negativa

runs.test(signo.error, alternative = "greater")
##

## Runs Test

##

## data: signo.error
## Standard Normal = 2.7324, p-value = 0.003144
## alternative hypothesis: greater

Los resultados permiten rechazar con un 99 % de confianza (valor p de 0.0063) la no
autocorrelacion y por tanto se puede concluir que existe algun tipo de autocorrelo-
cién. Por ofro lado, no se puede rechazar la hipdtesis nula de que no existe autocorre-
lacion o autocorrelacion negativa (en favor de la alterna de autocorrelacion positiva)
dado que el correspondiente valor p es 0.9969. Finalmente, podemos concluir con es-
ta prueba que existe autocorrelacion negativa con un 99 % de confianza (valor p de
0.0031).

11.6.5 Prueba de Durbin-Watson

Esta prueba se puede implementar empleando la funcion dwtest() del paquete AER
(Kleiber y Zeileis, 2008). Los argumentos mds importantes de esta funcién son:

dwtest(formula, alternative = c(“greater”, “two.sided”, “less™))
donde:

= formula objeto de clase Im que contenga el modelo al cual se le quiere efectuar
la prueba, este argumento es obligatorio.

» alternative no es obligatorio y permite escoger cudl es la hipdtesis alterna que se
desea probar (Ver Cuadro 11.2). Si alternative = “two.sided”, la alterna serd que
existe algun tipo de autocorrelacion. Si alternative = “greater” la alterna es que la
autocorrelacién es positiva. Esta es la opcidn por defecto, es decir sino se especi-
fica este argumento, se efectuard esta prueba.Y si alternative = “less”, la alterna
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es que existe autocorrelacion negativa. Noten que este argumento funciona al-
go diferente a lo descrito con la prueba de rachas, y por tanto requiere mucho
cuidado al momento de emplearlas.

La prueba se puede implementar de la siguiente manera:

# se carga la libreria

library (AER)

# prueba de Durbin-Watson dos colas
dwtest (modelol, alternative = "two.sided")
##

## Durbin-Watson test

#it

## data: modelol
## DW = 2.1703, p-value = 0.0004734
## alternative hypothesis: true autocorrelation is not O

# la alterna es que existe autocorrelacién positiva

dwtest(modelol, alternative = "greater")
#i#

## Durbin-Watson test

#i

## data: modelol
## DW = 2.1703, p-value = 0.9998
## alternative hypothesis: true autocorrelation is greater than O

# la alterna es que existe autocorrelacién negativa

dwtest (modelol, alternative = "less")
##

## Durbin-Watson test

##

## data: modelol
## DW = 2.1703, p-value = 0.0002367
## alternative hypothesis: true autocorrelation is less than O

Estos resultados son similares a los obtenidos por la prueba de rachas. Se rechaza
la nula de no autocorrelacién (valor p de 5 x 1074) y también se concluye que existe
autocorrelacién negativa (valor p de 2 x 1074).

Antes de continuar con la siguiente prueba, esimportante mencionar que alno con-
tar en este modelo con la variable dependiente rezagada como variable explicativa,
Nno es relevante la prueba h de Durbin. Cuando sea necesario, esta prueba se puede
efectuar empleando la funcién durbinH() del paquete ecm (Bansal, 2021).
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11.6.6 Prueba de Box-Pierce y Ljung-Box

La prueba de Box-Pierce y la modificacion de Ljung-Box pueden calcularse em-
pleando la misma funcién de la base de R: Box.test(). Esta funcion tiene los siguientes
fres argumentos importantes:

Box.test(x, lag = 1, type = c(“Box-Pierce”, “Ljung-Box”))
donde:

m X el vector al que se le quiere hacer la prueba.

= lag el ndmero de rezagos para incluir en la hipdtesis nula y alterna. Por defecto
lag = 1.

n type el fipo de prueba. Las opciones son type = "Box-Pierce" para readlizar la
prueba de Box-Pierce (la opcidn por defecto de la funcidon) y type = "Ljung-Box"
para el de la prueba de Ljung-Box.

Entonces para probar la hipdtesis Hy : v; = 0 con la prueba de Box-Pierce podemos
emplear el siguiente cédigo

# Prueba de Box-Pierce para un rezago
Box.test(e, lag = 1)

#it

## Box-Pierce test
#i#

## data: e

## X-squared = 12.642, df = 1, p-value = 0.0003772

Asi, podemos rechazar la hipdtesis nula de no autocorrelacion (para el primer reza-
go). Como se menciond anteriormente, es comun probar esta hipdtesis para los prime-
ros rezagos, por lo menos los primeros 20. Es decir:

Ho:m=0
Hy:m=7%=0
Hy:vi=7v=...720=0

Para realizar estas pruebas podemos crear una funcién para construir una ta-
bla con fodas las pruebas que se deseen. A continuacion, se presenta la funcion
tabla.Box.Pierce().

# se crea funcion

tabla.Box.Pierce <- function(residuo, max.lag = 20, type = "Box-Pierce") {
# se crean objetos para guardar los resultados
BP.estadistico <- matrix(0, max.lag, 1)
BP.pval <- matrix(0, max.lag, 1)

# se calcula la prueba para los diferentes rezagos
for (i in 1:max.lag) {
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BP <- Box.test(residuo, lag = i, type = type)
BP.estadistico[i] <- BP$statistic
BP.pval[i] <- round(BP$p.value, 5)

}

labels <- c("Rezagos", type, "p-valor")

Cuerpo.Tabla <- cbind(matrix(1l:max.lag, max.lag, 1), BP.estadistico,
— BP.pval)

TABLABP <- data.frame(Cuerpo.Tabla)

names (TABLABP) <- labels

return (TABLABP)

Ahora podemos emplear la funcién para obtener los resulfados que se presentan
en el Cuadro 11.3.

Cuadro 11.3. Prueba de Box-Pierce de los errores para los primeros 20 rezagos

Rezagos Box-Pierce p-valor

1 12.642 0.000
2 17.533 0.000
3 17.621 0.001
4 18.527 0.001
5 22.762 0.000
6 25.180 0.000
7 26.344 0.000
8 28.830 0.000
% 28.897 0.001
10 29.917 0.001
11 30.074 0.002
12 31.092 0.002
13 31.093 0.003
14 37.819 0.001
15 37.820 0.001
16 39.308 0.001
17 42.405 0.001
18 43.893 0.001
19 43.914 0.001
20 43.964 0.002

Fuente: elaboracion propia.

Los resultados nos permiten concluir que las autocorrelaciones de los errores no son
cero. Asi podemos concluir que existe autocorrelacion.
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Ahora generar el Cuadro 11.4 que contiene los resultados de la prueba de Ljung-Box
aplicada a los mismos residuos.

Cuadro 11.4. Prueba de Ljung-Box de los errores para los primeros 20 rezagos

Rezagos Ljung-Box p-valor

1 12.664 0.000
2 17.567 0.000
3 17.655 0.001
4 18.564 0.001
5 22.817 0.000
6 25.247 0.000
7 26.417 0.000
8 28.917 0.000
% 28.985 0.001
10 30.012 0.001
11 30.170 0.001
12 31.196 0.002
13 31.198 0.003

14 37.988 0.001
15 37.988 0.001

16 39.492 0.001
17 42.625 0.001
18 44130 0.001
19 44,152 0.001
20 44,202 0.001

Fuente: elaboracion propia.

No es sorprendente que los resultados de esta prueba sean los mismos que los ob-
tfenidos con la prueba de Box-Pierce, pues en este caso la muestra es grande. Asi, la
correccioén para muestras pequenas no era imporfante.



Practica en R: Explicando los rendimientos de una accién (continuacion)

295

11.6.7 Prueba de Breusch-Godfrey

Esta prueba se puede realizar empleando la funcién bgtest() del paquete Imfest
(Zeileis y Hothorn, 2002). Similar a las anteriores pruebas, esta funcidn tiene dos argu-
mentos. El primero es el objeto de clase Im al que se le quiere hacer la prueba. El
segundo argumento es el orden (order) de la autocorrelacién que se desea probar.
Por defecto este argumento es igual a uno. Para probar la hipdtesis nula de no auto-
correlacion versus la alterna de unos errores con un proceso AR(1) podemos emplear
el siguiente cédigo:

# se carga la libreria
library(lmtest)

# prueba Breusch-Godfrey para AR(1)
bgtest(modelol, order = 1)

##

## Breusch-Godfrey test for serial correlation of order up to 1
#i#

## data: modelol

## LM test = 12.818, df = 1, p-value = 0.0003434

Los resultados muestran que se puede rechazar la hipdtesis nula. En otras palabras,
podriamos concluir que los errores pueden seguir un proceso AR(1). 0 lo que es equivo-
lente, existe autocorrelacion. De manera similar a la anterior prueba, es usual realizar la
prueba para diferentes drdenes del proceso AR. En la prdctica no es muy comun que
esta prueba se realice para muchos rezagos. A continuacion, se presenta una funcion
gue permite realizar la prueba para los rezagos deseados.

# se crea funcion

tabla.Breusch.Godfrey <- function(modelo, max.order = 5) {
# se crean objetos para guardar los resultados
BG.estadistico <- matrix(0, max.order, 1)
BG.pval <- matrix(0, max.order, 1)

# se calcula la prueba para los diferentes rezagos
for (i in 1:max.order) {
BG <- bgtest(modelo, order = i)
BG.estadistico[i] <- -BG§statistic
BG.pval[i] <- round(BG$p.value, 5)

labels <- c("Orden AR(s)", "Breusch-Godfrey", "p-valor")

Cuerpo.Tabla <- cbind(matrix(1l:max.order, max.order, 1), BG.estadistico,
— BG.pval)

TABLABP <- data.frame(Cuerpo.Tabla)

names (TABLABP) <- labels

return (TABLABP)
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Ahora podemos emplear la funcién para crear el Cuadro 11.5.

Cuadro 11.5. Prueba de Breusch-Godfrey de los errores

Orden AR(s) Breusch-Godfrey p-valor

-12.818
-19.287
-19.843
-21.313
-26.854

OGN —
OO0 oO0ooo

Fuente: elaboracion propia.

Esta prueba también permite concluir que existe un problema de autocorrelacion.

11.6.8 Solucién al problema de autocorrelacion con H.A.C.

Todas las pruebas nos llevan a concluir gue fenemos un problema de autocorre-
lacion. Este problema lo podemos solucionar empleando estimadores H.A.C. para la
matriz de varianzas y covarianzas. Al igual que lo hicimos con la heteroscedasticidad,
esto se puede hacer empleando el paquete sandwich (Zeileis, 2004) y las siguientes
funciones:

» NeweyWest(): para obtener la correccion de Newey y West (1987).
. kernHAC(): para obtener la correccion de Andrews (1991).
= weave(): para obtener la correccidn de Lumley y Heagerty (1999).

Las tres funciones tienen como argumento el objeto de clase Im al que se le quiere
corregir la matriz de varianzas y covarianzas.

Por ejemplo, para obtener la matriz de varianzas y covarianzas con la correccién de
Newey y West (1987) podemos emplear la siguiente linea de codigo.

# se carga la libreria

library(sandwich)

# Newey - West

NeweyWest (modelol)

## (Intercept) ECOPETROL NUTRESA EXITO
## (Intercept) 9.251428e-03 -1.868819e-04 7.256654e-05 -6.857704e-05
## ECOPETROL -1.868819e-04 3.123882e-04 3.780966e-05 1.318300e-06
## NUTRESA 7.256654e-05 3.780966e-05 1.226507e-03 -4.168024e-05
## EXITO -6.857704e-05 1.318300e-06 -4.168024e-05 7.578591e-04
## ISA 2.647414e-04 -1.091065e-04 -2.535839e-04 -1.779598e-04
## GRUPOAVAL  -5.466807e-05 3.521443e-05 -1.406924e-04 3.037862e-05
## CONCONCRET -1.218345e-05 -5.385873e-06 -6.182498e-05 -1.947145e-05
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#i#t
##
##
##t
#it
#i#t
##
##
#H#t
#i#t
#i#
##
##
##
#Hit
#i#
#it
##
##
#H#t
#it
#i#t
##
##
##t

VALOREM
OCCIDENTE
DTF90dias

(Intercept)
ECOPETROL
NUTRESA
EXITO

ISA
GRUPOAVAL
CONCONCRET
VALOREM
OCCIDENTE
DTF90dias

(Intercept)
ECOPETROL
NUTRESA
EXITO

ISA
GRUPOAVAL
CONCONCRET
VALOREM
OCCIDENTE
DTF90dias

-1

.496096e-04
.419532e-05
.665297e-01

ISA

.647414e-04
.091065e-04
.535839e-04
.779598e-04
.044014e-04
.601628e-05
.467629e-05
.369104e-05
.396612e-05
.602825e-03

OCCIDENTE

.419532e-05
.897218e-06
.906229e-06
.145985e-04
.396612e-05
.318819e-06
.102452e-07
.590307e-05
.564615e-04
.530728e-04

.511587e-06
.897218e-06
.001086e-03

GRUPOAVAL

.466807e-05
.521443e-05
.406924e-04
.037862e-05
.601628e-05
.960277e-04
.009650e-08
.656075e-06
.318819e-06
.326814e-03

DTF90dias

.1665296873
.0040010864
.0003423908
.0013179571
.0066028252
.0013268136
.0005690392
.0018355623
.0008530728
.1537629951

o OO N

.742468e-05
.906229e-06
.423908e-04

CONCONCRET

.218345e-05
.3856873e-06
.182498e-05
.947145e-05
.467629e-05
.009650e-08
.094780e-04
.700092e-06
.102452e-07
.690392e-04

.317952e-05
.145985e-04
.317957e-03

VALOREM

.496096e-04
.511587e-06
.742468e-05
.317952e-05
.369104e-05
.656075e-06
.700092e-06
.199244e-04
.590307e-05
.835562e-03

Ahora, como no es muy Utilla matriz de varianzas y covarianzas sola, sino mds bien los
respectivos tindividuales y sus correspondientes valores p, podemos emplear la funciodn
coeftest() del paquete Imtest para realizar las pruebas individuales. Esta funcidén ya la
habiamos estudiado en el Capitulo 9. Por ejemplo:

# pruebas individuales

coeftest(modelol, vcov = NeweyWest(modelol))

#i#

## t test of coefficients:

##

## Estimate Std. Error t value Pr(>ltl)

## (Intercept) 0.092275 0.096184 0.9594 0.33752

## ECOPETROL 0.121392 0.017675 6.8682 9.112e-12 *x*x
## NUTRESA 0.141372 0.035022 4.0367 5.664e-05 *x*x
## EXITO 0.122549 0.027529 4.4516 9.082e-06 *x*x
## ISA 0.188444 0.026541 7.1002 1.829e-12 *x*x
## GRUPOAVAL 0.084369 0.017205 4.9036 1.032e-06 **x*
## CONCONCRET 0.021385 0.014473 1.4775 0.13973

## VALOREM 0.035525 0.014830 2.3955 0.01671 =*
## OCCIDENTE 0.030765 0.030927 0.9948 0.31999
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## DTF90dias -1.695802 1.775884 -0.9549  0.33976
# -
## Signif. codes: O 's*x' 0.001 '#%' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Para este caso podemos ver como individualmente, los coeficientes asociados alos
rendimientos de CONCONCRETO, OCCIDENTE y la DTF a 90 dias no son significativos
individualmente.

Ahora hagamos Io mismo para las correcciones de Andrews (1991) y Lumley y Heo-
gerty (1999).

coeftest (modelol, vcov = kernHAC(modelol))

##

## t test of coefficients:

##

## Estimate Std. Error t value Pr(>ltl)

## (Intercept) 0.092275 0.121312 0.7606 0.44698

## ECOPETROL 0.121392 0.018125 6.6975 2.879e-11 *x*x*
## NUTRESA 0.141372 0.035605 3.9705 7.472e-05 **x*
## EXITO 0.122549  0.027337 4.4829 7.860e-06 **x
## ISA 0.188444 0.024900 7.5679 6.204e-14 **x*
## GRUPOAVAL 0.084369 0.019500 4.3266 1.603e-05 *x**
## CONCONCRET 0.021385 0.016233 1.3174 0.18790

## VALOREM 0.035525 0.015976 2.2236 0.02631 =*
## OCCIDENTE 0.030765 0.035191 0.8742 0.38212

## DTF90dias -1.695802 2.268825 -0.7474 0.45490

## ———

## Signif. codes: O 's*xx' 0.001 'sx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

coeftest (modelol, vcov = weave(modelol))

##

## t test of coefficients:

##

## Estimate Std. Error t value Pr(>ltl)

## (Intercept) 0.092275 0.133149 0.6930 0.48839

## ECOPETROL 0.121392 0.016945 7.1639 1.167e-12 **x
## NUTRESA 0.141372 0.033778 4.1853 2.995e-05 *x**
## EXITO 0.122549 0.024031 5.0997 3.786e-07 **x*
## ISA 0.188444 0.023324 8.0795 1.227e-15 *x**
## GRUPOAVAL 0.084369 0.018810 4.4853 7.774e-06 **x*
## CONCONCRET 0.021385 0.015415 1.3872 0.16556

## VALOREM 0.035525 0.016485 2.1550 0.03131 =*
## OCCIDENTE 0.030765 0.036069 0.8529 0.39381

## DTF90dias -1.695802 2.488200 -0.6815 0.49562

# -
## Signif. codes: O 'x*x' 0.001 'x*' 0.01 'x' 0.05 '.' 0.1 ' ' 1
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Las tres correcciones coinciden en concluir que las siguientes variables no son signi-
ficativas; CONCONCRETO, OCCIDENTE vy la DTF a 90 dias.

Ahora miremos si conjuntamente todos los coeficientes que acompanan a dichas
variables son significativos. Estimemos el correspondiente modelo anidado y compa-
remos los modelos

modelo2 <- 1m(GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL +
<. VALOREM,
datos.ejeauto)

waldtest (modelo2, modelol, vcov = NeweyWest(modelol))

## Wald test

#i#

## Model 1: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + VALOREM

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + CONCONCRET +
#i# VALOREM + OCCIDENTE + DTF90dias

## Res.Df Df F Pr(>F)

#i# 1 1689

##t 2 1686 3 1.3719 0.2496

waldtest (modelo2, modelol, vcov = kernHAC(modelol))

## Wald test

it

## Model 1: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + VALOREM

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + CONCONCRET +
## VALOREM + OCCIDENTE + DTF90dias

#it Res.Df Df F Pr(>F)

#it 1 1689

## 2 1686 3 0.9793 0.4016

waldtest (modelo2, modelol, vcov = weave(modelol))

## Wald test

##

## Model 1: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + VALOREM

## Model 2: GRUPOSURA ~ ECOPETROL + NUTRESA + EXITO + ISA + GRUPOAVAL + CONCONCRET +
#it VALOREM + OCCIDENTE + DTF90dias

## Res.Df Df F Pr(OF)

## 1 1689

## 2 1686 3 1.055 0.3672

Los resultados muestran, con todas las correcciones que las tres variables son con-
juntamente no significativas. En ofras palabras, el modelo restringido es mejor que el
sin restringir. Asi, podemos afirmar que la DTF a 90 dias, los rendimientos de CONCON-
CRETO y OCCIDENTE no afectan el rendimiento de la accién de Suramericana. Los
resultados finales se presentan en el Cuadro 11.6.
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Cuadro 11.6. Modelo estimado por MCO y correcciones H.A.C.

Dependent variable:
GRUPOSURA
MCO NW Kenel Wave
Q) 2 ®) 4

ECOPETROL 0.122**x* 0.122%** 0.122%** 0.122%**

(0.014) (0.018) (0.018) 0.017)
NUTRESA 0.145%** 0.145%** 0.145%** 0.145%**

(0.028) (0.035) (0.035) (0.034)
EXITO 0.123*** 0.123*** 0.123*** 0.123***

(0.018) (0.028) (0.028) (0.024)
ISA 0.188*** 0.188*** 0.188*** 0.188***

(0.019) (0.027) (0.025) (0.023)
GRUPOAVAL 0.086*** 0.086*** 0.086*** 0.086***

(0.020) 0.017) (0.020) 0.019)
VALOREM 0.036** 0.036** 0.036** 0.036**

(0.014) (0.015) 0.016) (0.016)
Constant 0.005 0.005 0.005 0.005

(0.027) (0.022) (0.025) (0.027)
F Statistic (df = 6; 1695) 99.025%** 49,099%** 62.358*** 70.005***
Observations 1,696 1,696 1,696 1,696
R2 0.260 0.260 0.260 0.260
Adjusted R2? 0.258 0.258 0.258 0.258
Residual Std. Error (df = 1689) 1.110 1.110 1.110 1.110
F Statistic (df = 6; 1689) 99.025*** 99.025*** 99.025*** 99.025%**

Nofte:

11.7 Ejercicios

*p<0.1; **p<0.05; ***p<0.01

Las respuestas a los ejercicios seleccionados se encuentran en la seccion 16.6.

11.7.1 Experimento de Monte Carlo 1

Disefien un experimento de Monte Carlo similar al que se realizd en el Capitulo 9
en la Introduccidén. Supongan que existe una autocorrelacidon en el error que sigue un
proceso AR(T) con p = 0,7.

11.7.2 Experimento de Monte Carlo 2

Ahora continuando con el mismo DG P disefien un experimento de Monte Carlo que
nos permita estudiar cudl es la proporcidn de veces que se rechaza la hipdtesis nula
de las pruebas individuales para las dos pendientes con los estimadores MCO sin auto-
correlacion, los estimadores MCO con autocorrelacion y la correccidon NeweyWest en
parecencia de autocorrelacion. Realice el experimento para una muestra de famano
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500, 100, 80y 20. ¢ Qué pueden concluir?

11.7.3 Autombviles

Un cientifico de datos es contratado por el drea de gestion humana de una de Ias
principales empresas que venden automaviles del fabricante WMB en fodo el mundo.
El interés del gerente del drea es entender si la canfidad de vendedores depende de
las unidades fabricadas (en miles). Para esto cuenta con datos mensuales de 5 anos
que se encuentran en el archivo autoEmployee. txt'®,

Estimen el modelo y reporten sus resultados en una tabla. Efectden el andilisis grafico
de los errores estimados. ¢, Qué tipo de problema pueden intuir a partir de este andlisis?
Expliquen su respuesta.

Adicionalmente, realicen las pruebas que consideren necesarias para determinar
la existencia o no de un problema de autocorrelacién en el modelo. De ser necesario
corrijan el problema y saquen sus conclusiones.

11.8 Anexos

11.8.1 Demostracion de la insesgadez de los estimadores en presencia de autocorre-
lacién

En presencia de autocorrelacion los estimadores MCO siguen siendo insesgados.
Esta afirmacion se puede demostrar facilmente. Sin perder generalidad consideremos
un modelo lineal con un término de error homosceddstico y con autocorrelacion de
orden uno. Es decir,

y=XB+e

Donde E[g] = 0, Var[e)] = 02y e = peg_1 + v, Vt. Ahora determinemos si
A —1 . . . .
B = (XTX) XTy sigue siendo insesgado o no. Asi,

B8] = B[(X™X)'XTy| = (X*X) X" By
E [5} — (XTX) ' XTE[XB +¢] = (XTX) ' XTXB + (XTX) ' XTE[]
B[] = (X*X)'X"X5 =T
E[f] =5

11.8.2 Sesgo de la matriz de varianzas y covarianzas en presencia de autocorrelacion
En presencia de autocorrelacién el estimador de la matriz de varianzas y covarianzas

de MCO (Var [ﬁ] = 5% (XTX)) es sesgado. Es ma&s el estimador MCO para los coeficien-

tes (B = (XTX)71 XTy) no es eficiente; es decir no tiene la minima varianza posible.
Esta afirmacion se puede demostrar faciimente.

16Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.


https://www.icesi.edu.co/editorial/modelo-clasico/
https://www.icesi.edu.co/editorial/modelo-clasico/

302 Autocorrelacion

Continuando con el modelo considerado en el Apéndice anterior (error con una
autocorrelaciéon de orden uno), en este caso tenemos que:

1 p p2 n—1
A
Varle]=E[e"e] =Q=02| P P 1 p" (11.3)
pnfl pn72 pn73 p 1

Ahora podemos calcular la varianza de los estimadores MCO. Es decir,

Var [3] =Var [(XTX)_l XTy} (11.4)
Por tanto tfendremos que
Var [3] = (X™X) "' X™Var [y X (X7X) "’ (11.5)
Var [3] = (X*X) " X™Var[¢] X (X*X) (11.6)
Var [3] = (X*X) 7 XT0X (XTX) (11.7)

Por tanto la varianza no es la minima posible. Y por otfro lado, al emplear el estimador

MCO para la matriz de varianzas y covarianzas de los betas (Var [B] =52 (XTX)*I) en

presencia de autocorrelacion se obtendrd un estimador cuyo valor esperado no es
igual a la varianza real; es decir, serd insesgado.

11.8.3 Solucién por el método de diferencias generalizadas

Siconocemos la naturaleza de la autocorrelacidon entonces podemaos usar una trans-
formacién de la muestra del modelo original para construir una muestra sin este pro-
blema. Este método se conoce como transformacién de diferencias generalizadas.

Es decir, partiendo del modelo (11.2) con errores AR(1), se le puede restar el mismo
modelo (11.2) rezagado un periodo y multiplicado por la correlaciéon. De tal manera
que se obtiene:

Yi—pYio1 = 1 (1 — p)+B2 (Xor — pXor—1)+83 (X3t — pXse—1)+. . ALk (Xt — pXpe—1)+er—pes—1
Reparametrizando tenemos:
V' =p1(1—p)+ X5 + s X5 + ...+ BuXp + 1

donde
Y =Y, —pYio1, X5, =Xo—pXo1 y X3 = X3 — pXgi—1 (11.8)
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Asi, el modelo transformado (11.8) ya no tiene problemas de autocorrelacion. Esto
es emplear el método de Minimos Cuadrados Generalizados en su versidon especial
denominado Método de diferencias generalizadas.

Sin embargo, en la practica es imposible que conozcamos la naturaleza del proble-
ma de autocorrelaciéon con certeza y mucho menos el valor de p. Durbin (1960) plantea
la solucidon a este problema, método que tomd el nombre de Método de Durbin. Elmé-
todo de Durbin (1960) permite implementar el método de diferencias generalizadas al
estimar en un primer paso el valor de p. Por eso se le conoce como un método de
Minimos Cuadrados Factibles . Este método implica los siguientes tres pasos:

1. Correr la regresion de la variable dependiente en funcidén de las variables expli-
cativas del modelo original, ademds incluir las mismas variables independientes
rezagadas un periodo y la variable dependiente rezagada un periodo. Es decir:

Yy =61 + BoXor + B3 X5t + ... + B Xt + Bry1Xor—1
+Bk+2Xst—1 + .o+ By (k—1) Xt—1 + pYe—1 + &1

2. De la anterior estimacién se obtiene el valor estimado de p. A partir de ese valor
estimado, realizar las siguientes tfransformaciones:

th* =Y, — [A)}/t_l’ X;t = X9t — ﬁXQt_l y X;t = X3¢ — ﬁX3t—1
3. Finalmente estimar el siguiente modelo:
Y =01 + Ba X5y + B3 X3y + .+ B Xy + 1

donde g = B1 (1 - p).

Una vez se estima el modelo con el método de Durbin, a los nuevos residuales se
les debe hacer las pruebas para asegurarnos que el problema fue solucionado. Si la
autocorrelacidon en los residuales no es de orden uno, es muy probable que esta solu-
cién no funcione. En la prdctica es aconsejable para los cientificos de datos emplear
una solucién H.A.C.. Dados los grandes volimenes de observaciones que se emplean,
ésta solucidén provee errores estndar insesgados (robustos) y se garantiza una solucion
aceptable al problema.






Parte IV

Modelo de regresion y la analitica
predictiva






Objetivos del capitulo
Al terminar la lectura de este capitulo el lector estard en capacidad de:

» Explicar en sus propias palabras la diferencia entre un prondstico y una prediccion.

= Explicar en sus propias palabras qué es la validacién cruzada, para que sirve y
cudndo se debe emplear.

» Efectuar en R una validacién cruzada por los métodos de retencién, LOOCV y
k-folds para seleccionar un modelo de regresion para hacer analitica predictiva
(en muestras de corte fransversal).

= Construir intervalos de confianza para predicciones.
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Predicciones en corte transversal

12.1 Introduccion

Los modelos de regresion mdltiple pueden emplearse para hacer analitica predicti-
va. La andalitica predictiva busca responder la pregunta: ¢ qué es posible que ocurra?
Con datos ya existentes se estima un modelo que permita predecir datos que adn no
se tienen o no han ocurrido. Es importante resaltar que la creacién de predicciones no
necesariamente implica predecir lo qué ocurrird en el futuro. De hecho, la creacion
de prondsticos (forecasting en inglés) es un drea de la prediccidn en la que se reali-
zan predicciones sobre el futuro, basdndonos en datos de series de tiempo. La dnica
diferencia entre |la prediccidon y los prondsticos es que en esta dlitima se considera la di-
mension temporal. La analitica predictiva tiene como intencién generar predicciones
de variables cuantitativas.

El modelo de regresion mdltiple puede emplearse tanto para hacer predicciones
como prondsticos. Para la creacion de prondsticos es necesario la estimacion de un
modelo empleando datos de serie de fiempo. Cuando empleamos muestras de corte
tfransversal, podemos realizar predicciones pero no prondsticos.

Por ejemplo, si se emplea una muestra de muchos individuos en el mismo periodo
(muestra de corte transversal) para encontrar las variables asociadas a la canfidad de
unidades que compra un cliente, el modelo podria ser empleado para responder la
pregunta ¢cudnto compraria un nuevo cliente con determinadas caracteristicas?.

Si el modelo de regresidon multiple se estima con una serie de tiempo (se observa un
objeto de estudio periodo tras periodo), éste podrd ser empleado para hacer pronds-
ticos. Por ejemplo, si se cuenta con las ventas mensuales para muchos periodos y el
modelo encuentra que variables estdn asociadas a estas ventas mes tras mes, el mo-
delo podria responder la pregunta ¢,qué ocurrird en el futuro con las ventas? Con este
fipo de modelos podemos responder preguntas como: ¢cudnto es lo mas probable
qgue venda un producto el proximo ano?

En este capitulo nos concentraremos en la construccion de predicciones y no de
prondsticos. Es decir, nos concentraremos en la analitica predictiva que emplea mo-
delos de corte fransversal.

Hasta ahora hemos discutido la estimacion de modelos de regresion mdltiple y el
diagnostico y solucién de los problemas que aparecen fras la violacion de los supues-
tos del Teorema de Gauss-Markov. Hemos discutido la interpretacion de los coeficientes
que permiten determinar el efecto de una variable independiente sobre el compor-
tamiento de la variable dependiente, aislando el efecto de las otras variables. Esto
corresponde a un andlisis de analitica diagndstica. Por eso, hasta ahora no se habia
discutido el poder predictivo de los modelos estimados. Los modelos se han estimado
con el total de la muestra y esto es lo comun si se desea hacer analitica diagnostica. Es
decir, hemos empleado las herramientas de la estadistica para responder la pregunta
¢,qué tan bueno es el modelo para explicar la muestra que fenemos?.

Para responder dicha pregunta, hemos empleado herramientas como pruebas de
hipdtesis de modelos anidados y no anidados, el R?, el R? djustado, SBC y AIC. Cémo
lo vimos, no existe una Unica forma de determinar la bondad de agjuste de un modelo
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a una determinada muestra. No obstante, las herramientas estudiadas si tienen en co-
mudn gque su objetivo es medir qué tan bien se gjusta el modelo estimado a la muestra
gue empleamos para su estimacion (entrenamiento).

Emplear estas herramientas nos llevan a encontrar modelos que explican o mejor
posible la muestra badjo estudio, pero no necesariamente nuevas muestras que aparez-
can. Es decir, es posible que tfengamos un modelo muy bueno para explicar la muestra
(analitica diagndstica) pero no necesariamente para hacer analitica predictiva. Esto
se conoce como el problema de overfitting (sobreajuste).

Cuando los cientificos de datos estan interesados en responder una pregunta de
negocio que involucra emplear analitica predictiva, serd necesario evaluar el poder
predictivo del modelo. En esta tarea, queremos evitar el overfitting porque podemos
estar dando demasiado poder predictivo a peculiaridades especificas de la muestra
que se empled para estimar el modelo. Pero al mismo tiempo, queremos evitar tener
un modelo con bajo gjuste ala muestra (infragjuste o underfitting en inglés) porque es-
tariamos ignorando patrones en la muestra dtiles para determinar el comportamiento
de un nuevo individuo.

De esta manera, necesitaremos otras herramientas para responder la pregunta ¢ qué
tan bueno es el modelo para predecir? Al proceso de encontrar un modelo que res-
ponda esta pregunta empleando parte de la muestra original, se le conoce como
validacién cruzada del modelo (cross-validation en inglés). En general, para realizar la
valoracién del poder predictivo de varios modelos candidatos empleando la muestra
disponible serd necesario contar con:;

1. una muestra de evaluacién que sea diferente a la muestra de estimacion o fam-
bién conocida como la muestra de entrenamiento y

2. una métrica qué permita determinar que tan cerca se encuentran las prediccio-
nes del valor realmente observado en la muestra de evaluacion.

Este capitulo discutiremos estos elementos y cdmo realizar la validacion de modelos
empleando diferentes aproximaciones.

12.2 Estrategias para la validaciéon cruzada de modelos

Para evitar overfitting (sobreajuste) una buena practica es emplear muestras dife-
rentes para estimar y evaluar la capacidad predictiva de este. En general, cualquier
técnica de validacion cruzada de modelos implicard dividir la muestra en una mues-
fra de evaluaciéon que sea diferente a la muestra de estimacion o también conocida
como la muestra de entrenamiento. A esta practica se le conoce como validacion
cruzada o en inglés cross-validation'. En las siguientes tres subsecciones se discuten las
técnicas de validaciéon cruzada mds empleadas.

"Noten que esta técnica solo tiene sentido en datos de corte transversal, donde el orden de los datos
no es importante. Para muestras de series de tiempo el orden es importante y seleccionar una muestra de
manera aleatoria estaria negando una de las caracteristicas mds importantes en las series de tiempo. Es por
esto que cuando realizamos prondsticos emplearemos otras técnicas para validar los modelos. Para mayor
detalle ver Alonso y Hoyos (2024)
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12.2.1 Método de retencion

La técnica de validacion cruzada mds sencilla implica seleccionar aleatoriamente
unas observaciones de la muestra para hacer la estimacion (muestra de estimacion
0 muestra de enfrenamiento) y otra para evaluar el comportamiento del modelo pa-
ra predecir (muestra de evaluacion). Esta técnica es conocida como el método de
retencién o holdout method.

En este caso, una parte relativamente pequena de la muestra es seleccionada al
azar? como muestra de evaluacion y la muestra restante es la de estimacion. Es comuan
qgue se emplee el 80% de la muestra para la estimacion y el 20 % restante para realizar
la evaluacion. En la Figura 12.1 se presenta un diagrama de esta aproximacién. Con la
muestra de evaluaciéon se comparan los diferentes modelos de regresion candidatos a
ser el mejor modelo para predecir las observaciones. La comparacién implica calcular
diferentes métricas que discutiremos en la siguiente seccidn de este capitulo.

Una desventaja de esta aproximacion es que la seleccién del mejor modelo para
predecir podria estar determinada por el azar, pues la muestra seleccionada para la
evaluacion es tfotalmente aleatoria. Asi, si se replicara el ejercicio con ofra muestra, el
mejor modelo seleccionado podria ser diferente.

Figura 12.1. Diagrama del Método de retencién para la evaluacién cruzada de modelos

obsefvacién Muestra completa

‘QQ...Q.QQQQQ..Q....

0000000000000000(0000]

Muestra de estimacién (entrenamiento) Muestra de evaluacién

Fuente: elaboracion propia.

Antes de continuar con ofras aproximaciones de validaciéon cruzada de modelos,
definamos unos términos importantes en esta literatura. El error del modelo en la mues-
fra de estimacion se conoce como el error de entrenamiento. El error del modelo en
la muestra de evaluacidon se conoce como el Error de prueba.

12.2.2 Método LOOCV

Otro método de valoracién cruzada comunmente empleado es el denominado
LOOCV (por la sigla en inglés del término Leave one out Cross-validation). En este mé-
todo, a diferencia del método de retencidn, no se emplea una dnica muestra de eva-
luacién elegida al azar. Este método implica realizar la estimacion y la valoracién del
modelo en diferentes muestras.

2por muestreo aleatorio sin reposicion.
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En este caso, se fija una observacion en la muestra de evaluacion y se estima el
modelo con el resto de observaciones (n — 1). Este proceso se repite hasta que todas
las observaciones de la muestra han sido empleadas en una muestra de evaluacion.
En la Figura 12.2 se presenta un diagrama de esta aproximacion. Los modelos candi-
datos se comparan empleando el promedio de las métricas deseadas para evaluar
las predicciones para cada una de las n muestras de evaluacion.,

Figura 12.2. Diagrama del Método de validacién cruzada de LOOCYV para la evaluacién
de modelos

observacién Muestra completa

90000000000000000000

Iteracién 1 |§|. .. ‘ .. . ....... .....

Muestra de evaluacién Muestra de estimacién (entrenamiento)

Iteracién 2 .E... ....‘..........
.mma.o[koooooooooooooooo

Iteracién n . . ... ..............E

Muestra de estimacién (entrenamiento) Muestra de evaluacién

Fuente: elaboracion propia.

A priori el método LOOCYV pareceria ser el ideal al emplear todas las observaciones
como muestra de evaluacion. Esto claramente quitaria el problema de la aleatoriedad
que genera el método de retencidn al momento de seleccionar el mejor modelo pa-
ra predecir. No obstante, este método puede ser costoso computacionalmente pues
requiere estimar el modelo n veces.

12.2.3 Método de k iteraciones

A parte del costo computacional del método LOOCYV, puede existir potencialmente
otfro problema con esa aproximacion. El LOOCV puede generar una mayor variacion
en el error de predicciodn si algunas observaciones son atipicas. Para evitar este proble-
ma, lo ideal seria utilizar una buena proporcidén de observaciones como muestra de
prueba para evitar el peso de las observaciones atipicas.

El método de validacién cruzada de % iteraciones o k-fold Cross-validation intenta
ser un intermedio entre el método de retencién y el LOOCV. Este método implica dividir
de manera aleatoria la muestra completa en kgrupos de aproximadamente el mismo
tamano. Para cada uno de los k grupos (o iteraciones) se emplean los restantes k — 1
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grupos como muestra de estimacion y el grupo k de observaciones se emplea como
muestra de evaluacidén parala cudl se calculan las respectivas métricas deseadas para
los modelos a comparar. Y finalmente, para obtener la métrica para todo el gjercicio
se calcula el promedio de las k métricas calculadas para cada modelo. En la Figura
12.3 se presenta un diagrama de esta aproximacion. Lo mds comun en la practica es
emplear un valor de k de 5 0 10.

Figura 12.3. Diagrama del Método de validacién cruzada de k iteraciones para la eva-
luacién de modelos

Muestra completa
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Muestra de estimacién ~ Muestra de evaluacion

observacion

Iteracion 3 .'.‘.‘.’.. ..... .....

Muestra de estimacion (entrenamiento) Muestra de evaluacién

Iteracion 4 ......‘..‘ ..... |.....

Muestra de estimacién (entrenamiento) Muestra de evaluacién

Fuente: elaboracioén propia.

En la practica, la validacion cruzada de k iteraciones se recomienda generalmen-
te sobre los otros dos métodos debido a su equilibrio entre la variabilidad que puede
aparecer por los datos atipicos (método LOOCV), el sesgo fruto de emplear sélo una
muestra de evaluacién (método de retencidn) y el tiempo de ejecucién computacio-
nal.

En la siguiente seccidén discutiremos las métricas para valorar la precision de las pre-
dicciones.

12.3 Métricas para medir la precision de las predicciones

Independientemente del método empleado para generar la muestra o muestras de
evaluacion, necesitaremos métricas qué permitan evaluar que tan cerca estd cada
prediccidn (4;) del valor real observado (y;) para las n. observaciones que conforman
la muestra de evaluacion. Las predicciones del modelo se puede construir facilmente
para los valores determinados de las variables explicativas para la :-esima observacion
de la muestra de evaluacion de la siguiente manera:

g =XIB (12.1)
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donde x!' corresponde al vector de valores que toman las variables explicativas para
el individuo 7 en la muestra de evaluacioén. Es decir:

sz = []. Xl,i X27Z’ e Xk,i] (]22)

En ofras palabras, xT es la fila de la matriz X de la muestra completa que corresponde
al individuo ¢ que fue asignado a la muestra de evaluacion. En el ejemplo de la Figura
12.4, la muestra de evaluacion es de tamano 5 (n. = 5) y la primera observacion de la
muestra de evaluacion es la séptima de la muestra completa.

Figura 12.4. De la muestra completa a la muestra de evaluacién (Ejemplo del Método
de retencion)
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Fuente: elaboracién propia.

Las dos métricas mdas empleadas para evaluar el comportamiento de las prediccio-
nes son:

s RMSE (Raiz media cuadrada del error):
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» MAE (Error absoluto promedio):
MAFE = iiﬁ — il
. Yi = Yi

La RMSEy el M AE intenta que los errores negativos y positivos no se cancelen al ser
sumados. El M AE emplea el valor absoluto de los errores de prueba para eliminar los
signos, mientras que la RM SE eleva los errores de prueba al cuadradod. Esto implica
gue la RMSFE al elevar al cuadrado pendalice mds errores de prueba grandes que
errores de prueba pequenos, mientras que el M AE pondera igual a todos los errores
de prueba. Estas dos métricas fienen en comun que una menor métrica es deseable.

Cada métrica pone énfasis en un aspecto diferente y por eso es una buena prdctica
emplear la mayor cantidad de métricas posibles para la seleccién del modelo que se
comporta mejor fuera de la muestra de estimacion. La seleccidn de la o las métricas
adecuadas para la evaluacion de los modelos dependerd de la pregunta de negocio
y de lo que es deseable para cada organizacion. En las siguiente seccidn se presenta
un ejemplo practico.

12.4 Validacion cruzada en R

Para mostrar cémo responder a la pregunta ¢ cudl modelo tiene un mejor poder
predictivo?, emplearemos los mismos datos del Capitulo 6. En dicho capitulo emplea-
mMos una muestra de 150 observaciones que contenia una variable dependiente (y;)
y 25 posibles variables explicativas X, donde j = 1,2, ...,25. Los datos se encuentran
disponibles en el archivo DATOSautoSel . txt.

En Capitulo 6 (seccién 6.4.2) evaluamos 3 posibles modelos teniendo en cuenta que
nuestra tarea era encontrar el mejor modelo para explicar la variable y;. Ahora en este
CAsO SUPONQAMOSs que queremaos encontrar un modelo para hacer analitica predictiva
y no diagndstica. Es decir, ahora queremos comparar los tres modelos candidatos con
la dptica de encontrar el mejor modelo predictivo.

Empecemos cargando los datos y estimando los siguientes fres modelos:

Yi = B1 + Poxl; + Bax2; + Bax3; + Bsxdi + Pexdi + Bra20; + €5 (12.3)
yi = B1 + B3x2; + Bax3; + Bsxdi + Bewd; + Bra20; + &5 (12.4)
yi = P14 B3x2; + Bax3; + PBsxd; + Bexd; + €; (]25)

3Después de sumarlos les saca la raiz cuadrada para retornarlos a su escala inicial.
4Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/.
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datos <- read.table("./Data/DATOSautoSel.txt", header = TRUE)

modeloA <- Im(y ~ x1 + x2 + x3 + x4 + x5 + x20, datos)
modeloB <- Im(y ~ x2 + x3 + x4 + x5 + x20, datos)
modeloC <- 1m(y ~ x2 + x3 + x4 + x5, datos)

Recordemos que estos tres modelos tenian todas sus variables significativas indivi-
dual y conjuntamente (Ver Cuadro 12.1). Ademas podrds constatar que los supuestos
del tfeorema de Gauss-Markov se cumplen en los tres casos.

Cuadro 12.1. Modelos a valorar su capacidad predictiva

Dependent variable:

y
Modelo A Modelo B ModeloC
Q)] 2 (©)
x1 0.663**
(0.257)
x2 1.664*** 1.780*** 1.707%**
(0.265) (0.266) (0.268)
x3 0.932*** 0.946*** 0.857***
(0.258) (0.263) (0.263)
x4 1.087*** 1.212%** 1.034***
(0.253) (0.254) (0.245)
x5 1.056*** 1.166%** 0.997***
(0.251) (0.253) (0.247)
x20 —0.715*** —0.608**
(0.266) (0.268)
Constant 11.464*** 12.444>** 11.924***
(1.343) (1.314) (1.312)
Observations 150 150 150
R? 0.720 0.707 0.696
Adjusted R? 0.708 0.697 0.688
Residual Std. Error 2.447 (df = 143) 2.494 (df = 144) 2.530 (df = 145)
F Statistic 61.274*** (df = 6; 143) 69.459*** (df = 5; 144) 83.157*** (df = 4; 145)
Note: *p<0.1; **p<0.05; ***p<0.01

Para realizar la validacién cruzada podemos emplear diferentes paquetes, pero tal
vez de los mds empleados es el paquete caref (Kuhn, 2020). Ahora procedamos a
readlizar la validacién cruzada de estos tres modelos con cada uno de los tres métodos
estudiados.

12.4.1 Método de retencion

Para seleccionar aleatoriamente las observaciones que hardn parte de la muestra
de estimacion (entrenamiento) y la de evaluacion se puede emplear la funcidn crea-
teDataPartition(). Esta funcidn tipicamente incluye los siguientes argumentos que serdn
Utiles para este caso:
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createDataPartition(y, times = 1, p = 0.5, list = TRUE))
donde:

® y: es un vector columna que corresponde a la variable dependiente.

= times: el nUmero de muestras (particiones) que se desean crear. Por defecto times
=1

= p: el porcentaje de observaciones de la muestra original que estardn en la mues-
tfra de entrenamiento. Por defecto p = 0.5.

m list: un valor I6gico que le indica a la funcién en qué formato presentar los resul-
tfados. Si list = TRUE entonces el objeto serd de clase list y en caso contrario serd
un objeto de clase matrix. Por defecto list = TRUE.

En nuestro caso,

# se carga el paquete

library(caret)

# se fija una semilla para los numeros aleatorios

set.seed(123)

# muestra de estimacion

est.index <- createDataPartition(y = datos$y, p = 0.8, list = FALSE)
head(est.index, 3)

#it Resamplel
## [1,] 2
# [2,] 6
## [3,] 7

Esto genera el objeto est.index de clase list que contiene Ias filas seleccionadas al
azar para conformar la muestra de estimaciéon. Entonces, podemos proceder a crear
las muestras de estimacion y evaluacion.

# muestra de estimacion
datos.est <- datos[est.index, ]

# muestra de evaluacion
datos.eval <- datos[-est.index, 1]

Ahora tendremos que reestimar Ios modelos con la muestra de entrenamiento
(muestra de estimacion).

# estimacion de modelos con muestra de estimacion

modeloA.ret <- lm(y ~ x1 + x2 + x3 + x4 + x5 + %20, datos.est)
modeloB.ret <- Im(y ~ x2 + x3 + x4 + x5 + x20, datos.est)
modeloC.ret <- Im(y ~ x2 + x3 + x4 + x5, datos.est)

Ahora, procedamos a generar las predicciones con la funcion predict() de R®. Esta

5Para ser mads preciso se empleard la funcién predict.Im(). La funcion predict() es una funcién genérica
para predicciones que de acuerdo con la clase de objeto que se emplee como argumento redirecciona a
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funcidn realiza la operacion que se presenta en la ecuacion ((12.1)). Es decir, encuen-
tra los valores estimados para la variable dependiente (3;) (predicciones) dado unos
coeficientes estimados para un modelo. Los argumentos necesarios, para este caso,
en esta funcién son el modelo y los nuevos datos para los cuales se hard la prediccion.

# predicciones para el modelo A para la muestra de evaluacion
pred.A <- predict(modeloA.ret, datos.eval)
head(pred.A, 2)

#it 1 3
## 39.38654 36.63466

# predicciones para el modelo A para la muestra de evaluacion
pred.B <- predict(modeloB.ret, datos.eval)

# predicciones para el modelo A para la muestra de evaluacidn
pred.C <- predict(modeloC.ret, datos.eval)

Ahora calculemos la RMSE y el MAE para cada uno de los tres modelos. Esto lo
podemos hacer con las funciones RMSE() y MAE() del paquete caret. Las dos funciones
emplean como primer argumento las predicciones y como segundo argumento los
valores observados. En nuestro caso podemos encontrar estas métricas con el siguiente
cédigo:

# Calculo del RMSE

RMSE.modeloA <- RMSE(pred.A, datos.eval$y)
RMSE.modeloB <- RMSE(pred.B, datos.eval$y)
RMSE.modeloC <- RMSE(pred.C, datos.eval$y)

# Calculo del MAE

MAE.modeloA <- MAE(pred.A, datos.eval$y)
MAE.modeloB <- MAE(pred.B, datos.eval$y)
MAE.modeloC <- MAE(pred.C, datos.eval$y)

Cuadro 12.2. Métricas de precision de los 3 modelos en muestra de evaluacion

RMSE MAE

Modelo A 2093 1.615
ModeloB 2183 1717
ModeloC 2049 1.644

Fuente: elaboracién propia.

Ahora podemos comparar los resultados. En el Cuadro 12.2 se presenta un resumen
de estos resultados. El modelo que minimiza la RMSE es Modelo C y el que minimiza el

la funcidn respectiva. Como empleamos objetos de clase Im la funcidn predict() redirecciona a la funciéon
predict.Im().
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MAE es Modelo A. Veamos si estos resultados se mantienen con los ofros métodos de
validacioéon cruzada.

12.4.2 Método LOOCV

El método LOOCYV puede ser implementado facilmente empleando el paquete ca-
ret. En este caso debemos emplear dos funciones. La primera es funcion trainControl().
Esta funcién establece el método (method) que se empleard para la validacién cru-
zada. Definamos el método a LOOCV de la siguiente manera.

train.control <- trainControl (method = "LOOCV")

Ahora podemos emplear la funcion principal para hacer la valoracion: train() . Para
emplear cualquier método recursivo de valoracién cruzada, esta funcidn necesita los
siguientes argumentos:

train( formula, data, method = “Im”, trControl = trainControl() )
donde:

= formula: es la férmula correspondiente al modelo que serd evaluado .

= data: objeto de clase data.frame con los datos (la muestra completa).

= method: en nuestro caso deberd fijarse en method = “Im” porque estamos eva-
luando modelos lineales. Es importante anotar que este no es el valor por defec-
to de este argumento, asi que es importante especificar este argumento de esta
manera. Las ofras opciones de este argumento no son relevantes para nuestro
Caso.

= trControl: este argumento define que fipo de valoracion que se desea realizar.

Para implementar el método LOOCV para el primer método se puede emplear el
siguiente codigo:

LOOCV.modeloA <- train(y ~ x1 + x2 + x3 + x4 + x5 + x20, data = datos, method =
|llmll ,

trControl = train.control)

# resultados
LOOCV.modeloA

## Linear Regression

##

## 150 samples

## 6 predictor

##

## No pre-processing

## Resampling: Leave-One-(Out Cross-Validation
## Summary of sample sizes: 149, 149, 149, 149, 149, 149,
## Resampling results:

##

##  RMSE Rsquared MAE
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##  2.505238 0.6922227 1.99463
#i#
## Tuning parameter 'intercept' was held constant at a value of TRUE

Cuadro 12.3. Métricas de precision de los 3 modelos con LOOCV

RMSE MAE

Modelo A 2.505238 1.99463
ModeloB 2547376 2.039905
Modelo C 2569015 2.021161

Fuente: elaboracién propia.

Ahora readlice la misma valoracién para los otros dos modelos. Los resultados se pre-
sentan en el Cuadro 12.3. Nuevamente, el modelo que minimiza la RMSE y MAE es
Modelo A. Como se discutié anteriormente este resultado no necesariamente debe
coincidir entre el método de retencién y el LOOCV.

12.4.3 Método de k iteraciones

El método de k iteraciones puede ser implementado de manera similar al método a
LOOCV. Lo Unico que debemos modificar es la definicidn de la funcidn trainControl().
Empleemos 5 iteraciones (k = 5).

train.control <- trainControl(method = "cv", number = 5)

Y finalmente, podemos implementar el método de k iteraciones empleando el mis-
mo cdodigo anteriormente discutido. Es decir:

fold.5.modeloA <- train(y ~ x1 + x2 + x3 + x4 + x5 + x20, data = datos, method
o = "lm",
trControl = train.control)

# resultados
fold.5.modeloA

## Linear Regression

##

## 150 samples

## 6 predictor

##

## No pre-processing

## Resampling: Cross-Validated (5 fold)
## Summary of sample sizes: 119, 121, 120, 120, 120
## Resampling results:

##

##  RMSE Rsquared MAE

##  2.494089 0.7040192 1.974375
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##
## Tuning parameter 'intercept' was held constant at a value of TRUE

Cuadro 12.4. Métricas de precision de los 3 modelos con 5 iteraciones

RMSE MAE

Modelo A 2.494089 1.974375
Modelo B  2.590889 2.097228
Modelo C  2.559285 2.02295

Fuente: elaboracion propia.

Ahora readlice la misma valoraciéon para los otros dos modelos. Los resultados se pre-
sentan en el Cuadro 12.4. Nuevamente, el modelo que minimiza la RMSE y MAE es
Modelo A. Esto implica que con los tres métodos de validacion cruzada podemos con-
cluir que el mejor modelo para hacer predicciones es el Modelo A.

En este caso esta conclusidn coincide con el mejor modelo detectado cuando es-
tdbamos interesados en encontrar el mejor modelo para entender qué ocurria con la
muestra (analitica diagndstica). Este resultado no es comuan y por esto debemos reali-
zar el andlisis presentado si se desea realizar analitica predictiva.

12.5 Intervalo de confianza para la prediccién

En este capitulo hemos discutido cémo seleccionar entre modelos candidatos
cuando el objetivo es readlizar analitica predictiva. Una vez seleccionado el mejor
modelo para realizar las predicciones podemos proceder a readlizar predicciones con
dicho modelo, empleando la muestra completa para estimar el modelo y aplicar los
coeficientes estimados al nuevo individuo para el cudl se quiere predecir el valor de
la variable explicativa.,

Antes de finalizar es importante anotar que emplear la expresion (12.1) producird
un estimador puntual para el valor esperado de la variable dependiente. En algunas
situaciones podria ser interesante producir un intervalo de confianza para la prediccidn
porgue de esta manera estaremos generando una regidén con una certidumbre del
(1 —a) x 100%.

Para construir un intervalo de confianza para la predicciéon para un nuevo individuo®
serd necesario suponer una distrioucién para los errores del modelo. Si se supone una

6Técnicamente hay que hacer una distincién entre un intervalo de confianza para la prediccion individual
y un intervalo para el valor esperado (valor promedio). Si bien en ambos casos el centro del intervalo de
confianza es el mismo los intervalos tienen amplitudes diferentes. En general, es mucho mas facil estimar en
promedio cudl seria el valor de la variable dependiente si aparecen muchos individuos con unos valores
determinados para las variables explicativas que predecir el valor de la variable dependiente para un solo
individuo con unos valores determinados para las variables explicativas. En el caso del infervalo de confianza
para el valor esperado, se puede invocar el Teorema del Limite Central y, por tanto, no se requiere ningdn
supuesto. En la infroduccién del Capitulo 3 se presentd una discusion del Teorema del Limite Central. Caso
muy diferente para el intervalo de confianza de una prediccién individual en la cudl es necesaria suponer
la distribucion del término de error.
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distribucion normal, entonces el intervalo de confianza para la prediccidon de la vario-
ble dependiente para un individuo i cuyas valores de |las variables explicativas toman
el valor de x; serd:

G+ tajoni /52 XD, (XTX) 71X, (12.6)

donde s? es la varianza estimada del error y to/2,n—1k €8 €l valor de la distribucion ¢t con
n — k grados de libertad’ y

A~

i =Xy (12.7)

Para construir el intervalo de confianza para la prediccidon individual se puede reali-
zar en R con la funcidn predict() de la base de R. Esta funcidn realiza la operacion que
se presenta en la ecuacion (12.6). El Unico argumento adicional que se debe tener
en cuenta al discutfido en las secciones anteriores es interval que permite establecer
el cdlculo del intervalo de confianza. Y para que se calcule el intervalo de confianza
para la prediccidon bajo el supuesto de errores con una distribucién normal, este argu-
mento debe ser interval = “prediction”. Por defecto la funcidén calcula un infervalo de
confianza del 95%, si se desea modificar el nivel de confianza, se puede emplear el
argumento level.

Por ejemplo, supongamos que empleamos el Modelo A con todos los datos dispo-
nibles y queremos hacer una prediccidn para un individuo que tenga los siguientes
valores para las variables explicativas: z1, = 4, 22, = 3, 23, = 5,24, = 2, 25, = 4y
220, = 1. Esto se puede redlizar de la siguiente manera:

# nuevos datos
nuevos.datos <- data.frame(xl = 4, x2 = 3, x3 =5, x4 = 2, x5 =4, x20 = 1)

prediccion <- predict(modeloA, nuevos.datos, interval "prediction", level =

—~ 0.95)
prediccion
#i#t fit lwr upr

## 1 29.44943 24.22057 34.6783

En este caso lo prondstico para el individuo cuyas las variables explicativas son z1,, =
4,22, =3,23, =5, 24, = 2,25, = 4y 220, = 1 es de 29.45. El limite inferior del intervalo
del 95% de confianza es 24.22 y el limite superior es 34.68. Si el modelo tiene problemas
heteroscedasticidad? y dicho problema se resolvié con una matriz de varianzas y co-
varianzas H.C., enfonces la prediccién deberia tener en cuenta dicha correccion. Esto
se puede realizar con la funcion Predict() del paquete car (Fox y Weisberg, 2019). Esta
funcidn tiene argumentos similares a la funcidn predict.Im() del paguete central de R.

7En la seccién 3.2 se discutié cémo si un estimador sigue una distribucidon normal y se tiene que estimar la
varianza (o2) del error, entonces se tendrd que emplear una distribucion ¢ con n — k grados de libertad.

8E| problema de autocorrelacion no se considera, pues los datos para esta tarea de prediccidn (y no de
proyeccidn) deberdn ser de corte transversal y no una serie de tiempo.
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Una gran diferencia de la funcién Predict() es el argumento vecov. que permite espe-
cificar la correcciéon H.C. que se desea emplear. Por ejemplo, mantengamos el mismo
ejemplo anterior y supongamos que existe un problema de heteroscedasticidad que
se soluciona con HC3.

# se cargan los paquetes
library(car)
library(sandwich)

Predict (modeloA, nuevos.datos, interval = "prediction", level = 0.95, vcov. =
< vcovHC(modeloA,
ansu))

#it fit lwr upr
## 1 29.44943 24.20053 34.69834

Si el supuesto de normalidad de los errores no se cumple, una opcidén es simular
la distribucién de los errores empleando el método de boofstrapping. En el anexo de
este capitulo (Ver seccidon 12.7) se describe el método de boofstrapping y el codigo
qgue se puede emplear. Recuerden que ya habiamos discutido como comprobar el
supuesto de normalidad de los residuales en la seccidn 9.7 cuatro pruebas de norma-
lidad: Shapiro-Wilk (Shapiro y Francia, 1972), Kolmogorov-Smirnov (Kolmogorov, 1933),
Cramer-von Mises (Cramér, 1928) y Anderson-Darling (Anderson y Darling, 1952).

12.6 Comentarios finales

Las técnicas de validacion cruzada gue hemos estudiado en este capitulo permi-
ten evaluar el desempeno predictivo de diferentes modelos candidatos a ser el mejor
modelo predictivo. Los modelos candidatos fueron construidos con los algoritmos de
seleccion automdtica estudiados en el Capitulo 6.

Una prdctica diferente para seleccionar modelos para hacer andlitica predictiva es
seleccionar el mejor modelo empleando directamente la validaciéon cruzada. Es decir,
empleando los métodos de LOOCYV o k iteraciones para comparar los posibles modelos
empleando el comportamiento predictivo y no el gjuste del modelo ala muestra como
lo hicimos en el Capitulo 6. Esto se puede realizar empleando la libreria caret, si les
intferesa pueden encontrar en la documentaciéon del paguete informacién de cémo
desarrollar esta tarea.

Para terminar es importante recordar que en la practica, la validaciéon cruzada de
k iteraciones se recomienda generalmente sobre los ofros dos métodos estudiados en
este capitulo. La razén de preferir este método es que presenta un equilibrio entre la
variabilidad que puede aparecer por los datos atipicos (método LOOCYV), el sesgo
fruto de emplear sélo una muestra de evaluacion (método de retencidn) y el tiempo
de ejecucion computacional.
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12.7 Anexo: Método de Bootstraping para construccion de intervalos
de confianza para las predicciones

Existen diferentes métodos para la construccion de intervalos de confianza para las
predicciones empleando bootstrapping. tal vez el mas sencillo es el propuesto por Da-
vison y Hinkley (1997) (seccidn 6.3.3).

Partamos de reconocer que el error de predicciéon estd dado por:

€pi = Ypyi — @p,i (]28)
Por lo tanto,
Yp,i = gpﬂ’ + ep,i (]29)
Un intervalo de confianza del 90 % implica encontrar un estimador del percentil quinto
(e5) Y 95 (€)°) del error de prediccion (e,;). En este caso el intervalo estard definido
como:
[Gpi + €5, Dpi +€)°] (12.10)

Ahora el problema es encontrar los percentiles 5 y 95 del error de prediccidon. Rees-
cribamos el error de prediccidon de la siguiente manera:

€p,i = Yp,i — Yp,i

T T 5
=X, B +epi =X, .0

=X, (5 - B) +ep,i

La estrategia consistird en muestrear (a esto se le denomina bootstrap) muchas ve-
ces de ¢, ; Yy luego calcular los percentiles de la manera habitual. Asi, por ejemplo
podemos sacar 10 mil muestras de e, ;, y luego estimemos los percentiles 5 y 95. Esto
en ofras palabras serd encontrar el error de prediccidon simulado tal que 500 de ellos
sean menores que él para encontrar el percentil 5. Y para el percentil 95 la observacion
simulada tal que 9500 sean menores que ella.

Para muestrear xg’i (ﬁ - B) , podemos hacer un bootstfrap de los errores. Asi, en cada

réplica bootstrap (cada muestra), se extrae n veces con reemplazo de los residuales
estandarizados (residuales divididos por la varianza) para obtener ¢* (vector de erro-
res simulados para todas las observaciones originales), y luego se reconstruye un nue-
vo vector de observaciones para la variable dependiente: y* = xj3 + ¢*. Esto permite
calcular con el nuevo conjunto de datos (y* y la matriz x original) un nuevo vector

de coeficientes (B*) para cada muestra (iteracién). Por aitimo, xii (ﬂ — B) puede ser
aproximado por xZ, (6 — B*).

Ahora queda faltando como encontrar ¢, ;. Dado los supuestos sobre el error del
Teorema de Gauss-Markov, la manera natural de muestrear ¢, ; es utilizar los residuos
que tenemos de la regresion (¢7, €3, ... &%) en cada iteracion. Los residuos tienen varian-
zas diferentes y, por lo general, demasiado pequenas, por lo que querremos muestrear
de los residuos corregidos por la varianza.
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Resumiendo, el algoritmo para hacer un intervalo de confianza con un nivel de sig-
nificancia de «a serd:

1.
2,

_ —

12.

— 0O 0 ®yOo U

Realizar la prediccion §,,; = XT3
Construir el vector de residuales ajustados por la varianza [s; — 5,82 — 8§, ..., 8, — 8]
donde s; = &;//(1 — hi) Y h; es el leverage de la observacion .

. Seleccionar una muestra de tamano n de los residuales ajustados. Es decir, los

errores de booftstrap (¢3,£5,... &%)
Construir un nuevo vector de variables explicativas simuladas. El y de bootstrap
Yyt = XB + &*

Estimar por MCO los coeficientes de bootstrap. Es decir, 3* = (xTx)_1 XTy*
Obtener los residuales de bootstrap. En otras palabras, £* = y* — x3*

Calcular los residuales de bootstrap ajustados por varianza (s* — s).

Seleccionar al azar uno de los residuales de bootstrap ajustados por varianza (e, ;).
Calcular e, ; como e ; = xI', (ﬁ - B*) +ens
Repetir 3 a9 R veces'?,

Encontrar los percentiles a/2 x 100 (e2/**') y (1 — a/2) x 100 (el'~*/?*1%%) de los
ey ; simulados (son R simulaciones disponibles).

Construir el intervalo de booftstrapping como [g,.i + €5 , Gy + €]

Para construir una funcidén que realice este algoritmo construiremos dos funciones
auxiliares. La primera realiza el paso 2 que corresponde a la estimacion de los residua-
les ajustados por la varianza sobre un objeto de clase Im. Para esto construiremos la
funcion errores.ajustados.varianza().

# funcion para crear los errores ajustados por varianza (paso 2) argumento
# objeto lm

errores.ajustados.varianza <- function(modelo) {

require (MASS)

require (Hmisc)

leverage <- influence(modelo)$hat

s.resid <- residuals(modelo)/sqrt(1l - leverage)
s.resid <- s.resid - mean(s.resid)

return(s.resid)

La segunda funcién auxiliar realizard los pasos 3 a 9 del algoritmo empleando un
objeto de clase Im (modelo), un vector de residuales ajustados por la varianza (s) y unos
nuevos datos para la prediccion (nuevos.datos). A esta nueva funcidn la llamaremos
ic.boot.predic.iteration().

9El leverage de una observacion i corresponde al elemento i-ésimo de la diagonal de la matriz H que
. - -1 .
esta definida como H = x (xTx)  xT. Es decir, h; = [H], ;.
10 R debe ser un numero relativamente grande como 10 mil.
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# funcion para correr pasos 3 a 9 argumentos modelo = objeto lm s = wvector de
# restduales ajustados por la wvarianza nuevos datos = data.frame con datos

-~ para

# la prediccion

ic.boot.predic.iteration <- function(modelo, s, nuevos.datos) {
# pasos 3 a 9
require (MASS)
require (Hmisc)
# restduales de bootstrap
ep.star <- sample(s, size = length(modelo$residuals), replace = TRUE)

# crea y de bootstrap
y.star <- fitted(modelo) + ep.star

# coeficientes de bootstrap

x <- model.frame(modelo) [, -1]
bs.data <- cbind(y.star, x)
bs.modelo <- 1m(y.star ~ ., bs.data)

# restduales de bootstrap ajustados

bs.lev <- influence(bs.modelo)$hat

bs.s <- residuals(bs.modelo)/sqrt(l - bs.lev)
bs.s <- bs.s - mean(bs.s)

# Seleccidon del error de prediccion

xb.xb <- coef (modelo) ["(Intercept)"] - coef(bs.modelo) ["(Intercept)"]
xb.xb <- xb.xb + (coef(modelo) [-1] - coef(bs.modelo) [-1]) * nuevos.datos
return(unname (xb.xb + sample(bs.s, size = 1)))

Ahora construyamos la funcion ic.boot.predic() que ponga todo junto, replicando
los pasos 3 a 9 R veces.

# funcion para crear IC para prediccidén con bootstrapping argumentos modelo
# objeto lm s = vector de restduales ajustados por la varianza nuevos datos
# data. frame con datos para la predicciéon R = numero de iteraciones para el
# bootstrapping, por defecto R = 1000 alpha = nivel de significanctia, por
# defecto alpha = 0.05

ic.boot.predic <- function(modelo, nuevos.datos, R = 1000, alpha = 0.05) {
# paso 1
y.p <- predict.lm(modelo, nuevos.datos)

# paso 2
s <- errores.ajustados.varianza(modelo)
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# paso 10 (repite pasos 3 a 9 R wveces)
ep.draws <- replicate(R, ic.boot.predic.iteration(modelo, s, nuevos.datos))

# paso 11 y 12 encontrar los percentiles y construccion intervalo

res <- y.p + quantile(as.numeric(ep.draws), probs = c(alpha/2, 1 -

— alpha/2))

return(c(fit = y.p, lwr = res[1], upr

= res[2]))

Apliguemos esta funcién al ejemplo que frabajamos en este capitulo y comparemos
el resultado con la aproximacion tradicional con el supuesto de normalidad.

set.seed(123445)

ic.boot.predic(modeloA, nuevos.datos, R =

## fit.1 1lwr.2.5% upr.97.5%
## 29.44943 23.73147 34.98249
prediccion

#it fit lwr upr

## 1 29.44943 24.22057 34.6783

10000, alpha = 0.05)



Objetivos del capitulo
El lector, al finalizar este capitulo, estard en capacidad de:

= Emplear las herramientas estudiadas en los capitulos anteriores para responder
una pregunta de negocio que implique analitica predictiva.

» Presentar los resultados de una regresion de manera grafica empleando R con
solucion H.A.C..

= Determinar cudl variable fiene mas efecto sobre la variable explicativa emplean-
do R en presencia de heteroscedasticidad.
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13.1 Introduccion

En los capitulos anteriores hemos estudiado las bases del modelo cldsico de regre-
sion mdltiple, cdmo encontrar el mejor modelo para hacer analitica diagndstica o ano-
litica predictiva. En este capitulo pondremos todos los elementos juntos para resolver
un caso de negocio que implica analitica predictiva.

13.2 La pregunta de negocio

Una empresa de consultoria en seguridad en los Estados Unidos quiere contar con
un modelo que le permita, al visitar a un alcalde de cualquier ciudad, poder tfener un
estimado de la tasa de crimenes violentos por cada 100 mil habitantes y como esta
puede cambiar cuando se “intervengan” algunas variables. Es decir, esta empresa
quiere tener una “férmula” que le permita determinar cudl seria la tasa de crimenes
violentos por cada 100 mil habitantes bajo diferentes escenarios. La empresa quiere
ofrecer una nueva linea de servicios que le permita asesorar a los alcaldes en que
variables intervenir para disminuir Ia tasa de crimenes violentos.

Para realizar esta tarea, contamos con una base de datos con informacién socio-
demogrdfica y datos de crimen del FBI para diferentes comunidades de Estados Uni-
dos, los datos se encuentran en el archivo DatosCaso2.csv'. Los datos son reales y
fueron suministrada por Redmond y Baveja (2002) y tomados de la siguiente pdgina
https://archive.ics.uci.edu/ml/datasets/ Communities+and+Crime.

La base de datos contiene 1994 observaciones y las siguientes 101 variables:

population: poblacién para la comunidad: (numérico - decimal)

householdsize: media de personas por hogar (numérico - decimal)

racepctblack: porcentaje de poblacién afroamericana (numérico - decimal)

racePctWhite: porcentaje de poblacidon caucdsica (numérico - decimal)

racePctAsian: porcentaje de poblacidon de origen asidtico (numérico - decimal)

racePctHisp: porcentaje de poblacién de origen hispano (humérico - decimal)

agePct12t21: porcentaje de poblaciéon de 12-21 afos (numérico - decimal)

agePct12t29: porcentaje de poblaciéon de 21-29 aios (numérico - decimal)

agePct16t24: porcentaje de poblacion de 16-24 afos (numérico - decimal)

agePctbébup: porcentaje de poblacidn de 65 anos o mds (numérico - decimal)

numbUrban: ndmero de personas que viven en zonas clasificadas como urbanas

(numérico - decimal)

= pctUrban: porcentaje de personas que viven en zonas clasificadas como urbanas
(numérico - decimal)

= medincome: ingreso familiar medio (numérico - decimal)

» pctWWage: porcentaje de hogares con ingresos salariales en 1989 (numérico -
decimal)

s pctWFarmSelf: porcentaje de hogares con ingresos agricolas o por cuenta propia

en 1989 (numérico - decimal)

Los datos se pueden descargar de la pagina web del libro: https://www.icesi.edu.co/editorial/modelo-
clasico/


https://archive.ics.uci.edu/ml/datasets/Communities+and+Crime
https://www.icesi.edu.co/editorial/modelo-clasico/
https://www.icesi.edu.co/editorial/modelo-clasico/

La pregunta de negocio

329

pctWinvinc: porcentaje de hogares con ingresos por inversiones/alquileres en
1989 (numérico - decimal)

pctWSocSec: porcentaje de hogares con ingresos de la seguridad social en 1989
(numérico - decimal)

pctWPuUbAsst: porcentaje de hogares con ingresos de la asistencia pudblica en
1989 (numérico - decimal)

pctWRetire: porcentaje de hogares con ingresos por jubilacion en 1989 (numérico
- decimal)

medFaminc: renta familiar mediana (difiere de la renta de los hogares no familio-
res) (numeérico - decimal)

perCaplinc: renta per cdpita (numérico - decimal)

whitePerCap: renta per cdpita de los caucdsicos (numérico - decimal)
blackPerCap: renta per cdpita de los afroamericanos (numérico - decimal)
IndianPerCap: renta per cdapita de los nativos americanos (numérico - decimal)
AsianPerCap: renta per cdpita de las personas de origen asidtico (numérico -
decimal)

OtherPerCap: renta per cdapita de las personas con “otra” herencia (numeérico -
decimal)

HispPerCap: renta per cdpita de las personas de origen hispano (numeérico - de-
cimal)

NumUnderPov: ndmero de personas por debajo del nivel de pobreza (numérico
- decimal)

PctPopUnderPov: porcentaje de personas bajo el nivel de pobreza (numérico -
decimal)

PctlLess9thGrade: porcentaje de personas de 25 anos o mds con menos de 9 gra-
dos de educacidén (numérico - decimal)

PctNotHSGrad: porcentaje de personas de 25 aios o mds que no tienen estudios
secundarios (numérico - decimal)

PctBSorMore: porcentaje de personas de 25 anos o mdas con una licenciatura o
educacion superior (numérico - decimal)

PctUnemployed: porcentaje de personas de 16 afos o mds, que forman parte de
la poblacién activa y estdn desempleadas (numérico - decimal)

PctEmploy: porcentaje de personas de 16 anos o mds que estdn empleadas (nu-
mérico - decimal)

PctEmplManu: porcentagje de personas de 16 anos o mdas que trabagjan en la in-
dustrio manufacturera (numeérico - decimal)

PctEmplProfServ: porcentaje de personas de 16 anos o mas que frabajan en ser-
vicios profesionales (numérico - decimal)

PctOccupManu: porcentaje de personas de 16 ainos 0 mdas que frabajan en la
industria manufacturera (numérico - decimal)

PctOccupMgmtProf: porcentaje de personas de 16 afos o mds empleadas en
ocupaciones de gestion o profesionales (numérico - decimal)

MalePctDivorce: porcentaje de hombres divorciados (numérico - decimal)
MalePctNevMarr: porcentaje de hombres que nunca se han casado (numeérico -
decimal)

FemalePctDiv: porcentaje de mujeres divorciadas (numérico - decimal)
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» TotalPctDiv: porcentaje de poblacién divorciada (numérico - decimal)
m PersPerFam: niumero medio de personas por familia (numérico - decimal)
» PctFam2Par: porcentaje de familias (con hijos) encabezadas por dos padres (Nu-

mérico - decimal)

PctKids2Par: porcentaje de nifios en viviendas familiares con dos padres (numéri-
co - decimal)

PctYoungKids2Par: porcentaje de nifos de 4 anos © menos en hogares con dos
padres (numérico - decimal)

PctTeen2Par: porcentaje de nifos de 12 a 17 anos en hogares con dos padres
(numérico - decimal)

PctWorkMomYoungKids: porcentaje de madres de ninos de 6 anos 0 menos que
frabajan (numérico - decimal)

PctWorkMom: porcentaje de madres de ninos menores de 18 anos que trabajan
(numérico - decimal)

Numllleg: ndmero de nifos nacidos de madres nunca casadas (numérico - deci-
mal)

Pctllleg: porcentaje de hijos nacidos de personas nunca casadas (numérico - de-
cimal)

Numimmig: ndmero total de personas que se sabe que han nacido en el extran-
jero (numérico - decimal)

PctimmigRecent: porcentaje de inmigrantes que han inmigrado en los ultimos 3
anos (numérico - decimal)

PctimmigRech: porcentaje de inmigrantes que han inmigrado en los Ulfimos 5
anos (numérico - decimal)

PctimmigRec8: porcentaje de inmigrantes que han inmigrado en los ditimos 8
anos (numérico - decimal)

PctimmigRec10: porcentaje de inmigrantes que han inmigrado en los ditimos 10
anos (numérico - decimal)

PctRecentimmig: porcentaje de la poblacidn que ha inmigrado en los Ultimos 3
afos (humérico - decimal)

PctReclmmigb: porcentaje de poblacidén que ha inmigrado en los Ultimos 5 anos
(numérico - decimal)

PctRecimmig8: porcentaje de poblacién que ha inmigrado en los ultimos 8 anos
(numérico - decimal)

PctRecimmig10: porcentaje de poblacidon que ha inmigrado en los Ultimos 10
afos (humérico - decimal)

PctSpeakEnglOnly: porcentaje de personas que sélo hablan inglés (numérico -
decimal)

PctNotSpeakEnglWell: porcentaje de personas que no hablan bien el inglés (nu-
mérico - decimal)

PctLargHouseFam: porcentaje de hogares familiares que son grandes (6 0 mas)
(numérico - decimal)

PctLargHouseOccup: porcentaje de hogares ocupados que son grandes (6 o
mas personas) (numérico - decimal)

m PersPerOccupHous: media de personas por hogar (numérico - decimal)
. PersPerOwnOccHous: media de personas por hogar ocupado por el propietario
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(numérico - decimal)

PersPerRentOccHous: media de personas por hogar de alquiler (numérico - deci-
mal)

PctPersOwnOccup: porcentaje de personas en hogares ocupados por el propie-
tario (humérico - decimal)

PctPersDenseHous: porcentaje de personas en viviendas densas (mas de 1 per-
sona por habitacion) (numérico - decimal)

PctHouslLess3BR: porcentaje de viviendas con menos de 3 dormitorios (hnumérico
- decimal)

MedNumBR: nimero medio de dormitorios (numérico - decimal)

HousVacant: ndmero de viviendas vacias (numérico - decimal)

PctHousOccup: porcentaje de viviendas ocupadas (numérico - decimal)
PctHousOwnOcc: porcentaje de hogares ocupados por el propietario (humérico
- decimal)

PctVacantBoarded: porcentaje de viviendas vacias que estdn tapiadas (numeéri-
Co - decimal)

PctVacMorebMos: porcentaje de viviendas desocupadas que han estado des-
ocupadas mds de 6 meses (numérico - decimal)

MedYrHousBuilt: afno medio de construccion de las viviendas (numérico - deci-
mal)

PctHousNoPhone: porcentaje de viviendas ocupadas sin teléfono (en 1990, esto
era raro) (numérico - decimal)

PctWOFuUlIPlumb: porcentaje de viviendas sin instalaciones completas de acue-
ducto (numérico - decimal)

OwnOcclowQuart: viviendas ocupadas por sus propietarios - valor del cuartil in-
ferior (numérico - decimal)

OwnOccMedVal: viviendas ocupadas por sus propietarios - valor medio (numéri-
co - decimal)

OwnOccHiQuart: vivienda ocupada por el propietario - valor del cuartil superior
(numérico - decimal)

= RentLowQ: vivienda de alquiler - renta del cuartil inferior (numérico - decimal)
= RentMedian: vivienda de alqguiler - renta mediana (variable censal H32B del fiche-

ro STF1A) (numérico - decimal)

= RentHighQ: vivienda de alquiler - renta del cuartil superior (numérico - decimal)
= MedRent: alguiler bruto medio (variable censal H43A del fichero STF3A - incluye

los servicios publicos) (numérico - decimal)

MedRentPctHousInc: alquiler bruto medio como porcentaje de los ingresos del
hogar (numérico - decimal)

MedOwnCostPctinc: costo medio de los propietarios como porcentaje de los in-
gresos del hogar - para propietarios con hipoteca (numérico - decimal)
MedOwnCostPctincNoMtg: costo medio de los propietarios como porcentaje de
los ingresos del hogar - para los propietarios sin hipoteca (numérico - decimal)
NumlinShelters: nimero de personas en refugios para personas sin hogar (numéri-
Co - decimal)

NumStreet: nimero de personas sin hogar contabilizadas en la calle (numérico -
decimal)
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» PctForeignBorn: porcentaje de personas nacidas en el extranjero (numérico - de-
cimal)

m PctBornSamesState: porcentaje de personas nacidas en el mismo estado en el que
viven actualmente (numeérico - decimal)

» PctSameHouse85: porcentdje de personas que viven en la misma casa que en
1985 (5 anos antes) (numérico - decimal)

s PctSameCity85: porcentaje de personas que viven en la misma ciudad que en
1985 (6 anos antes) (numérico - decimal)

m PctSameState8s: porcentaje de personas que viven en el mismo estado que en
1985 (5 anos antes) (numérico - decimal)

= LandArea: superficie terrestre en millas cuadradas (numérico - decimal)

m PopDens: densidad de poblaciéon en personas por milla cuadrada (numérico -
decimal)

m PctUsePubTrans: porcentaje de personas que utilizan el transporte pdblico para
desplazarse (numérico - decimal)

» LemasPctOfficDrugUn: porcentaje de agentes asignados a unidades de drogas
(numérico - decimal)

= ViolentCrimesPerPop: ndmero total de delitos violentos por cada 100 mil habitan-
tes (numérico - decimal) (Variable dependiente)

Responder esta pregunta de negocio implicaba realizar analitica predictiva al tener
gue encontrar una “férmula” que permita determinar cudl seria la tasa de crimenes
violentos por cada 100 mil habitantes para diferentes valores de las variables explicati-
vas (escenarios).

13.3 El plan

Recordemos que nuestra primera tarea siempre es trazar una ruta analitica para
responder la pregunta de negocio. Para este momento, ya deben estar intuyendo que
es muy probable que exista un problema de heteroscedasticidad dado que labase de
datos con que frabajaremos corresponde a datos de corte tfransversal. Esto implicard
gue nuestra ruta tendrd los siguientes pasos:

= Encontrar diferentes modelos candidatos a ser el mejor modelo.

m Determinar si existe un problema de heteroscedasticidad en los modelos candi-
datos.

m Limpiar los modelos candidatos de variables no significativas.

s Comparar los modelos candidatos para seleccionar el mejor modelo para hacer
analitica descriptiva empleando Validaciéon cruzada de k iteraciones.

. Determinar si existe un problema de multicolinealidad.

= Generar escenarios para mostrar como funcionaria la herramienta.

Empecemos a ejecutar esa ruta analitica para resolver la pregunta de negocio.
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13.4 Deteccién de posibles modelos

Lean los datos empleando la funcidn read.csv() . gudrdenlos en el objeto
datos.caso2 Yy eliminen la primera variable que no es relevante (se carga una
variable “X” con el nUmero de la observacion. Esto puede cambiar de computador a
computador.)

datos.caso2 <- read.csv("./Data/DatosCaso2.csv", sep = L)

datos.caso2 <- datos.caso2[, -1]

El siguiente paso es encontrar los mejores modelos empleando las estrategias de
regresion paso a paso forward, backward y combinada con el AIC, con el valor p y
el R? ajustado. Como lo discutimos en el Capitulo 10, dado que es posible que exista
heteroscedasticidad (mds adelante lo demostraremos) es mejor no emplear el criterio
del valor p.

Entonces tendremos 6 opciones de algoritmos y criterios de seleccidn que se presen-
tan en el Cuadro 13.1. Los modelos que obtenemos los guardaremos con los nombres
que se presentan en el Cuadro 13.1.

Cuadro 13.1. Modelos a estimar con los diferentes algoritmos

Nombre del objeto Algoritmo  Criterio

modelo1.C2 Forward R? gjustado
modelo3.C2 Forward AIC
modelo4.C2 Backward R? ajustado
modelo6.C2 Backward AIC
modelo7.C2 Both R? gjustado
modelo9.C2 Both AIC

Fuente: elaboracion propia.

Partamos de estimar los modelos lineales con todas las variables potenciales
(max.model).

# modelo con todas las wartables
max.model <- 1lm(ViolentCrimesPerPop ~ ., data = datos.caso2)

Ahora procedamos a encontrar modelos candidatos para ser los mejores modelos.
Empecemos con la estrategia stepwise Forward.

13.4.1 Stepwise forward

Empecemos por el modelo 1: algoritmo Forward y criterio de R? ajustado. Estimen-
lo, guarda lo en el objeto modelol.C2 y ahora constatemos si el modelo 1 fiene o no
heteroscedasticidad. Parte del c6digo no se presenta de manera intencional; jintenta
reproducir fodos los resultados!
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Para realizar la prueba de Breusch-Pagan, debbemos constatar si el supuesto de nor-
malidad se cumple. Para esto extraigamos los residuales con la funcién residuals()
y efectiemos las pruebas de normalidad con la funcion ks.test() del paquete base
(Prueba de Kolmogorov-Smirnov) y la funcién jarque.bera.test() del paquete fseries
(Trapletti y Hornik, 2019). (Prueba de Jarque-Bera)

# se extraen los residuales

res.modelol.C2 <- residuals(modelol.C2)

# pruebas de normalidad Kolmogorov-Smirnov
ks.test(res.modelol.C2, y = pnorm)

##

## Asymptotic one-sample Kolmogorov-Smirnov test
#i#

## data: res.modelol.C2

## D = 0.38847, p-value < 2.2e-16

## alternative hypothesis: two-sided

# pruebas de normalidad Kolmogorov—-Smirnov
library(tseries)
jarque.bera.test(res.modelol.C2)

##

## Jarque Bera Test

##

## data: res.modelol.C2

## X-squared = 1185.3, df = 2, p-value < 2.2e-16

Los residuales de este modelo no siguen una distribucién normal. Por eso no son con-
fiables los resultados de la prueba de Breusch-Pagan tradicional. Deberiamos entonces
emplear la versidn sfudentizada de la prueba propuesta por Koenker (1981).

# se carga la libreria

library(lmtest)

# prueba de Breusch-Pagan studentizada
bptest(modelol.C2, studentize = TRUE)

##

## studentized Breusch-Pagan test

##

## data: modelol.C2

## BP = 307.37, df = 65, p-value < 2.2e-16

Con un 99 % de confianza podemos rechazar la hipdtesis de homoscedasticidad. Y
para la prueba de White obtendremos el mismo resultado (jinténtelo!).

Por tanto, al eliminar las variables no significativas podemos emplear la funcién cons-
fruida en el Capitulo10: remueve.no.sinifica.HC3() .

El modelo 1 después de la eliminacién de las variables explicativas no significativas
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(con la correccidon HC3) se reporta en el Cuadro 13.2.

# remueve las vartables no significativas HC3
modelol.C2 <- remueve.no.sinifica.HC3(modelol.C2, 0.05)

Ahora sigamos con el modelo 2: algoritmo Forward y criterio AIC. Pueden encontrar
que este modelo también tiene heteroscedasticidad (jHaganlo!). Ahora realicemos la
correccion HC3 y eliminemos las variables no significativas. El resultado se reporta en el
Cuadro 13.2.

Cuadro 13.2. Modelo seleccionado el algoritmo stepwise forward con correccién HC3

Dependent variable:
ViolentCrimesPerPop
Modelo 1 (HC3) (R2 aj) Modelo 2 (HC3) (AIC)

)

)

racepctblack 0.196*** (0.036) 0.173*** (0.045)
agePct12129 —0.263%** (0.077) —0.388%** (0.113)
pctUrban 0.040%** (0.009) 0.041%** (0.010)
pctWWage —0.261*** (0.056) —0.210%** (0.049)
pctWFarmself 0.050*** (0.017) 0.031* (0.017)
PctUsePubTrans —0.029 (0.019)
pctWinvine —0.156* ** (0.054) —0.186* ** (0.056)
agePct16t24 0.141* (0.085)
pctWRetire —0.063** (0.028) —0.101*** (0.029)
medFaminc 0.185** (0.085)
whitePerCap —0.190% ** (0.071) —0.178%** (0.050)
indianPerCap —0.036** (0.016) —0.038** (0.016)
PctBSorMore 0.092** (0.037)
LemasPctOfficDrugUn 0.027 (0.017)
MedOwnCostPctinc —0.052* (0.028)
OtherPerCap 0.050*** (0.017) 0.052*** (0.017)
PctPopUnderPov —0.095** (0.045) —0.190*** (0.048)
PctEmploy 0.203*** (0.058) 0.195%** (0.054)
MalePctNevMarr 0.226*** (0.061) 0.143** (0.061)
AanprCap. 0% 0022)
sianPerCap . (0.022)
FemalePctDiv —0.286*** (0.108) 0.313 (0.293)
racePctWhite —0.062 (0.048)
TotalPctDiv 0.336* ** (0.109) —0.798 (0.502)
MedRentPctHousinc 0.055** (0.027)
PctKids2Par —0.330%** (0.083) —0.336*** (0.077)
PctWorkMom —0.129*** (0.028) —0.150* ** (0.027)
Pctlleg 0.137*** (0.052) 0.149*** (0.049)
Numlmmig —0.174** (0.069)
PctNotSpeakEnglWell —0.153*** (0.053)
PctLargHouseFam —0.097** (0.039)

PersPerOccupHous
PersPerRentOccHous

0.270*** (0.075)
—0.219%** (0.054)

PctPersOwnOccup —0.634*** (0.196)

PctPersDenseHous 0.280* ** (0.067) 0.169%*** (0.041)
HousVacant 0.175%** (0.041) 0.266*** (0.065)
PctHousOccup —0.056** (0.023)

PctHousOwnOcc 0.574*** (0.189)

PctVacMore6Mos —0.046** (0.020) —0.059*** (0.020)
OwnOcclowQuart —0.435%** (0.149)

OwnOccMedVal 0.323** (0.146)

PctVacantBoarded 0.041 (0.026)
RentlowQ@ —0.227%** (0.043) —0.222%** (0.042)
MedRent 0.267*** (0.053) 0.250* ** (0.050)
MedOwnCostPctincNoMtg —0.100%** (0.021) —0.075%** (0.022)
NumStreet 0.202%** (0.063) 0.186*** (0,058)
PctForeignBorn 0.136*** (0.044)

numbUrban —0.215%* (0.084)
MalePctDivorce 0.582** (0.243)
Constant 0.645%** (0.107) 0.753* ** (0.103)
Observations 1,993 1,993

R2 0.685 0.685
Adjusted R? 0.679 0679
Residual Std. Error (df = 1955) 0.132 0.132

Note:

*p<0.1; **p<0.05 ***p<0.01
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13.4.2 Stepwise backward

De manera similar en el Cuadro 13.3 se presentan los resultados de emplear el algo-
ritmo sfepwise backward y tras limpiar las variables no significativas con la correccion
HC3 (con un 95% de confianza). Previaomente pueden mostrar que estos dos modelos
tienen un problema de heteroscedasticidad.

Cuadro 13.3. Modelos seleccionados con el algoritmo stepwise backward con correc-
cién HC3

Dependent variable:
ViolentCrimesPerPop

Modelo 3 (HC3) (R2 aj) Modelo 4 (HC3) (AIC)
) ()

racepctblack 0.181*** (0,036)
agePct2129 —0.224%** (0,075)
pctUrban 0.040*** (0.009)
pctWWage —0.262*** (0.057)
pctWFarmSelf 0.050*** (0.017)
pctWinvine —0.167*** (0.057)
pctWRetire —0.075%** (0.028)
whitePerCap —0.108** (0.052)
indianPerCap —0.033** (0.016)
OtherPerCap 0.049*** (0.017)
PctPopUnderPov —0.137*** (0.047)
PctEmploy 0.162*** (0.057)
PctOccupMgmtProf 0.100** (0.039)
MalePctDivorce 0.320*** (0.096)
MalePctNevMarr 0.203*** (0.059)
TotalPctDiv —0.241%* (0.117)
Pctkids2Par —0.358*** (0.083)
PctWorkMom —0.124*** (0.028)
Pctlleg 0.138*** (0.052)
Numimmig —0.171%* (0.067)
PctNotSpeakEnglWell —0.135%* (0.053)
PctLargHouseOccup —0.140*** (0.044)
PersPerOccupHous 0.358*** (0.073)
PersPerRentOccHous —0.222*** (0.053)

PctPersOwnOccup
PctPersDenseHous

—0.592%** (0.199)
0.268*** (0.067)

HousVacant 0.161*** (0.040)

PctHousOccup —0.050** (0.023)

PctHousOwnOcc 0.547*** (0.191)

PctVacMore6Mos —0.044** (0.020)

OwnOcclowQuart —0.089** (0.037)

RentLow@ —0.219*** (0.042)

MedRent 0.270%** (0.054)

MedOwnCostPctincNoMtg —0.094*** (0.021)

NumStreet 0.204*** (0,062)

PctForeignBomn 0.130*** (0.044)

PctFam2Par —0.580*** (0.043)
racePctAsian —0.072*** (0.022)
PctSameState85 —0.050** (0.024)
agePct12121 —0.102*** (0.026)
MedYrHousBuilt 0.070*** (0.018)
racePctWhite —0.300*%** (0.031)
numbUrban 0.242*** (0.036)
PersPerFam 0.104*** (0.032)
blackPerCap —0.047** (0.019)
PctSameCity85 0.073** (0.029)
RentHigh@ 0.078*** (0.018)
PctWorkMomYoungkKids —0.078*** (0.020)
PctHousLess3BR 0.062** (0.030)
Constant 0.636*** (0.105) 0.748*** (0.046)
Observations 1,993 1,993

R? 0.685 0.633
Adjusted R?

Residual Std. Error

0132 (df = 1956)

0.631
0,142 (df = 1979)

Note: *p<0.1; **p<0.05; ***p<0.01

13.4.3 Combinando forward y backward

Y finaimente, el Cuadro 13.4 se presentan los resultados de emplear el algoritmo
combinado vy tras limpiar las variables no significativas y la correccidon HC3 (con un
95% de confianza). (Recuerden hacer las pruebas de heteroscedasticidad para cada
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modelo)

Cuadro 13.4. Modelo seleccionado el algoritmo stepwise forward y backward con co-
rrecciéon HC3

Dependent variable:
ViolentCrimesPerPop

Modelo 5 (HC3) (R2 aj) Modelo 6 (HC3) (AIC)
() (&)

racepctblack 0.173*** (0,033) 0.193*** (0.031)
agePct2129 —0.202%** (0.075) —0.204%** (0.068)
pctUrban 0.041%** (0.009) 0.038*** (0.009)
pctWWage —0.247*** (0.054) —0.261*** (0,053)
pctWFarmself 0.047*** (0.017) 0.045%** (0.017)
pctWinvine —0.141%** (0.048) —0.181*** (0.051)
pctWRetire —0.068** (0.027) —0.085%** (0.027)
indianPerCap —0.032** (0.016) —0.034** (0.016)
TotalPctDiv —0.320*%** (0.104)
PctVacMore6Mos —0.039** (0.019)
OtherPerCap 0.047*** (0.017) 0.052%** (0.017)
PctPopUnderPov —0.109** (0.045) —0.099** (0.044)
PctEmploy 0.141%* (0.055) 0.144%** (0,055)
MalePctDivorce 0.118*** (0.044) 0.373*** (0.091)
MalePctNevMarr 0.213%** (0.060) 0.194%** (0,057
Pctkids2Par —0.290%** (0.079) —0.376%** (0.082)
PctWorkMom —0111%*%* (0.025) —0121%** (0.024)
Pctileg 0.152*** (0.052) 0.159*** (0.051)
Numimmig —0.160** (0.067)
PctNotSpeakEngiwell —0.150*** (0.052)
PctLargHouseFam —0.107*** (0.039) —0.145%** (0.039)
Pctless9thGrade —0.092*** (0.029)
PersPerOccupHous 0.342*** (0.069) 0.151*** (0.050)
PersPerRentOccHous —0.242*%** (0.053)
PctPersOwnOccup —0.611%** (0.197)
Numlleg —0.179** (0.073)
PctPersDenseHous 0.262*** (0.066) 0.265*** (0.042)
HousVacant 0.155*** (0.040) 0.225%** (0.047)
PctHousOccup —0.049** (0.022)
PctHousOwnOcc 0.552*** (0.190)
OwnOcclowQuart —0.121*** (0.033)
RentLowQ —0.215%** (0.042) —0.222%** (0.041)
MedRent 0.280%** (0.053) 0.202%** (0.045)
MedOwnCostPctincNoMtg —0.102*** (0.020) —0.078*** (0.020)
NumStreet 0.205%** (0.062) 0.177%** (0,055)
PctForeignBomn 0.140%** (0.043)
Constant 0.531%** (0.095) 0.631%** (0.103)
Observations 1.993 1.993
R? 0.683 0.680
Adjusted R? } }
Residual Std. Error 0.132 (df = 1960) 0.133 (df = 1964)
Note: *p<0.1; **p<0.05 ***p<0.01

13.5 Seleccion del mejor modelo para predecir

En resumen, contamos con 6 modelos (Ver Cuadros 13.2, 13.3 y 13.4). Todos los mo-
delos se encuentran anidados en el modelo 1y cada modelo es diferente.

Ahora comparemos el comportamiento de los modelos para predecir fuera de
muestra. Emplearemos el método de k iteraciones para hacer la validacion cruzada.
Empleemos, el paquete caret (Kuhn, 2020) y las funciones trainControl() y train() (tal
como lo discutimos en el Capitulo 12). Ademds empleemos 5 iteraciones (k = 5).

# se fija el método de k iteraciones
train.control <- trainControl(method = "cv", number = 5)

# se realiza la evaluacidén fuera de muestra
fold.modelol = train(formula(modelol.C2), data = datos.caso2, method = "Im",
< trControl = train.control)
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fold.modelo2 = train(formula(modelo2.C2), data
< trControl = train.control)

fold.modelo3 = train(formula(modelo3.C2), data = datos.caso2, method = "lm",
< trControl = train.control)

datos.caso2, method = "1lm",

fold.modelo4 = train(formula(modelo4.C2), data = datos.caso2, method = "Im",
< trControl = train.control)
fold.modelo5 = train(formula(modelo5.C2), data = datos.caso2, method = "Im",
«» trControl = train.control)
fold.modelo6 = train(formula(modelo6.C2), data = datos.caso2, method = "lm",

«» trControl = train.control)

Resumamos los resultados usando el RMSE y el MAE de cada modelo como se
presenta en el Cuadro 13.5.

Cuadro 13.5. Metricas de precisién de los 6 modelos con 5 iteraciones

RMSE MAE

Modelo1 0.133 0.093
Modelo2 0.134 0.094
Modelo3 0.133 0.093
Modelo4 0.142 0.100
Modelo5 0.134 0.094

Modelo6 0.134 0.094

Fuente: elaboracion propia.

Aunqgue las métricas no varian mucho entre modelos, de acuerdo con la RMSE
el mejor modelo es el 1y de acuerdo al MAE el mejor modelo es el 3. Noten que en
este caso puede tener sentido penalizar errores de prediccidon grandes y favorecer
los errores pequenos. Asi, emplearemos el criterio del RM SE que sugiere el modelo 1.
Este modelo se construyd a partir del algoritmo Forward y empleando el criterio de R?
ajustado.

Ahora, antes de pasar a emplear el modelo, procedamos a determinar si el mejor
modelo fiene o no multicolinealidad. Noten que el VIF depende de la matriz de va-
rianzas y covarianzas de los estimadores MCO y en presencia de heteroscedasticidad,
éstos no son confiables. Asi no podemos emplearlos en esta situaciéon. Asi que nos con-
centraremos en la prueba de Belsley et al. (1980) también conocida como la prueba
Kappa.

El siguiente codigo permite hacer la prueba.
XTX <- model.matrix(modelol.C2)
e <- eigen(t(XTX) 7x7 XTX)

lambda.1l <- max(e$val)
lambda.k <- min(e$val)
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kappa <- sqrt(lambda.l/lambda.k)
kappa

## [1] 270.928

Este estadistico es muy grande (x = 270.9280298). Esta prueba sugiere la existencia
de un problema serio de multicolinealidad. Solucionar este problema no serd nece-
sario, pues la multicolinealidad alta nos estd ayudando a mejorar el R? del modelo
y dado que nuestro objetivo es hacer predicciones, no serd necesario solucionar el
problema.

13.6 Predicciones (escenarios)

El modelo construido nos permite generar los escenarios que estaba buscando la
empresa consultora. Recuerden que la pregunta de negocio implicaba tener una “for-
mula” que le permita determinar ¢,cudl seria la tasa de crimenes violentos por cada 100
mil habitantes bajo diferentes escenarios?.

Por ejemplo, supongamos que queremos tener un escenario en el que todas las
variables se encuentran en sus medias.

Recuerden que tenemos heteroscedasticidad y el modelo no cumple el supuesto
de normalidad. Por eso deberemos emplear la técnica de boofsfrapping para crear
los intervalos de confianza para las predicciones. Esto 1o podemos hacer empleando
la funcién ic.boot.predic() que construimos en la seccidn 12.7.

data.temp = as.data.frame(t(apply(datos.caso2, 2, mean)))

set.seed(123445)
ic.boot.predic(modelol.C2, data.temp, R = 1000, alpha = 0.05)

## fit.1 lwr.2.5%  upr.97.5%
## 0.23798294 -0.04723444 0.59553341

Ahora la empresa de consultoria puede jugar con este modelo mostrando diferentes
escenarios. Por ejemplo, supongamos que visitamos el municipio de la fila 120 de la
base de datos. Este municipio tiene las siguientes caracteristicas (x120).

modelol.C2$model [120, ]

## ViolentCrimesPerPop racepctblack agePct12t29 pctUrban pctWWage pctWFarmSelf
## 120 0.68 0.09 0.34 1 0.49 0.2
#i# pctWInvIinc pctWRetire medFamInc whitePerCap indianPerCap OtherPerCap

## 120 0.56 0.26 0.55 0.88 0.24 0.36

#i#t PctPopUnderPov PctEmploy MalePctNevMarr FemalePctDiv TotalPctDiv

## 120 0.24 0.59 0.73 0.81 0.82

#Hit PctKids2Par PctWorkMom PctIlleg NumImmig PctNotSpeakEnglWell

## 120 0.59 0.43 0.29 0.15 0.3
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#i#t PctLargHouseFam PersPerOccupHous PersPerRentOccHous PctPersOwnOccup
## 120 0.2 0.05 0.07 0.12
#it PctPersDenseHous HousVacant PctHousOccup PctHousOwnOcc PctVacMore6Mos
## 120 0.25 0.15 0.77 0.08 0.5
## OwnOccLowQuart OwnOccMedVal RentLow(] MedRent MedOwnCostPctIncNoMtg

## 120 1 1 0.43 0.42 0.17

#it NumStreet PctForeignBorn

## 120 0.84 0.75

Y la tasa de crimenes violentos por cada 100 mil habitantes de ese municipio es de:
datos.caso2[120, 101]

## [1] 0.68

Ahora, se le podria proponer al alcalde una politica publica para aumentar el por-
centaje de personas de 16 anos o mdas que estdn empleadas (variable PctEmploy) en
5 puntos porcentuales, de tal manera que pase de 59 % a 64 %. Entonces, en ese ca-
SO se esperaria que la tasa de crimenes violentos por cada 100 mil habitantes de ese
municipio cambiaria a:

# se extraen los datos para el municipio 10

data.escenario <- modelol.C2$model[120, 1]

# se modifica los datos del municipio 10 para ajustarse al escenario
data.escenario["PctEmploy"] <- data.escenario["PctEmploy"] + 0.05

# prediccidn
ic.boot.predic(modelol.C2, data.escenario, R = 1000, alpha = 0.05)

##  fit.120 1lwr.2.5% upr.97.5Y%
## 0.5044719 0.1684555 0.8725683

Noten que esto implicaria que el intervalo de confianza de la prediccidn sigue con-
teniendo el valor original de la tasa de crimenes violentos por cada 100 mil habitantes,
por tanto ese escenario no cambiaria la tasa esperada. Ahora los consultores pueden
jugar con esta férmula para proponer diferentes escenarios a cada alcalde para dis-
minuir la tasa de crimenes violentos o si es del caso saber ¢, cudles municipios no tiene
sentido visitar?, pues no se puede hacer mucho para disminuir dicha tasa. De agui en
adelante, la imaginacién es el limite.
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Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

» Explicar en sus propias palabras los conceptos de: matriz, suma y multiplicacion
de matrices, matriz identidad, tfranspuesta de una matriz e inversa de una matriz.

= Calcula en R la suma y multiplicaciéon de matrices, la matriz identidad, la trans-
puesta de una matriz y la inversa de una matriz.
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14.1 Introduccion

Este libro supone el conocimiento bdsico de dlgebra matricial que le permiten al
cientifico de datos frabajar con grandes volimenes de datos organizados en forma
matricial. Este Apéndice presenta dichos elementos necesarios para seguir algunas
demostraciones y operaciones descritas en el libro. Este Apéndice no pretende ser un
fratado autocontenido de dlgebra matricial, sino por el contrario un breve resumen
que permitird al lector ya familiarizado con el dlgebra matricial recordar los concepto’.

El concepto de matrices es una nocién que inicialmente se desarrolld en el siglo XVII,
para la manipulacion de graficos y soluciones de ecuaciones lineales simultdneas. Hoy
endiala aplicacién de las matrices y sus operaciones estan ligadas a areas tan diversas
como lafisica, grdficos de computador, la economia, los métodos estadisticos, la teoria
de juegos, redes, cripfologia y la ciencia de datos.

Una matriz es una forma eficiente de ordenar informacion en columnas vy filas. Por
ejemplo, consideremos una base de datos que contiene informacidén de ventas, costos
y utilidades mensuales para dos empresas (empresa 1y 2) en millones de ddlares. La
informacién de un mes se puede ordenar faciimente en una matriz de la siguiente
forma:

Empresa Ventas Costos Utilidades
M = | Empresal 4 2 2 (14.1)
Empresa2 2 1,5 0,5

Generalmente, se omiten los nombres que toman cada una de las columnas y filas de
las matrices; es decir, (14.1) se puede reescribir como:

M =

4 2 2
2 15 05

El tamano de una matriz estd determinado por el ndmero de filas y de columnas;
asi, se dice que la matriz M es una matriz de dimensiones 2 x 3 (2 filas por 3 columnas).
Una forma rdpida de escribir esto es My 3. En general una matriz puede tener n filas y
m columnas, y se representa asi.

ail e Q1m

An><m = = [aij]izl,...,n;jzl,...,m

anl ... Qpm

En el caso especial cuando m = 1, la matriz A se conoce como un vector columna.
Sin = 1, la matriz A se conoce como un vector fila?. Cuando el nimero de filas y de
columnas es el mismo (n = m), la matriz A es llamada matriz cuadrada de orden n.
Sin = m = 1, entonces A es conocido como un escalar (lo que coloquialmente se
conoce como un ndmero).

'Este apéndice corresponde a una version adaptada de Alonso (2006b).
2En este Apéndice y en general en el libro cuando empleemos el término vector nos referiremos a un
vector columna, a menos que se especifique lo conftrario.
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En el caso de las matrices, se dice que A = B si y solamente si fodos los elementos
de la matriz A son iguales alos de B, es decir a;; = b;; paratodoiy j,dondei=1,...,n
yi=1,...,m.

A continuacién, repasaremos rapidamente las operaciones matriciales, definiciones
y resultados mds importantes que serdn Utiles a lo largo del libro.

14.2 Matriz triangular y diagonal

Antes de definir algunas matrices especiales que serdn Utiles, es importante definir
el concepto de diagonal principal de una matriz. La diagonal principal de una matriz
cuadrada A, es el conjunto de elementos cuya posicion corresponden a la misma
fila y columna. En ofras palabras, son los elementos que se encuentran formando una
“diagonal” entre la esquina superior izquierda y la esquina inferior derecha de la matriz.
Por ejemplo, sea la matriz:

1 2 4
C=|6 3 5
11 10 8

La diagonal principal de la matriz C estd dada por el conjunto 1, 3, 8.

En general, sea A una matriz cuadrada representada por.

a1 o Q1
Anxm =+ 0| =lagliny nyj=1,...,n (14.2)

anp1 .. Qpp

Entonces, la diagonal principal estd dada por el conjunto de elementos {a;; }

i=1,...,n"
Por otro lado, una matriz friangular superior (inferior) es una matriz cuadrada con

todos los elementos por debajo (encima) de la diagonal principal iguales a cero. Por
ejemplo, la siguiente matriz:

1 2 4

0 3 5

0 0 8
es una matriz triangular superior.

Si una matriz es al mismo tiempo una matriz friangular superior y triangular inferior,
entonces se conoce como una matriz diagonal. En otras palabras, una matriz diagonal
es una matriz cuyos elementos por fuera de la diagonal principal son cero. Es decir, A
es una matriz diagonal si tiene la siguiente formai:

ail 0 0
o .0
0 0 Ann

Una matriz diagonal se puede escribir de forma corta de la siguiente manera A =
diag (a11,a22, - -« Gpn)-
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14.3 Adiciéon, multiplicaciéon por un escalar y multiplicacion de matri-
ces

Sean dos matrices Ay B, cada una de dimensiones n x m. Es decir, las dos matrices
fienen el mismo ndmero de filas y columnas, cuando ocurre esto se le denomina a
las dos matrices conformes para la suma. La suma de estas dos matrices corresponde
a una matriz con dimensiones n x m, Cuyos elementos son iguales a la suma de los
elementos correspondientes de las matrices Ay B . En ofras palabras:

air ... Qim bll s blm
AvB=|: .. |+
_anl cee Qpm bnl o bnm
[a11 +bi1 . Gim +bim
| an1 + bnl s anmbnm
= [a; + bij]i:l,...,n;j:l,...,m

Silas matrices a sumar no tienen las mismas dimensiones, entonces la operaciéon no se
puede efectuar y se dice que las matrices no cumplen la condicion de conformidad.

Ejemplo: Suma de matrices
Suponga que contamos con 3 matrices que corresponden a la informacion
para los tres primeros meses del ano de las ventas, costos y utilidades mensuales
(columnas) para dos empresas (filas).

650 330 250
600 270 400

580 270 350

600 250 350
E_[ F= 6250 350 410

550 180 400

}M:

Encuentre el valor de Ias ventas, costos y utilidades para el primer trimestre.
Respuesta: Las ventas, costos y utilidades tfrimestrales para las dos empresas son:

1830 850 950
E+F+M[wm m01mJ

La suma de mattrices posee varias propiedades similares a las de la suma de esca-
lares. A continuacion se exponen estas propiedades:

» Propiedad Conmutativa: A+ B=B+ A
= Propiedad Asociativa: A+ B+C=(A+B)+C=A+(B+C)

Antes de avanzar un poco mds, note que si se suma dos veces la matriz A, se obtiene:
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Es decir, el resultado de sumar dos veces la matriz A es igual a cada uno de los
elementos de la matriz A multiplicado por dos. Asi es facil mostrar que en general:

a11
A+ A=

anl

_2a11

_2an1
=2 [ai]

i=1,...,

AA=

A1n
+
Apn

2015

a11

anl

a1

=2

2a/TL7L

n;j=1,...,n

/\a11

AGn1

anl

=2-A

)\aln

Alpp

A1n

ann

A1n

ann

donde X es un escalar.

Ejemplo: (continuacién)

Suponga que quiere calcular £ — F + 2M.
Respuesta: Tenemos que:

Por lo tanto,
E—F+2M = [

Y por lo tanto

Finalmente, consideremos la multiplicacion de dos matrices. En este caso, a diferen-
cia de la multiplicaciéon entre escalares, las matrices a multiplicar deben cumplir una
condiciéon de conformidad para que el producto exista. Esta condicion es que el na-
mero de columnas de la primera matriz debe ser igual al nimero de filas de la segunda
matriz. Es decir, dadas dos matrices Ay B con dimensionesna x m4 Y ng X mp, respec-
fivamente; el producto A - B cumple la condicién de conformidad si y solamente si
ma = ng. EN caso de que esta condiciéon se cumpla, el producto estard dado por:

(14.3)

donde, ¢;; = >, ay - by. La Figura 14.1% ilustra el uso de esta formula. Cada una de

600 250 350 —650
550 180 400

E—-F+2M=

E—-F+2M=FE+ (-1)F+2M

—-330

—250 2-580
—270

—600 —400 2-6250

1110 460 800
1200 610 820

A-B= [Cij]

i=1,...,n;5=1,....,n

3Esta representacion se conoce como el esquema de Falk.

2-270 2-350
2-350 2-410
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las parejas unidas por las lineas rojas se multiplican entre si. Posteriormente, se suman
dichos productos para obtener el correspondiente elemento de la matriz final C.

Figura 14.1. Diagrama de multiplicacion de matrices

\B : p filas mp columnas

(o) o o

| bor> b | ...  bopy,

ru,,r. bpz | o bpm

Qny1l  Anp2 An,p Chpl Cnp2 cos Cnpmp

A ny filas p columnas C=AxB: ny filas mg columnas

Fuente: este diagrama es una modificacién del encontrado en
https:/ /texample.net/tikz/examples/matrix-multiplication/.
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La multiplicacion de matrices presenta varias propiedades, pero antes esimportante
recalcar que la propiedad conmutativa de la multiplicacidon para los escalares no se
cumple para las matrices (adn si este producto cumple la condicién de conformidad).
Es decir, A- B # B - A en caso de que ambos productos estén definidos. Por esto, es
importante tener en cuenta el orden en que se multiplican las matrices, y hablaremos
de pre-multiplica o post-multiplicar por una matriz, cuando se multiplica una matriz por
la izquierda o por la derecha, respectivamente.

Las siguientes son las propiedades que se cumplen para la multiplicaciéon de matri-
ces:

» Propiedad Asociativa: A-B-C=(A-B)-C =
» Propiedad Distributiva: C (A+ B) = (C' - A)
A-C+B-C.

Un caso especial se presenta cuando consideramos una matriz diagonal. Sea A una
matriz diagonal de orden n, entonces tfenemos que A - A = A% = [a? . Por

ij] i=1,...,n;5=1,...,n
ejemplo, si:

4 0
=l i)
tendremos que:
42|16 0
A-A=A _[0 36]

En general, si A es una matriz diagonal de orden n, tendremos que A® =
[a%]izl et Es decir, cuando se eleva una matriz diagonal a la «, el resul-
tado es una matriz diagonal, cuyos elementos en la diagonal principal son iguales a

los correspondientes elementos de la diagonal principal de la matriz original elevados
cadauno ala a.
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Ejemplo: Multiplicacién de matrices
1 2
Dadas las siguientes dos matrices A- A = (4 3|y B = {
1 6

1 2 1

9 4 1,encuen’rre

A- B.

Respuesta: Inicialmente, es importante chequear que se cumpla la condicion
de conformidad. En este caso el niUmero de columnas de la matriz A es igual al
numero de filas de la matriz B. Asi, el producto A - B estd definido: las matrices
son conformables. Procedamos a encontrar dicho producto.

1 2
1 2 1
A-B= 1|4 3]|- .
b ]
Y por tanto,
1-H)+(2-2) 1-2)+(2-4) (1-1)+(2-1)
A-B=|(4-1)+(3-2) (4-2)+3-4 4-1)+3-1)
(1-1)+(6-2) (1-2)+(6-4) (1-1)+(6-1)
Esto implica que
5 10 3
A-B=1|10 20 7
13 26 7

Finalmente, noten que B - A también estd definido. Realiza ésta Ultima multipli-
cacion.

Es importante anotar que las matrices, asi como los escalares, pueden ser sumadas,
restadas o multiplicadas (siempre y cuando el producto esté definido). Pero la division
para las matrices no es posible.

Si consideramos dos numeros (escalares) a y b , enfonces el cociente ¢ (siempre y
cuando b # 0) se puede expresar como ab~! = b~'a, donde b~! se conoce como el
reciproco o inverso de b. Debido a la propiedad conmutativa de la multiplicacién de
escalares, la expresion § se puede emplear sin ningun problema para expresar ab~t o
b~ la.

En el caso de las matrices esto es diferente. Debe ser claro, que aunque los produc-
tos AB~!y B~1A estén definidos?, estos dos productos usualmente son diferentes. De
manera que, la expresion % no puede emplearse porque es ambigua. Es decir, no es
claro si esta expresion se refiere a AB~! o B~ A. Y peor auln, es posible que alguno de
estos productos no exista. Asi, cuando manipulamos matrices, es mejor evitar el uso de
la expresion % (matriz A dividida por la matriz B) (Chiang, 1996).

4B—1 denota la inversa de la matriz B en caso de que exista. Este concepto serd repasado mds adelante.
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14.4 La matriz identidad y la matriz de ceros.

La matrizidentidad es una matriz diagonal especial, cuyos elementos de la diagonal
principal son iguales a uno. Es decir, la matriz identidad es una matriz con unos en la
diagonal principal y ceros en las otras posiciones. La matriz identidad se denota por I,
donde n corresponde al nidmero de columnas y filas de la matriz (orden de la matriz).
Formalmente,

1 0
I, = (14.4)

0 1

La matriz identidad tiene la propiedad de ser el mddulo de la multiplicacion de
matrices. Es decir, I, - Agxg = AY Agxg -1y = A

Un caso especial se produce cuando Ay, - I, = I,, donde tiene que ser ciertfo que
Apxg = 1,. ¢ Por qué? (asegurese que puede encontrar el por qué de esta afirmacion).

Oftfra matriz importante es la matriz de ceros, cuyos elementos son iguales a cero
y se denota por 0,«,.. Esta matriz no necesariamente debe ser cuadrada vy fiene la
siguiente propiedad: A, «m + 0nxm = Onxm + Anxm = A. Es decir, 0,,x,, €5 el mdédulo de
la suma (siempre que la suma sea conformable).

14.5 La transpuesta de una matriz y la matriz simétrica.

La transpuesta de una matriz cualquiera A es una matriz cuyas filas corresponden a
las columnas de la matriz original; o lo que es 1o mismo, es una matriz cuyas columnas
corresponden a las filas de la matriz A. La franspuesta de una matriz A se denota por
AT o A/,

Por ejemplo, la transpuesta de:

1 2 4
C=1|6 3 5
11 10 8
es;
1 6 11
cr=12 3 10].
4 5 8

Las propiedades de la operaciéon de transposicion son las siguientes:

= Transpuesta de la transpuesta: (A7)" = 4
» Transpuesta de una suma: (A + B)" = AT + BT
» Transpuesta de un producto: (4 - B)" = BT . AT

Cuando AT = A, se dice que A es una matriz simétrica. En otras palabras, una matriz
simétrica es una matriz cuya tfranspuesta es igual a ella misma. Por ejemplo, la siguiente
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matiz es simétrica:

=~ O
Tt W N

0 Ut W~
| B |

Dado que,

DT =

= Oy =
[SA U )
Co Ul i~
Il
)

Generalmente, por convencion, las matrices simétricas son escritas omitiendo los
elementos por debajo de la diagonal principal. Para nuestro ejemplo tendremos que
la matriz D se puede reescribir de |la siguiente forma:

Cuando se emplea esta notacidén se da por entendido que se trata de una matriz
simétrica.

14.6 Matrizidempotente y matrices ortogonales

Una matriz cuadrada A se denomina idempotente si y solamente si A- A = A. Un
ejemplo de matriz idempotente es la matriz identidad. Por otro lado, dos matrices Ay
B son matrices ortogonales siy solaomentesi A- B =0.

14.7 Combinaciones lineales de vectores e independencia lineal

Dado un conjunto de vectores (fila o columna) vy, v, . .., v, Y UN conjunto de escalo-
resap,as,...,a Parak =1,2,..., K, una combinacion lineal de los vectores estd dada
por

K
=3 o, (14.5)
i=1
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Ejemplo: Combinaciones lineal de vectores
Dados los siguientes 3 vectores y 3 escalares, encuentre 4 diferentes combino-
ciones lineales de los vectores.

2 4 5
3 6 10

V= 5,w— 1 o B = 0 ,a=2 =1, yv=-1.
6 0 1

Respuesta: A partir de estos vectores y escalares podemos encontrar las siguien-
tes combinaciones lineales:

2 4 5 3
3 6 10 2
ca=av+pPw+yz=2 5 +1 1 + (1) ol =111
6 0 1 11
2 4] 5 5
3 6 10 5
co=pFv+aw+yz=1 5 +2 1 +(-1) ol =17
6 0] 1 5
2 [4] (5] [117
3 6 10 19
ca=0v+yw+taz=1 5 +(-1) 1 +2 ol =125
6 0] | 1] =
2 4] 5] [12
3 6 10 23
ca =+ pw+az=(-1) sl L T2 0| = |24
6 0] | 1] | —4]

Ahora tenemos todos los elementos para definir el concepto de dependencia lineal.
Un conjunto de vectores serd linealmente dependiente si al menos uno de los vecto-
res puede expresarse como una combinacion lineal de los otros. Asi por ejemplo, el
conjunto de vectores ¢, v, vs, . . ., v (definidos anteriormente), serd dependiente lineal-
mente, pues por definicion el vector c es una combinacidn lineal de los demds vectores

(c= Zfil 0;).

Ahora bien, un conjunto de vectores vy, vs, . . ., v S€ considera linealmente indepen-
diente si y solamente si los Unicos valores de los escalares ay, as, . .., a; que cumplen la
condicion:

K
> awi =0 (14.6)
=1

son a; = as = =ay, = 0. En ofras palabras, ningln vector del conjunto se puede expresar
como combinacién lineal de otro u ofros vectores que pertenecen al mismo conjunto.
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14.8 LaTrazay el rango de una matriz

La fraza de una matriz cuadrada A es la suma de los elementos de la diagonal
principal y se denota por tr(A). Es decir:

tr(Anwn) = Y aii (14.7)
i=1

Una de los principales propiedades de la fraza es: tr(A- B - C) = tr(C - B - A) =
tr(B-C-A) =

Por ofro lado, el rango de una matriz A es el nUmero de filas o columnas linealmen-
te independientes y se denota por ran(A). Si se frata de una matriz no simétrica de
dimensiones n x m, entfonces tendremos que ran(A) < min(n,m)°.

Si el rango de una matriz A es igual al nimero de sus columnas, enfonces se dice
gue la matriz A tiene rango columna completo. En caso de que el rango de la matriz
A sea igual al numero de filas, se dice que la matriz A tiene rango fila completo. Para
el caso de una matriz cuadrada, si el rango de la matriz es igual al ndmero de filas y
por tanto al nimero de columnas, se dice que la matriz tiene rango completo.

Ejemplo: Rango de una matriz
Encuentre el rango de |a siguiente matriz:

2 4 5 12
3 6 10 23
D= 5 1 0 -4
6 0 1 -4

Respuesta: Noten que esta matriz se construye con los vectores columna v, w, z y
c4 del ejemplo anterior. Es mds recuerden que ¢y = yv+pw+az. Es decir, la ditima
columna (vector columna) se puede construir como una combinacion lineal
de las primeras tfres columnas. Ademds se puede comprobar radpidamente que
las tres primeras filas son linealmente independientes entre si. Asi, ran(D) = 3.

Algunos resultados Utiles del rango son:

® ran(A - B) = min(ran(A), ran(B))

n Si A tiene dimensiones n x m y B es una matriz cuadrada de rango m, entonces
ran(AB) = ran(A)

» ran(A) = ran(AT A) = ran(AAT)

5Siendo un poco mas rigurosos se deberia hablar del rango columna (ndmero de columnas linealmente
independientes) y del rango fila (ndmero de filas linealmente independientes). Pero es facil demostrar que
el rango columna y el rango fila de una matriz es el mismo; por tanto, podemos hablar sin riesgo a ambigUe-
dades del rango de una matriz.
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14.9 Determinante de una matriz

El determinante de una matriz cuadrada A, representado por det(A) o |A], es un esca-
lar asociado de manera univoca con esta matriz. Para una matriz 2 x 2, el determinante
estd dado por:
ailr a2

det(4) = 4] = || o2

= 11022 — A21a12 (14.8)

Para una matriz de un orden superior, el cdlculo del determinante es un poco mds
complejo.

Antes de entrar en el detalle del cdlculo, definamos dos conceptos importantes. La
matriz menor, asociada al elemento a;; de una matriz cuadrada A de orden n, deno-
tada por M;;, es la matriz cuadrada de orden n — 1 obtenida al eliminar la i-ésima fila
y la j-ésima columna de A. (Ver Figura 14.2). El menor del elemento q,; es el determi-
nante de la matriz menor M;;; es decir, |M;;|. Y el cofactor del elemento a,;, expresado
por C;;, corresponde a C;; = (—1)"7 |M;;| (Ver columna y fila sombreadas en rojo en la
Figura 14.2).

Figura 14.2. Diagrama de la matriz menor asociada al elemento «;; de la matriz A

(all e o e al] e o o aln\

Ml] f— all “ . al_] e o0 aln

\anl e oo an] e o0 ann)

Fuente: elaboracion propia.

Ahora bien, el determinante de una matriz de orden n puede ser calculado, a partir
de cualqguier columna o fila, de la siguiente manera:

» empleando la i-ésima fila: det(A) = [A] = 377, ai;Cij

= empleando la j-ésima columna: det(A) = |A] = Y"1, a;;Cyj

Algunas propiedades Utiles del determinante son:

m det(A) = det(AT)
" AT =14
= [A|=1]A]-|B]
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» Si el producto de una fila de A por un escalar se suma a una fila de A, entonces
el determinante de la matriz resultante es igual al |A-|

m El infercambio de dos filas o dos columnas, sin importar cuales sean, alterard el
signo, pero no el valor numérico, del determinante.

m det(\A,) = \"det(A), donde X es un escalar.

m det(A) = 0 si y solamente si ran(A) < n. Es decir, si det(A) = 0, entonces fiene que
ser ciertfo que existe una columna (o fila) que es combinacién lineal de una, o
mas de una columna (fila), de A.

m Sidet(A) = 0, entonces A se conoce como una matriz singular. En caso conftrario
(i.e. det(A) # 0) se dice que A es una matriz no singular.

» Si A esuna matrizdiogonaldenotadapor A = diag(ai1, ass, - - ., Gnn), entoncesdet(A) =
TIPS
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Ejemplo: Cdiculo del determinante de una matriz
Encuentre el determinante de la siguiente matriz:

2 -1 3
1
3

0 = O Ot

0
6 1
3 =2
Respuesta: El determinante puede ser calculado empleando cualquier fila o

columna, en este caso serd mas facil emplear la segunda fila, pues tiene dos
elementos iguales a cero. Asi, tendremos:

g Bl i’ (5) -1 3 5 2 -1 5
Dl=|lg 1 3 4 =2.(-1)* || 1 3 4||+1-(-1)*3||6 1 4
o s 9 g 3 -2 8 -7 3 8

Note que esto implicard el cdiculo de dos determinantes de orden 3. Esta ope-
racion se puede simplificar adn mds si “creamos” mds ceros en la segunda fila
de la matriz D. Por ejemplo, si multiplicamos la columna 3 por -2 y sumamaos
este producto ala columna 1 tendremos que:

-1 -4 -1 3

2 3 5 5
4 -1 5
2 o 1ol o 0 1 oo . e
PI=1l6 1 3 4/|=||lo 1 3 4f|=0CD _03;;1
7 3 -2 8 3 3 -2 8

Ahora, multiplicando la segunda columna por -4 y sumdandola a la tercera co-
lumna se obtendrd:

-4 -1 5 -4 -1 9
-3 3 8 -3 3 4 {—3 —4] ‘
= _1(1) [(—4)(=4) — (=3)(9)]
= —[16 4 27) = —43.

14.10 Valores propios de una matriz

Los valores propios (eigen values en inglés), tfambién conocidos como raices carac-
teristicas de una matriz cuadrada A4,, son los escalares A que satisfacen:

|A—Xn|=0 (14.9)

Es decir, para encontrar los valores propios se debe resolver la anterior ecuacion.

Los valores propios son importantes porque en muchos casos facilitan ciertos cdlcu-
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los. En especial tenemos los siguientes resultados:

w det(A,) =TI, N
= Elrango de cualquier matriz A es igual al nidmero de valores propios diferentes de
cero.

Ejemplo: Valores propios de una matriz
Encuentre los valores propios, rango y determinante de la siguiente matriz:

v=[3 |

Respuesta: Para encontrar los valores propios de la matriz D, se requiere solu-
cionar la siguiente ecuacion |D — AIn| = 0. Es decir,

(R
(ARSI BT
2 WL)]-o
(5-ANA4-X)—-21)=0

A —9\+18=0

Las dos soluciones son Ay = 6 & X\, = 3. Asi, los valores propios de la matriz D son
6y 3. Portanto, ran(D) =2y det(D) =6 -3 = 18.

=0

14.11 La Matriz inversa

La matriz inversa de la matriz cuadrada A,, es una matriz cuadrada de igual orden
tal que:
B-A,=1, (14.10)

Y se denota como A~t, esdecir B = A~1, Ademds, si se post-multiplica la matriz A,, por
su inversa, también se obtendrd la matriz identidad. En otras palabras, la matriz inversa
ademads cumple que A, Al = I,,.

Pero, ¢cémo encontrar la matriz inversa de una matriz A,, ? Primero es importante
recordar que no todas las matrices cuadradas poseen inversa. De hecho, sdlo aque-
llas matrices cuyas columnas y filas son linealmente independientes entre si tendrdin
inversa. En otfras palabras, una matriz singular (det(A) = 0) no tendrd matriz inversa.

Existen diferentes métodos para encontrar la matriz inversa de una matriz no singular,
pero aqui soélo repasaremos dos métodos. El primer método serd emplear la franspuesta
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de la matriz de cofactores conocida como la matriz adjunta (Adj(A)). La matriz inversa
de una matriz 4,, estd dada por la siguiente férmula:

Al !

n = @Adymn) (14.11)

Figura 14.3. Ejemplo de una mairiz adjunta de orden tres

ayn ax app a3 ap a3

+ — +
an asz ayp as axp axn
4 diz s a1 a3 a;p a3 a;p aps

adj [ ap an ap|=|-— + -
asl ass as1 ass a1 ax

as1 aszx asz

a1 axp ail ap a;p ap

+ — +
as; as; a1 ax a1 axn

Fuente: elaboracion propia.

Ejemplo: Cdiculo de la inversa empleando el método de la matriz adjunta
Encuentre la inversa de la siguiente matriz

3 2
- 7.
Respuesta: Para emplear la férmula que se presenta en ((14.11)), primero debe-
mos calcular tanto el determinante como la matriz adjunta de D. Asi, tenemos
que det(D) = -2y Adj(D) = [ 0 -2

-1 3
Aplicando la férmula, la inversa de D esta dada por

1o —2] _[o -1
D'=—- =1 3
2 (-1 3 3 T3

Ahora, constate que en efecto esta si es la inversa de D.

El segundo método que consideraremos es el método de reduccidon de Gauss-
Jordan. En algunas ocasiones, este método resulta menos tedioso que aplicar la
formula dada en (14.11). Dada una matriz cuadrada A,,, este método parte de
considerar la siguiente matriz aumentada:

= [An|[n] (]4]2)
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Posteriormente, por medio de operaciones de filas podemos reducir la matriz A a la
matriz identidad. Asi tendremos que:

1 Od11 dln
Lo | =[] Al (14.13)
0 Udo .. dun

Al final de las transformaciones, obtendremos la inversa de la matriz original a la dere-
cha.

Ejemplo: Calculo de la inversa empleando el método de reduccién de
Gauss-Jordan
Encuentre la inversa de la siguiente matriz empleando el método de reduccion
de Gauss-Jordan
2 9
e[t

Respuesta: Primero necesitamos armar la matriz aumentada. Es decir:

2 91 0
1 4/0 1

Ahora necesitamos manipular esta matriz de tal forma que a la izquierda tengo-
mos la matriz inversa. Para esto, intercambiemos la primera fila con la segunda.

2 91 0

14‘01

Posteriormente, sumemos la fila uno multiplicada por (-2) a la fila 2.
1 40 1
0 11 -2

Finalmente, sumemos la fila 2 multiplicada por (-4) a la fila 1.
1 0/—4 9
0 11 =2

Por tanto,

Un resultado especial, que es muy Util, es la inversa de una matriz diagonal. Esta es
una de las inversas mas faciles de calcular. En general fenemos que:

aill 0 -t %11 0
= (14.14)

0 Ann 0 L

Ann
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Finalmente, repasemos rapidamente algunas propiedades de las matrices inversas:
» (AB)"!=B"14"!

° (Afl)*l = A

° C4T)71:::L471)T

¢ Si A es una matriz simétrica, enfonces A~ también serd simétrica

14.12 Elementos de cdlculo matricial

Consideremos la siguiente funcidon cuyo dominio es en los reales (RX) y su rango
pertenece a R" : y = f(x1,22,...,2,) = f(x). El vector de derivadas parciales de
f (x) es conocido como el gradiente o vector gradiente y estd definido de la siguiente

manera:
8y/8x1 f1
af (x) _ |9y/0x2 fa

(14.15)

Es importante tener en cuenta que el gradiente es un vector columnay no un vector
fila.

El elemento i-ésimo del gradiente se intferpreta como la pendiente de f (x) con res-
pecto al plano formado por z; y y; en ofras palabras, es el cambio en f (x) dado un
cambio en z; feniendo los ofros elementos del vector x constantes.

La segunda derivada de f (x) estd dada por una matriz denominada la matriz Hes-
siana que es calculada de la siguiente manera:

0%y/0x10x1  0%y/0x1012 ... O%y/Ox107),
0%y /029011  0%y/0x2019 ... 0%y/Ox00T)
5 : : : (14.16)
0%y /0x,0x, 0%*y/0x,0x5 ... 0%y/0x,0T,
0%y
= [fi;] = IxOxT

La matriz Hessiana es cuadrada y simétrica, gracias al Teorema de Young.

Algunas derivadas especiales Utiles para la construccidon de modelos de regresion
multiple son:

o T

] % = a, donde a es un vector columna
a(x" A : :

. % = (A + AT) x, donde A es cualquier matriz cuadrada
o(xT A . L

o ) 2Ax, donde A es una matriz cuadrada simétrica.

ox

Ahora si consideramos funciones cuyo rango estd en los R™, tenemos los siguientes
resultados que son de gran utilidad:

n 2009 _ 4T, donde A es cualquier matriz tal que el producto Ax estd definido.
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= xTx, donde A es cualquier matriz cuadrada.
= (A~HT, donde A es cualquier matriz cuadrada no-singular.

14.13 Resultados especiales para el modelo de regresidon multiple

Antes de finalizar, es importante resaltar varios resultados importantes que serdn em-
pleados en este libro. Los datos de una muestra se organizardn en un vector columna
Ynx1 Que contendrd los datos de las n observaciones para la variable dependiente.

Yx1 = | . (14.17)

Yn

Y una matriz X, «x que contiene las variables explicativas y una columna de unos para
el intercepto.

1 Xo1 X351 ... Xp;
1 Xoo X3 ... Xio

Xowr=1|. . . . (14.18)
1 Xn2 Xgn Xk-n

Noten que en este contexto hemos cambiado un poco la notaciéon de las filas y las
columnas. El primer ndmero corresponde al ndmero de la variable y el segundo a la
observacion : (fila). Es decir, X3, corresponde a la segunda observacion de la variable
Xo.

Usando estas definiciones, tendremos los siguientes resultados:

n 22:1 X ;?:1 Xz . ;?:1 Xhi
Zi:l X22i Zi:l XXz ... Zi:l X2i Xi
XTX = Sy X3, B DD, €1, ¢% (14.19)

n 2
Z?ﬁ:l in kxk

Adicionalmente,

vy => "y} (14.20)
i=1
Finalmente, tfenemos que
;:;1 Yi
2%21 in221
XTy = | 2im1 ¥iX5i (14.21)

noy2
Zi:lyZin Ex1
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Ejemplo: Matrices en la criptologia
Como se menciond al inicio de este capitulo, una de las aplicaciones de las
matrices es la criptologia; es decir, el proceso de cifrar mensajes. A contfinua-
cién veremos una breve aplicacion de las matrices a la codificacién de men-
sqjes.
Considere una matriz fija A invertible (no singular). Entonces, podemos convertir
el mensaje que se desea codificar en una matriz B , tal que A x B satisfaga la
condicion de conformidad. Asi, se puede enviar el mensaje generado por €l
producto A x B. El receptor del mensaje necesita conocer solamente A~! para
decodificar el mensaje. Esto gracias a que A~'AB = B.
Para entender como funciona esto, consideremos la siguiente matriz

-1 5 -1
A=1|-2 11 7
1 -5 2
La correspondiente inversa es
57 =5 46
Al=]11 -1 9
-1 0 -1

Ahora supongamos que queremos tfransmitir el mensaje “Estamos en Cali”. Po-
ra esto necesitamos crear una equivalencia entre las lefras y un ndmero. Por
ejemplo supongamos que se crea la siguiente equivalencia: e =3, s =4,¢t =5,
a=1,m=6,5=88n="7c=-1,1=9,i=—2y para los espacios en blanco
usaremos el cero.

3 4 51 6
8 4 0 3 7
0 -1 1 9 =2

Esto se puede expresar de la siguiente manera (note que el receptor del men-
saje fambién debe conocer la codificacion adecuada de las letras). Asi, po-
demos crear la siguiente matriz

IS
— O Ut

3
B=8
0

© W =
N

Entonces tenemos que

37 17 -6 5 31
AB=| 82 29 -3 94 51
=37 —-18 7 4 =33

Por tanto, el mensaje encriptado a enviar seria: {37,17.37, 17 , -6 , 5, 31,82, .. .}.
El receptor puede saber cudntas filas tendrd la matriz que le es enviada al co-
nocer A. Y podrd facilmente reconstruir la matriz AB. De tal forma que pre-
multiplicando por A~ el mensaje recibido se obtendrd el mensaje deseado.
Ejercicio: Encripte el mensaje “Tengo que repasar dlgebra matricial”.
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14.14 Empleando R para hacer operaciones matriciales

R Core Team (2023) es un lenguadje de programacién que emplea vectorizacion.
Es decir, la forma natural de hacer cdiculos en R es emplear vectores y matrices y
no escalares. Esto hace el lenguaje matricial sea un lenguaje natural al momento de
emplear R.

Empecemos por crear la siguiente matriz

0 = O Ut

Es se puede hacer con la funcidn matrix() del paguete base de R. Esta funcion re-
quiere los siguientes argumentos:

matrix(data = NA, nrow = 1, ncol = 1, byrow = FALSE)

donde:

» data: los datos que estardn en la matriz.

= nrow: nUmero de filas.

= ncol: nUmero de columnas.

= byrow: Valor I6gico. Si byrow = FALSE (el valor por defecto) la matriz se llena por

columnas, de lo contrario la matriz se llena por filas.

La matriz D se puede construir rdpidamente empleando el cédigo que se observa
a continuacion.

D <- matrix(c(2, -1, 3, 5, 2, 0, 1, 0, 6, 1, 3, 4, -7, 3, -2, 8), nrow = 4,
< mncol = 4,

byrow = TRUE)
D

## [,11 [,2]1 [,3]1 [,4]
## [1,] 2 -1 3 5
# [2,] 2 0 1 0
## [3,] 6 1 3 4
## [4,] -7 3 -2 8

class(D)

## [1] "matrix" "array"

Por ofro lado, una matriz identidad puede ser construida répidamente con la funcion
diag(). Para crear una matriz identidad de orden n el Unico atributo que requiere la
funcidn es el tamano de la matriz identidad (n). Es decir,

diag(4)
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##t (.11 [,2] [,3] [,4]
## [1,] 1 0 0 0
## [2,] 0 1 0 0
## [3,] 0 0 1 0
## [4,] 0 0 0 1

La misma funcion diag() permite extraer los valores de la diagonal principal de una
matriz, si el argumento de esta es una funcion.

diag(D)
## [1] 2 03 8
Asi, la traza de la matriz D se puede calcular de la siguiente manera:
sum(diag(D))
## [1] 13

Por otro lado, si gueremos sumar matrices, esto se puede hacer rédpidamente em-

pleando el operados +. Por ejemplo, supongamos que queremos sumarle a la matriz
D la siguiente matriz

3 3 7 51
4 9 1 3
E= 5 10 3 12
8§ 21 -2 4

E <- matrix(c(8, 3, 7, 51, 4, 9, 1, 3, 5, 10, 3, 12, 8, 21, -2, 4), nrow = 4,
< mncol = 4,
byrow = TRUE)

E

# (,11 [,21 [,3] [,4]
## [1,] 3 3 7 81
## [2,] 4 9 1 3
## [3,] 5 10 3 12
## [4,] 8 21 -2 4
D+E

#it (11 [,21 [,3] [,4]

## [1,] 5 2 10 56
# [2,] 6 9 2 3
## [3,] 11 11 6 16
## [4,] 1 24 -4 12

Para la multiplicacién de matrices se debe tener un poco de cuidado. El operador
\* realiza una multiplicacién elemento por elemento, no realiza la multiplicaciéon de
las matrices. Por otro lado el operador ™ %*%” si realiza la multiplicaciéon de matrices.
Es decir:
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# multiplicaciéon elemento por elemento

D * E

## (,11 [,21 [,3] [,4]
## [1,] 6 -3 21 255
## [2,] 8 0 1 0
## [3,] 30 10 9 48
## [4,] -56 63 4 32
# multiplicacién de matrices
D %*% E

## (,11 [,2] [,3] [,4]
## [1,] 57 132 12 155
## [2,] 11 16 17 114
## [3,] 69 141 44 361
# [4,] 45 154 -68 -340

las funciones det() y eigen() , respectivamente. Por ejemplo:

# determinante
det (D)

##

[1] -43

# valores propios
eigen(D)

#H#t
#it
#i#t
##
##
#H#t
#i#t
#i#t
##
##
##

eigen() decomposition
$values

[1] 6.851893+5.934594i 6

[4] 0.452562+0.000000i

$vectors
[,1]
-0.0919841+0.44330321
0.0983345+0.12855931
0.0947980+0.57784361i
-0.6526363+0.00000001

(1,1
(2,]
(3,]
[4,]

eigen(D) $values

#i#t
#i#t

[1] 6.851893+5.934594i 6
[4] 0.452562+0.0000001

[,2]
-0.0919841-0.44330321
0.0983345-0.12855931
0.0947980-0.57784361
-0.6526363+0.00000001

.851893-5.934594i -1.156348+0.0000001

[,3]
-0.47221621+01
0.07723466+01
0.85512230+01
-0.19953074+01

.851893-5.934594i -1.156348+0.0000001

El determinante de una matriz, y sus valores propios se pueden calcular empleando

[,4]
-0.2400156+01
0.5743704+01
0.7399695+01
-0.2548258+01

Finalmente, la matriz inversa se puede encontrar con la funcién solve() .
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# Inversa
solve(D)

#it [,1] [,2] [,3] [,4]
## [1,] -0.09302326 -1.744186 0.5348837 -0.20930233
## [2,] -0.27906977 2.767442 -0.3953488 0.37209302
## [3,] 0.18604651 4.488372 -1.0697674 0.41860465
## [4,] 0.06976744 -1.441860 0.3488372 -0.09302326

# chequeo
round(solve(D) %*% D, 3)

# (,1] [,2] [,3] [,4]
## [1,] 1 o o0 o
## [2,] 0 1 0 o0
## [3,] 0 0 1 0
## [4,] o o0 o 1
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B P, scom

Objetivos del capitulo
Al finalizar este capitulo, el lector estard en capacidad de:

= Explicar en sus propias palabras la diferencia entre una variable aleatoria y una
no aleatoria.

= Explicar en sus propias palabras los conceptos de: valor esperado, varianza y co-
varianza.
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15.1 Introduccion

Este libro supone el conocimiento bdasico de estadistica que le permiten al cienti-
fico de datos trabajar con grandes volimenes de datos y modelos estadisticos. Este
Apéndice presenta unos conceptos bdasicos de estadistica necesarios para seguir al-
gunas demostraciones y operaciones descritas en el libro. Este Apéndice no pretende
ser un tratado autocontenido de estadistica, sino por el confrario un breve resumen
que permitird al lector ya familiarizado con los conceptos recordar los concepto.

En general, la Estadistica es definida como “la ciencia de estimar la distribucion de
probabilidad de una variable aleatoria basada en repetidas observaciones de vario-
bles aleatorias de la misma variable aleatoria’ (Amemiya, 1994).

Asi, la estadistica es una ciencia que emplea conjuntos de datos para obtener a
partir de ellos inferencias (proyeccion, adivinanza) sobre una poblacién (valor real). De
manera que el problema estadistico consiste en encontrar la mejor prediccidn para un
valor real desconocido para el investigador, a partir de datos recolectados (muestra)
de una poblacién.

En este capitulo repasaremos los conceptos bdsicos de estadistica y probabilidad
que son las bases para este libro.

15.2 Variables, vectores y matrices aleatorias

Una variable se define como una magnitud que puede tener un valor cualquiera de
los comprendidos en un conjunto. En otfras palabras, es una “letra” que puede tomar
uno o diferentes valores. Por ejemplo, sila variable x cumple la condicién de que 3z = 2,
enfonces la variable necesariamente tomard el valor de 3/2 (z = 3/2). Otfro ejemplo, si
la variable cumple la condicidn 2? = 1, entonces = puede fomar los valores de 1 o —1.

Ahora, consideremos la definicidn de una variable aleatoria, también conocida co-
mo variable estocdstica. Una variable aleatoria es una “letra” que foma diferentes
valores, cada uno con una probabilidad previomente definida. Por ejemplo, tiremos
una moneda justa? al aire, y sea X la variable aleatoria que toma el valor de uno si
la cara superior de la moneda es sello, en caso contrario la variable toma el valor de

cero. Es decir:
1 sisello
X = )
0 sicara

Entonces, en este caso, diremos que la variable aleatoria X tiene dos posibles realiza-
ciones. Ahora bien, si la moneda es una moneda normal, existird igual probabilidad
que la variable aleatoria tome el valor de uno o cero. En otras palabras, tfendremos
que la probabilidad de que la variable aleatoria sea igual a uno es 0.5, al igual que la
probabilidad que la variable aleatoria sea cero. Esto se puede abreviar de la siguiente
forma: P(X =1)=0,5y P(X =0) =0,5.

Este apéndice corresponde a una version adaptada de Alonso (2007).
2Por una moneda justa, se entiende una moneda que tiene una probabilidad igual de obtener cualquiera
de las dos caras.
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Si el conjunto de valores que toma la variable aleatoria es un conjunto finito o infinito
contable, entonces la variable estocdstica se denomina una variable aleatoria discre-
ta. Por otro lado, si las posibles realizaciones de la variable aleatoria son un conjunto
de realizaciones infinitamente divisible y, por tanto, imposible de contar, entonces la
variable estocdstica se conoce como una variable aleatoria continua. En general, si
las posibles realizaciones foman valores discretos entonces estamos hablando de una
variable estocdstica discreta; por el contrario, si los posibles valores son parte de un
rango continuo de valores, entonces estamos hablando de una variable estocdstica
continua.

Un vector aleatorio es un vector cuyos elementos son variables aleatorias ya sean
continuas o discretas, es decir:

X=|" (15.1)

donde X; parai: =1,2,...,n representan diferentes variables aleatorias. Andlogamen-
te, una matriz aleatoria es una matriz cuyos elementos son variables aleatorias.

Es importante anotar que los cientificos de datos interpretan la mayoria de los aspec-
tos de la realidad como resultados de un proceso estocdstico. En la prdctica observo-
mMos un Unico valor de una variable como las ventas mensuales o los rendimientos de
un activo. Los valores observados en la realidad para esas variables aleatorias (mues-
ra), se interpretan como las realizaciones de una variable aleatoria después de que
los “dados” de la economia o el negocio ya han sido tirados. Es decir, Io que observa
el cientifico de datos es la realizacidon de un evento aleatorio.

15.3 Distribucion de probabilidad

Una distribucion de probabilidad de una variable aleatoria discreta, tfambién cono-
cida como la funcién de densidad discreta, f(x), es una lista de las probabilidades
asociadas a las diferentes realizaciones x que puede tomar una variable aleatoria dis-
creta X. Para una variable aleatoria discreta tenemos que,

J(@) = P(X =) (15.2)

donde debe cumplir que:

" 0<f2) <1
. ZVi f(z:)

Dado que en el caso de una variable aleatoria continua, ésta puede tomar cual-
quier valor dentro de un ndmero infinito de valores, serd imposible asignar una probao-
bilidad para cada uno de los valores que puede tomar la variable aleatoria continua.
Por tanto, en el caso de variables aleatorias continuas es necesario un enfoque dife-
rente al seguido con las variables aleatorias discretas. En este caso definiremos una
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funcidn que nos permita conocer la probabilidad de ocurrencia de un intervalo (con-
junfo continuo de puntos) y no un punto como lo hicimos para las variables aleatorias
discretas.

Una distribucidn de probabilidad de una variable aleatoria continua, también co-
nocida como la funcién de densidad continua, f(z) , es una funcién asociada a la
variable aleatoria continua X, tal que:

f(x)dx = Pla<x <D) (15.3)

donde debe cumplir que:

" f(2)>0
o [ fa)de =1

15.4 Valor esperado de una variable aleatoria

Eventualmente, las distribuciones de probabilidad se pueden describir con sus mo-
mentos?. El primer momento de una distribucion se conoce como el valor esperado o
esperanza matemdtica.

El valor esperado de una variable aleatoria corresponde a su media poblacional y
se interpreta como el valor promedio que se espera de la variable aleatoria cuando
se obtiene cualquier muestra de ésta.

El valor esperado de una variable aleatoria discreta denotado por E[X] se define
como:

ElX] :ZﬂfiP(szi)ZZIif(xi) (15.4)
Vi Vi

El valor esperado de una variable aleatoria continua, fambién denotado por E[X]
se define como: .
E[X] = / xf(z)dx (15.5)
— 00
El valor esperado también es conocido como el operador de esperanza matemdatica,
es un operador lineal cuyas principales caracteristicas son:

m Flc] = ¢, donde ¢ es una constante, o una variable no estocdstica.

® ElaX +b] = aF[X] + b, donde a y b son constantes y X es una variable aleatoria.

» En general E[g(X)] # g(E(X)). donde ¢(-) es cualquier funcion. La Unica excep-
cién de esto es cuando g(-) es una funcién lineal.

8 Ela1 X +asXo+--+a,X,] = a1 E[X;]|+ a2 E[Xs]+ - - +a, E[X,] donde cada uno de
losa; y X; (i =1,2,--- ,n) son constantes y variables aleatorias, respectivamente.

3Los momentos de una distribucion son representados por pardmetros poblacionales que se representardn
de aqui en adelante con letras griegas. Los momentos de una distribuciéon describen las caracteristicas de
la distribucién poblacional de la variable aleatoria.
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Y9 f(x)  siXesdiscreta
" S g(x) f(x)dx SiXescont.

Como se menciond anteriormente, E[z] se conoce como el primer momento de una
variable aleatoria y también se denota como p... Es decir, la media poblacional de X.
El i-ésimo momento (alrededor del origen) de una variable aleatoria X estd definido
por u; = E[X"].

15.5 Independencia (estadistica) lineal

Dos variables aleatorias, X y Y, se consideran estadisticamente independientes, u
ortfogonales, si y solamente si:
E[XY] = E[X]E]Y] (15.6)

Es importante notar que independencia estadistica entre dos variables no implica
que no exista relacién alguna entre las variables, como se verd mas adelante, indepen-
dencia estadistica sélo implica que no existe una relacion lineal entre las dos variables.

15.6 Varianza y momentos alrededor de la media de una variable
aleatoria

La varianza de una variable aleatoria, denotada por o2 o Var[X] , se define como:
Var[X] = E [(x - uﬂ (15.7)
Asi, en el caso de una variable aleatoria discreta tendremos que:

Var [X] = Z (x — u)z f(z),

Vi

y para una variable estocdstica continua la varianza serd calculada de la siguiente
manera:

o0

Var [X] = / (z — p)? fz)dz.

—00
La varianza es una medida de la dispersidn de una distribuciéon. Generalmente se em-
plea la raiz cuadrada de la varianza, la desviacion esténdar (o = {/Var|X]), para
describir una distribucion. La ventaja de la desviacion estndar es que ésta estd me-
dida en las mismas unidades de X vy u.

Un ejemplo de como la desviacion estandar puede ser empleada para describir
la dispersion de una distribucion estd dado por la desigualdad de Chebychev; para
cualquier variable aleatoria y para cualquier constante se tiene que:

1

P(,u—k:ogxgu—kko)zl—ﬁ (15.8)
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Antes de continuar, es importante anotar que el cdiculo directo de la varianza es
relativamente engorroso, afortunadamente es facil mostrar que:

Var[X] = E [X?] — (E[X])? (15.9)

este resultado permite en la prdctica agilizar el cdlculo de la varianza de cualquier
variable aleatoria.

Las principales propiedades de la varianza son:

® Var[c] = 0, donde ¢ es una constante, o una variable no estocdstica.

" Var[aX + b] = a®*Var [X], donde ay b son constantes y X es una variable aleatoria.

» Var[aX + bY] = a*Var [X]+b*Var [Y]+2abCov [ X, Y] donde a y b son constantesy X
y Y son variables aleatorias, respectivamente (en la préoxima seccidn repasaremaos
el concepto de covarianza (Cov [X,Y])).

La varianza de una variable aleatoria también es conocida como el segundo mo-
mento alrededor de la media. En general, el i-€simo momento alrededor de la media
de una variable aleatoria se define como:

pi=E (@ - )] (15.10)

El tercero y cuarto momento alrededor de la media se conocen como la asimetria
(skewness en inglés) y curtosis, respectivamente. Una medida de asimetria comdnmen-
te empleada es el coeficiente de asimetria definido como:

3
A= % (15.11)
En la Figura 15.1 se presentan los posibles casos extremos para interpretar el coefi-
ciente de asimetria. En general, cuando ambas colas de la distribucion tienen igual
longitud, diremos que la distribucion es simétrica o no posee asimetria. Por ofro lado, si
la cola izquierda (derecha) es mds “corta’* (larga) que la derecha, entonces la distri-
bucidn se dird que la distribucion tiene asimetria positiva (negativa) (Ver Figura 15.1). En
algunos casos la asimetria positiva también se conoce como asimetria a la derecha,
mientras que la asimetria negativa se denomina asimetria a la izquierda.

Oftro estadistico comunmente empleado para describir que tan “aplanada” o “pi-
cuda” es una distribucion, es el coeficiente de curtosis que se define como:

c="1 (15.12)

ot

Para efectos de comparacion, se emplea como distribucion referente la distribucion
normal. Una distribucidn que es relativamente mds picuda que una distribucién normal
se le denomina leptocurtica. Contrariamente, aquella distribucion mds plana que la
distribucién normal se le denomina platicartica (Ver Figura 15.2).
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Figura 15.1. Tipos de Asimetria de diferentes distribuciones

Asimetria negativa

Asimetria positiva

f(x)

Fuente: elaboracion propia.

Figura 15.2. Tipos de Curtosis de diferentes distribuciones

Mesocurtica (sin curtosis)

f(x)

Platictrtica /\

Fuente: elaboracién propia.
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15.7 Covarianza y Correlacion entre dos variables aleatorias

Ahora consideremos la covarianza entre dos variables aleatorias X y Y denotada
por Cov [X,Y] 6 0, , y definida como:

Cov[X,Y]=E[(X — E[X]) (Y — E[Y])] (15.13)

Aligual gue lo que ocurre con la varianza de una variable aleatoria, el cdlculo directo
de una covarianza es muy engorroso. Afortunadamente, es facil mostrar que:

Cov[X,Y] = E[XY] - E[X]E[Y] (15.14)

La expresion (15.14) ayuda a entender la utilidad de la covarianza entre dos variables
aleatorias. Noten que en caso de que las variables estocdsticas X y Y sean indepen-
dientes, se tendrd por definicion que E[XY] = E[X]|E[Y]. Y por tanto,Cov [X,Y] = 0.

De esta maneraq, la covarianza entre dos variables aleatorias serd cero si no existe
relacion lineal (hay independencia) entre ellas; y serd diferente de cero si no hay in-
dependencia estadistica entre ellas. Por ofro lado, en el caso de que al mismo tiempo
gue una realizacién de la variable aleatoria X estd por encima de su media, la reali-
zacién de la variable estocdstica Y también estd por encima de su media, entonces
la covarianza de estas dos variables serd positiva. Si cuando la realizacién de una va-
riable aleatoria estd por encima de su media la realizacién de la otra variable estd por
debagjo de la media, entonces la covarianza serd negativa.,

Una importante propiedad de |la covarianza es:
Covla+bX,c+dY] =bdCov[X,Y],

donde a, b, ¢y d son constantes, y X y Y son variables aleatorias.

Como se menciond anteriormente, la covarianza entre dos variables estocdsticas
mide la relacidn lineal entre las variables, pero ésta depende de las unidades en que
estdn medidas X y Y. Para tener una medida del grado de dependencia lineal entre
dos variables aleatorias, que no dependa de las unidades, se emplea el coeficiente
de correlacion.

La correlacion entre dos variables aleatorias, denotado por p, estd definida por:

. Cov [X,Y]
VVar [X]\/Var[Y]

(15.15)

Es muy facil mostrar que —1 < p < 1. La correlaciéon entre dos variables aleatorias
tiene una interpretacion muy sencilla; por ejemplo, una correlaciéon de 1/-1 entre las
variables aleatorias X y Y implica una relacion lineal positiva/negativa y perfecta entre
ellas. Mientras que una correlacién de cero implica que no existe relacién lineal entre
las variables. En la Figura 15.3.
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Figura 15.3. Ejemplos de diferentes valores de la correlacion

Correlacion perfecta(p = 1) Correlacion perfecta(p = -1) No hay correlacion(p = 0)
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Fuente: elaboracion propia.

15.8 Esperanza y Varianza de vectores aleatorios.

Como se menciond anteriormente, un vector aleatorio es un vector cuyos elemen-
tos son todos variables aleatorias. Asi, el valor esperado de un vector aleatorio corres-
ponde a un vector cuyos elementos son los valores esperados de los correspondientes
elementos del vector estocdstico. En otfras palabras, sea X un vector aleatorio, enton-
ces:

X1 E [Xl] H1
Xo E[Xo] H2

EX=E|| . ||=]| . |=]|.]=#x (15.16)
X, el

Es muy facil extender esta idea para encontrar el valor esperado de una matriz alea-
toria. Sea X,,«,» una matriz aleatoria de dimensiones n x m, entonces:

E[X11] E[X1] ... E[Xin]
E[X2] E[Xs] ... E[Xon)

F [annJ = : : : : (]5]7)
E[Xm] E[Xw] ... E[Xum]

Andlogamente al caso de una variable aleatoria, la varianza de un vector aleatorio
X, «x1 se define como:

Var Xusa] = B [Xuxr = 1) Koxr = )" | = B X1 Xt | = " (15.18)
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En este caso tfenemos que:

E{(Xy—p) (X1 — )] E[(Xy—p) (Xe—p2)] . E[(X1—p) (Xn — pn)]
E(X2 = p2) (X1 — )] E[(Xz = p2) (X2 —p2)] .. E[(X2— p2) (Xn — )]
Var Xnxi] = : : : .
El(Xn —pn) (X1 — )] E[(Xn = pn) (X2 —p2)] .. E[(Xn = pin) (Xn = )]
(15.19)

La matriz de varianzas de un vector aleatorio X,, 1, conocida como la matriz de cova-
rianzas o la matriz de varianzas y covarianzas, estd dada por:

Var [X1] Cov|[X1,Xs] ... Cov[X1,X,]
Cov [Xa, X1] Var [ Xs] .. Cov[X2X,]
Var [Xnxi1] = , . . . (15.20)
Cov X, X1] Cov[X,,Xs2] ... Var[X,]
En algunas ocasiones esta matriz se escribe de la siguiente manera:
0'% g12 ... O1n
0921 0'% ... O2p
Var Xpxi] = | . . . =X (15.27)
Onl Onp2 ... 0'7%

Nota que esta matriz es simétrica pues en general o;; = 0.

Dividiendo cada uno de los ¢;; por las respectivas o; y o; obtendremos la matriz de
correlaciones:

12 P12 oo Pln
par 1 ... pon

ST (15.22)
Pn1  Pn2 .- 1

Antes de continuar, consideremos las siguientes propiedades. Sean a un vector de
constantes, A una matriz de constantes y X,,«1 un vector aleatorio, entonces:

E[a™X] =a’u

Var [a”X] =a”Var [X]a=a’>a
E[AX] = Ay

Var [AX] = AxaA”

E [tr(Xnxn)] = tr (E Xuxn])

15.9 Estimadores puntuales y sus propiedades deseadas

Infuitivamente, un estimador se puede entender como una “férmula” que permite
pronosticar un valor poblacional (pardmetro) desconocido a partir de una muestra.
Por ejemplo, supongamos que deseamos conocer la media de una poblaciéon. Regu-
larmente no conocemos este valor y, por tanto, se recolectan observaciones de parte
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de la poblacion total (muestra), y a partir de estas observaciones evaluamos una for-
mula para conocer nuestro prondstico del valor poblacional real.

Formalmente un estimador, fambién conocido como estimador puntual, de un pa-
rdmetro poblacional es una funcién que indica cémo calcular una matriz, vector o
escalar a partir de una muestra. El valor arrojado por esta funcién una vez los valores
muestrales son reemplazados en el estimador se denomina estimacion.

Asi, un estimador 4 para pronosticar un pardmetro ¢ a partir de una muestra aleatoria
de tamano n se define como:

0=h(X1,Xs,...,Xn) (15.23)

donde i (+) es una funcién cualquieray X, Xs, ..., X,, corresponden a cada uno de los
puntos muestrales (elementos de la muestra). Los estimadores son variables aleatorias,
pues son funcién de variables aleatorias.

Claramente cualquier funcién de los puntos muestrales por definicidn es un estima-
dor. Pero, ¢cdmo escoger cudl funcidén de la muestra es un buen estimador para el
pardmetro deseado? Existen varias propiedades deseadas en los estimadores que dis-
cutiremos a continuacion.

Una propiedad muy deseable es que el valor esperado de la distribucion del esti-
mador esté lo mds cercano o coincida con el valor poblacién del pardmetro. De esta
forma, cada vez que se andlice informacién nueva se estard seguro que en prome-
dio el estimador estard correcto. En general, diremos que un estimador es insesgado si

E [é] = 6. Asi definiremos el sesgo de un estimador como:

Sesgo {QA} =F {é} -0 (15.24)

La insesgadez es una propiedad deseable en un estimador, pero la ausencia de sesgo
no dice nada sobre la dispersidn que tiene el estimador alrededor de su media. En ge-
neral, se preferird un estimador que fenga una menor dispersion alrededor de la media
(varianza) a uno con mayor dispersion. Un estimador 6, es considerado un estimador
insesgado mads eficiente si:

Var [él} <Var |:(§2:| (15.25)

Ahora consideremos el caso en que estamos comparando un estimador sesgado
con una varianza relativamente pequeia con un estimador insesgado con una va-
rianza relativamente grande. La pregunta es: ¢ cudl de los dos estimadores deberd ser
preferido? Un criterio para escoger un estimador entre otros, es considerar el estimador
con el Minimo Error Medio al Cuadrado, denotado MSE por su nombre en inglés (Mean
Square Error), éste se define como:

MSE [e] - (E [é - GDQ (15.26)
Es facil mostrar que:

MSE [9] - (Sesgo [é )2 + Var [9] (15.27)

[
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Asi al minimizar el MSE, se estd teniendo en cuenta tanto el sesgo como la dispersion
del estimador.

Finalmente, otfra propiedad deseada en un estimador es la consistencia. Intuitivo-
mente, un estimador es consistente si cuando la muestra se hace grande y mds cerca-
na a la poblacién total, entonces la probabilidad de que el estimador § sea diferente
del valor poblacional § es cero. Formalmente, § es un estimador consistente si

limPQé)—é‘ <5) —1 (15.28)

n—oo

donde § es una constante positiva arbitrariamente pequena.



Parte VI

Respuestas a ejercicios del final
del capitulo






@ ejercicios de final del copttuiey %

“Wchopterimage {biblio.png}

a lﬂs ej

16.1 Capitulo 2

16.1.1 Funcién Cobb-Douglas
Partiendo de (2.10), y sin perder generalidad encontremos la derivada con respecto
Xo.

oy,
0Xo;

az (o X X527 XSe)
Ahora, recociendo que

Vi = ao X Xg2 X$Pe;
podemos reexpresar la derivada de la siguiente manera:

v, Y
Xy P Xai

Ahora multiplicando a ambos lados por X,; y dividiendo a ambos lados por Y; obte-
nemos:
9Y;

00X

Xai

Ahora multiplicando por 100 el numerador y denominador de la mano derecha ob-
tendremos:

= (9.

9Yi §
v,-100

0Xo1i0n
9% 00

Q9.
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Es facil reconocer que el cambio porcentual de Y; (A %Y;) corresponde a %@ioo. Asl,
tfenemos que:
A%Y;

A%Xy ¥

Es decir, asy representa el cambio porcentual en Y; dado un cambio del 1% en X,;.
Esto representa la elasticidad.

16.1.2 Ejercicio practico
El primer paso es cargar los datos.

str(dejercicio)

## 'data.frame': 34 obs. of 7 variables:

# $ Afo : num 1988 1989 1990 1991 1992 ...

## $ CE (T) : num 1450 1477 1504 1531 1558 ...

## $ CD (T) : num 193 188 183 177 172 166 160 148 150 147 ...
# $ I (T) : num 71135 76495 81855 87215 92575 ...

## $ Ldies (T): num 931 905 879 853 827 802 775 741 733 691
## $ LE1 (T) : num 712 699 687 675 663 650 623 621 621 606 ...
# $V (D) : num 36127 61829 74066 183746 220029 ...

Los datos han sido leidos correctamente, pero los nombres de las variables no pare-
cen los correctos.

names (dejercicio) <- c("Afio", "CE", "CD", "I", "Ldies", "LEI", "V")
str(dejercicio)

## 'data.frame': 34 obs. of 7 variables:

## ¢ Afio : num 1988 1989 1990 1991 1992 ...

##* $ CE : num 1450 1477 1504 1531 1558 ...

# $ CD : num 193 188 183 177 172 166 160 148 150 147 ...
# $ I : num 71135 76495 81855 87215 92575 ...

## $ Ldies: num 931 905 879 853 827 802 775 741 733 691
## $ LEI : num 712 699 687 675 663 650 623 621 621 606 ...
## $ Vv : num 36127 61829 74066 183746 220029 ...

De esta manera, podemos proceder a estimar el modelo.

dejercicio <- dejercicio[, -1]

Rl <- 1Im(I ~ ., dejercicio)

summary (R1)

#i#t

## Call:

## lm(formula = I ~ ., data = dejercicio)

##t
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## Residuals:

#i# Min 1Q Median 3Q Max

## -1925.0 -150.4 -20.9 110.5 3588.0

##

## Coefficients:

## Estimate Std. Error t value Pr(>|tl)

## (Intercept) 9.576e+04 2.244e+04  4.267 0.000204 **x*
## CE 8.576e+01 8.391e+00 10.220 5.94e-11 *x*x
## CD 4.091e+01 7.722e+01  0.530 0.600490

## Ldies -5.518e+01 2.047e+01 -2.695 0.011754 *
## LEI -1.484e+02 2.393e+01 -6.201 1.07e-06 **x*
##H V 8.886e-04 1.417e-03  0.627 0.535758

## ———

## Signif. codes: 0 's*x' 0.001 'x*' 0.01 'x' 0.05 '.' 0.1 ' ' 1
#i#t

## Residual standard error: 969.6 on 28 degrees of freedom
## Multiple R-squared: 0.9997, Adjusted R-squared: 0.9997
## F-statistic: 2.003e+04 on 5 and 28 DF, p-value: < 2.2e-16

Ahora podemos interpretar los coeficientes. En este caso tendremos que:

» |ntercepto: Si todas las otras variables del modelo fuesen cero, entonces el sector
tendria egresos de 9,57552 x 10* millones de ddlares. Noten que este es un ejemplo
en el que el intercepto no tiene sentido.

= Por cada millén adicional Kilovatios/hora de consumo de electricidad el ingreso
del sector aumentard en 85.76 millones de ddlares.

= Como se discutird en el siguiente capitulo, el consumo de diésel no tiene efecto
sobre el ingreso del sector (no es significativo).

= Por cada locomotora diésel adicional el ingreso del sector caerd en 55.18 millones
de ddlares.

» Por cada locomotora eléctrica adicional el ingreso del sector caerd en 148.37
millones de ddlares.

= Como se discutird en el siguiente capitulo, el nimero de vigjeros no tiene efecto
sobre el ingreso del sector (no es significativo).
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16.2 Capitulo 4

16.2.1 Ejercicio practico (continuacién)

El primer paso es cargar los datos y hacer las modificaciones que ya habiamos efec-

fuado.
dejercicio <- read.csv("./DataFinalCap/regmult.csv", sep = ";")
str(dejercicio)

names (dejercicio) <- c("Afio", "CE", "CD", "I", "Ldies", "LEI", "V")

De esta manera, podemos proceder a estimar los modelos. Los resultados se repor-
tan en los siguientes dos cuadros.

R1 <- 1m(I ~ CE + CD + Ldies + LEI + V, dejercicio)
R2 <- 1m(I ~ Ldies + LEI, dejercicio)

R3 <- 1m(I ~ CE + LEI, dejercicio)

R4 <- 1Im(I ~ CE + CD + V, dejercicio)

R5 <- Im(I ~ CE + CD + Ldies + LEI, dejercicio)

if (knitr::is_latex_output()) {
stargazer(R1, R2, R3, align = FALSE, t.auto = TRUE, p.auto = TRUE, title =

— "Modelos 1 a 3 estimados por MCO",
label = "tab:ejercompl", header = FALSE, table.placement = "H",

— notes.align = "1",
font.size = "footnotesize", type = "latex", column.labels = c("Modelo
o 1”’

"Modelo 2", "Modelo 3"))
} else {

# library('texreg')

htmlreg(list(R1, R2, R3, R4, R5), star.symbol = "\\*", doctype = FALSE,
— center = FALSE,
caption = " (\\#tab:ejercompl) Modelos estimados por MCO", bold = 0.05,
— caption.above = TRUE,
custom.model .names = c("Modelo 1", "Modelo 2", "Modelo 3", "Modelo 4",
"Modelo 5"))
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Cuadro 16.1. Modelos 1 a 3 estimados por MCO

Dependent variable:

Modelo 1 Modelo 2 Modelo 3
M 2 3)
CE 85.760*** 101.624***
(8.391) 6.799)
CD 40.905
(77.222)
Ldies —55.183** —123.944***
(20.472) (27.362)
LEI —148.368*** —176.151*** —214.080***
(23.928) (57.659) (14.991)
\% 0.001
(0.001)
Constant 95,755.200*** 311,892.500*** 76,169.700***
(22,438.880) (15,639.650) (20,492.610)
Observations 34 34 34
R2 1.000 0.998 1.000
Adjusted R? 1.000 0.998 1.000
Residual Std. Error 969.562 (df = 28) 2,543.147 (df = 31) 1,144.403 (df = 31)
F Statistic 20,032.750*** (df = 5; 28) 7.265.827*** (df = 2; 31) 35,942.490*** (df = 2; 31)
Note: *p<0.1; **p<0.05; ***p<0.01



388 Respuestas a los ejercicios seleccionados

Cuadro 16.2. Modelos 4 y 5 estimados por MCO

Dependent variable:
|

Modelo 4 Modelo 5
M 2
CE 121.950%** 87.625%**
(8.456) (7.763)
CD —382.801*** 32.506
(39.674) (75.251)
\ 0.0001
(0.002)
Ldies —52.426%*
(19.784)
LEI —148.839***
(23.664)
Constant —31,642.690 92,505.850***
(19.588.990) (21,602.510)
Observations 34 34
R2 0.999 1.000
Adjusted R? 0.999 1.000
Residual Std. Error 1,681.001 (df = 30) 959.363 (df = 29)
F Statistic 12,5650.250*** (df = 3; 30) 25,5676.090*** (df = 4; 29)
Note: *p<0.1; **p<0.05; ***p<0.01

Ahora calculemos las métricas de bondad de gjuste. Estas se resumen en el Cuadro
16.3.

Cuadro 16.3. Medidas de bondad de ajuste para los cinco modelos estimados

Modelo1 Modelo2 Modelo3 Modelo4 Modelo5

R2.0justado 1.000 0.998 1.000 0.999 1.000
AIC 571.512 634.546 580.247 603.108 560.986
BIC 582.196 640.651 586.352 610.739 579.144

Fuente: elaboracion propia.

Asi el modelo 5 es el que tiene las mejores métricas de bondad de gjuste.,

Dado que fodos los modelos estdn anidados, procedamos a compararlos emplean-
do pruebas de hipdtesis. Puedes realizar fodas las comparaciones posibles. En todos los
casos podemos encontrar que el mejor modelo es el modelo (4.11) (Modelo 5).

anova(R5, R1)
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## Analysis of Variance Table

#i#

## Model 1: I ~ CE + CD + Ldies + LEI

## Model 2: I ~ CE + CD + Ldies + LEI + V

## Res.Df RSS Df Sum of Sq F Pr(>F)
# 1 29 26690966

## 2 28 26321440 1 369526 0.3931 0.5358
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16.3 Capitulo 5

16.3.1 Continuacion Ejercicio DBLANCOS

Tras estimar los modelos se obtienen los resultados reportados en el Cuadro 16.4.

resla <- Im(q ~ D + inversién, datos.dummy)
datos.dummy$Dinversién <- datos.dummy$D * datos.dummy$inversidn
reslb <- 1m(q ~ inversidén + Dinversidén, datos.dummy)

if (knitr::is_latex_output()) {

stargazer(resl, resla, reslb, align = FALSE, t.auto = TRUE, p.auto = TRUE,

— title = "Modelos del ejercicio estimados por MCO",
label = "tab:ejerdumlb", header = FALSE, table.placement = "H",
— notes.align = "1",
font.size = "tiny", type = "latex")
} else {

# library('texreg')

htmlreg(list(resl, resla, resib), star.symbol = "\\*", doctype = FALSE,
— center = FALSE,
caption = " (\\#tab:ejerdumlb) Modelos del ejercicio estimados por
- McOo",

bold = 0.05, caption.above = TRUE)
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Cuadro 16.4. Modelos del ejercicio estimados por MCO

Es importante anotar que se requiere de un truco para estimar el modelo solo con
inferaccidn vy sin intercepto. Para esto es necesario crear la variable de intferaccion
aparte, pues la funcidn Im() automdaticamente se incluye el elemento de interaccion,
incluye el cambio en el intercepto. Por eso este modelo se estimd de la siguiente ma-

nera:

Dependent variable:

shares q
a 2 [©)
timedelta 2.012%**
(0.289)
n_tokens_title 113.101%**
(28.523)
num_hrefs 31.979* **
(6.007)
num_self_hrefs —62.929% **
(16.793)
num_imgs 19.292%*
(7.591)
average_token_length —461,225%**
(91.192)
data_channel_is_lifestyle —439.375%
(262.568)
data_channel_is_entertainment —775.435%**
(156.015)
kw_min_max —0.003**
(0.001)
kw_min_avg —0.419%**
(0.070)
kw_max_avg —0.213***
(0.020)
kw_avg_avg 1.845% **
(0.106)
self_reference_max_shares 0.009***
(0.001)
weekday_is_monday 504.489* **
(157.131)
global_subjectivity 2,420.731%**
(675.566)
avg_negative_polarity —1,777.658***
(514.280)
is_weekend 415.816**
(174.886)
D —463,504.900* * *
(72.900.210)
inversion 4.836*** 5.347***
(0.380) (0.386)
Dinversion —0.921%**
(0.144)
Constant —2299.812%** 215,805.500 —42,420.020
(542.508) (196,090.500) (191,355.000)
Observations 39,644 228 228
R2 0.021 0.478 0.479
Adjusted R2 0.021 0.474 0.474
Residual Std. Error 11.506.430 (df = 39626) 549,486.800 (df = 225) 549,266.300 (df = 225)
F Statistic 50.108*** (df = 17, 39626) 103.138* ** (df = 2; 225) 103.311*** (df = 2; 225)
Note: *p<0.1: **p<0.05 ***p<0.01
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datos.dummy$Dinversidén <- datos.dummy$D * datos.dummy$inversidn
reslb <- 1m(q ~ inversién + Dinversidn, datos.dummy)

Ahora comparemos estos modelos.

## Analysis of Variance Table

##

## Response: q

#it Df Sum Sq Mean Sq F value Pr(>F)

## D 1 1.3319e+13 1.3319e+13 44.113 2.3e-10 *x*x

## inversién 1 4.8963e+13 4.8963e+13 162.163 < 2e-16 *x*xx
## Residuals 225 6.7936e+13 3.0194e+11

## ———

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.056 '.' 0.1 ' ' 1
## Analysis of Variance Table

##

## Response: q

#i# Df Sum Sq Mean Sq F value Pr(>F)

## inversidn 1 5.0076e+13 5.0076e+13 165.984 < 2.2e-16 **x*
## Dinversiodn 1 1.2260e+13 1.2260e+13 40.638 1.025e-09 x**x
## Residuals 225 6.7881e+13 3.0169e+11

## ——-

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
## Analysis of Variance Table

##

## Response: Lnih

#i# Df Sum Sq Mean Sq F value Pr(>F)

## yedu 1 306.49 306.486 911.905 < 2.2e-16 *x*x*

## exp 1 66.29 66.286 197.226 < 2.2e-16 *x*x*

## I(exp~2) 1 4.24 4.238 12.611 0.0003961 **x*

## Residuals 1411 474.23 0.336

## ——-

## Signif. codes: O '#xx' 0.001 'xx' 0.01 'x' 0.056 '.' 0.1 ' ' 1
## Analysis of Variance Table

#i#

## Response: Lnih

#it Df Sum Sq Mean Sq F value Pr(>F)

## yedu 1 306.49 306.486 911.905 < 2.2e-16 **x

## exp 1 66.29 66.286 197.226 < 2.2e-16 **xx

## I(exp~2) 1 4.24 4.238 12.611 0.0003961 x*x*x*

## Residuals 1411 474.23 0.336

## ——-

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

## Analysis of Variance Table
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#i#

## Response: Lnih

#i# Df Sum Sq Mean Sq F value Pr(>F)

## yedu 1 306.49 306.486 911.905 < 2.2e-16 *x**

## exp 1 66.29 66.286 197.226 < 2.2e-16 ***

## I(exp~2) 1 4.24 4.238 12.611 0.0003961 #*x**

## Residuals 1411 474.23 0.336

## ——-

## Signif. codes: 0 's*x' 0.001 'x*' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Es decir, el modelo con solo cambio en el intercepto o solo cambio en pendiente es
mejor que el modelo sin ningdn cambio. Al igual que lo es el que tiene el cambio en
ambos. No obstante, el modelo con cambio tanto en infercepto como en pendiente
muestra coeficientes individualmente no significativos para los pardmetros asociados
con las variables dummy. Esto hace que esta decisidon no sea facil, pero claramente el
modelo con cambio en pendiente e intercepto es mejor que los otros tres.
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16.4 Capitulo 8

16.4.1 Ejercicio prdctico: Fabricante de automéviles
El primer paso es cargar los dafos.

dejercicio <- read.csv("./DataFinalCap/datosmulti.csv", sep = ",")

str(dejercicio)

## 'data.frame': 38 obs. of 9 variables:

## $ Edad : int 46 31 23 19 23 47 30 28 23 29 ...

## $ Peso : int 180 175 100 185 159 170 137 192 150 120 ...

## $ Altura_desde_zapato : num 187 168 154 190 178 ...

## §$ Altura.desde.el.pie.descalzo: num 185 166 152 187 174 ...

## $ Altura.sentado : num 95.2 83.8 82.9 97.3 93.9 92.4 87.7 96.9 91.4 85.2 ...
## $ Longitud_brazo :num 36.1 32.9 26 37.4 29.5 36 32.5 35.8 29.4 26.6 ...
## $ Longitud_muslo : num 45.3 36.5 36.6 44.1 40.1 43.2 35.6 39.9 35.5 31 ...
## $ Longitud_piernainferior :num 41.3 35.9 31 41 36.9 37.4 36.2 43.1 33.4 32.8 ...
## ¢ Distancia_centro : num -206.3 -178.2 -71.7 -257.7 -173.2 ...

Y procedamos a estimar el modelo y guardémolo en le objeto R1.

Ahora miremos si existe multicolinealidad

vif (R1)

#i Edad Peso
# 1.126843 3.458461
## Altura.desde.el.pie.descalzo Altura_desde_zapato
#i#t 282.611282 278.854402

# matriz X

XTX <- model.matrix(R1)

# se calculan los valores propios
e <- eigen(t(XTX) %*7 XTX)

# se muestran los wvalores proptios
e$val

## [1] 3.206402e+06 2.027935e+04 8.958858e+03 8.322439e+00 7.090495e-02

# se crea el wvalor propio mas grande
lambda.l <- max(e$val)

# se crea el wvalor propio mas pequefio
lambda.k <- min(e$val)

# se calcula kappa

kappa <- sqrt(lambda.l/lambda.k)
kappa

## [1] 6724.666

Claramente las dos pruebas muestran un problema de multicolinealidad. En este
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caso la mejor opcidn para corregir el problema es eliminar variables con VIF grande.
En este caso.

R2 <- remueve.VIF.grande(R1l, 4)
summary (R2)

#i

## Call:

## lm(formula = myForm, data = data)

##

## Residuals:

## Min 1Q Median 3Q Max

## -91.029 -25.249 0.294 25.200 54.717

#i#

## Coefficients:

#i# Estimate Std. Error t value Pr(>|tl)

## (Intercept) 532.877125 137.104715  3.887 0.000448 x*x*x
## Edad 0.557597  0.406456 1.372 0.179094

## Peso -0.008688 0.310512 -0.028 0.977842

## Altura_desde_zapato -4.178042 0.996501 -4.193 0.000186 *x*x*
## ——-

## Signif. codes: O '*xx' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1
##

## Residual standard error: 36.55 on 34 degrees of freedom

## Multiple R-squared: 0.6549, Adjusted R-squared: 0.6244

## F-statistic: 21.5 on 3 and 34 DF, p-value: 5.46e-08

vif (R2)
## Edad Peso Altura_desde_zapato
#i#t 1.080473 3.418028 3.417264

Nota que para un andlisis de los resultados, seria necesario eliminar las variables que
No son significativas.
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16.5 Capitulo 9

16.5.1 Similacién de Monte Carlo
El siguiente codigo permite realizar el experimento de Monte Carlo para una muestra
de 20.

# se fija una semilla

set.seed(1234557)

# creamos un objeto nulo para guardar st se rechaza hO o mo para el
— coeficiente

# de X2

X2.rechaza <- matrix("NA", N, 3)

# h0 o no para el coeficiente de X3

X3.rechaza <- matrix("NA", N, 3)

# se fija el tamafio de cada muestra

n = 20

# se fija el numero de repeticiones en 10mil
N = 10000

for (i in 1:N) {
# creacidon de variable explicativa
X2 <- matrix(rnorm(n), n, 1)
# creacion de variable no significativa
X3 <- matrix(rnorm(n), n, 1)
# error homosceddstico
err <- rnorm(n)
# error heteroscedastico
herr <- (X272) * err
# variable explicativa sin heteroscedasticidad
yl <- 1+ X2 * 7 + err
# vartiable explicativa con heteroscedasticidad
y2 <- 1 + X2 * 7 + herr
# estimacién del modelo con homoscedasticidad
res.homo <- summary(lm(yl ~ X2 + X3))

# guardamos los resultados regresidén homoscedasticidad
X2.rechaza[i, 1] <- res.homo$coefficients[2, 4] < 0.01
X3.rechaza[i, 1] <- res.homo$coefficients[3, 4] < 0.01

# estimacion del modelo con heteroscedasticidad

res.hetero.1 <- Im(y2 ~ X2 + X3)

res.hetero <- summary(res.hetero.1l)

# guardamos los resultados regresién heteroscedasticidad con MCO
X2.rechaza[i, 2] <- res.hetero$coefficients[2, 4] < 0.01
X3.rechazal[i, 2] <- res.hetero$coefficients[3, 4] < 0.01

# guardamos los resultados regresion heteroscedastictidad con HC4
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coef.test.HC4 <- coeftest(res.hetero.1l, vcov = (vcovHC(res.hetero.1,
o ”HC4")))

X2.rechaza[i, 3] <- coef.test.HC4[2, 4] < 0.01
X3.rechazal[i, 3] <- coef.test.HC4[3, 4] < 0.01

}

# poniendo el nombre de las columnas

X2.rechaza <- as.data.frame(X2.rechaza)

names (X2.rechaza) <- c("MCOsinHetero", "MCOconHetero", "HC3")

X3.rechaza <- as.data.frame(X3.rechaza)
names (X3.rechaza) <- c("MCOsinHetero", "MCOconHetero", "HC3")

Ahora, miremos la proporciéon de rechazos de la hipdtesis nula de no significancia
para el caso de la pendiente que acompana a z2. Recuerden que en este caso la
hip&tesis nula es incorrecta.

X2.rechazal[, 1] <- as.logical(X2.rechazal, 1])
X2.rechazal[, 2] <- as.logical(X2.rechazal, 2])
X2.rechazal[, 3] <- as.logical(X2.rechazal, 3])
apply(X2.rechaza, 2, mean)

## MCOsinHetero MCOconHetero HC3
## 1.0000 0.9997 0.9706

Ahora podemos replicar este resultado para los diferentes tamanos de muestra.
¢, Qué concluyes?
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16.6 Capitulo 11

16.6.1 Experimento de Monte Carlo 1
Partamos del siguiente modelo

Yo =1+ Tay + &

donde ¢, estard autocorrelacionado (AR1) o no. Adicionalmente, estimemos un mo-
delo con dos variables explicativas, z; vy z;, para entender el comportamiento de las
pruebas de significancia individual. Noten que la segunda variable no es significativa
por construccion.

Consideremos el siguiente codigo que materializa este experimento.

set.seed(123)

# creamos un objeto nulo para guardar los coeficientes de
x.estcoef <- NULL

# creamos un objeto nulo para guardar los coeficientes de z
z.estcoef <- NULL

n = 50
N = 10000
for (i in 1:N) {
# Una variable explicativa
x <- matrix(rnorm(n), n, 1)
# Una wvariable explicativa no significativa
z <- matrix(rnorm(n), n, 1)
# error mo.autocorrelacionado
err <- arima.sim(model = list(order = c(0, 0, 0)), n = n)
# error autocorrelacionado
Auto.err <- arima.sim(model = list(ar = 0.7), n = n)

yl1 <- 1 +x %7 + err # wvariable ezplicativa sin auto

y2 <- 1 + x * 7 + Auto.err # wvariable explicativa con auto
res.no.auto <- summary(lm(yl ~ x + z))

x.cf.no.auto <- res.no.auto$coefficients[2, 1]

z.cf.no.auto <- res.no.auto$coefficients[3, 1]

res.auto <- summary(lm(y2 ~ x + z))
x.cf.auto <- res.auto$coefficients[2, 1]
z.cf.auto <- res.auto$coefficients[3, 1]

# guardando los resultados de la iteracion
x.estcoef <- rbind(x.estcoef, cbind(x.cf.no.auto, x.cf.auto))
z.estcoef <- rbind(z.estcoef, cbind(z.cf.no.auto, z.cf.auto))
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Ahora, comparemos los resulfados para el caso de un error no autocorrelacionado
y uno si autocorrelacionado para la pendiente que acompana a ;.

round (apply(x.estcoef, 2, mean), 2)
## x.cf.no.auto x.cf.auto
#it 7 7
round (apply(x.estcoef, 2, sd), 2)
## x.cf.no.auto x.cf.auto
#it 0.14 0.20
Los resultados muestran que para el estimador de |la pendiente de z;:

m | os estimadores MCO siguen siendo insesgados en presencia de autocorrelacion.
» El error est@ndar de los coeficientes es mds grande en presencia de autocorrela-
cion.
Ahora, hagamos lo mismo para la pendiente que acompana a z;.
round (apply(z.estcoef, 2, mean), 2)
## z.cf.no.auto z.cf.auto
## 0 0
round (apply(z.estcoef, 2, sd), 2)
## z.cf.no.auto z.cf.auto
## 0.15 0.20
Los resultados son similares al caso de la variable que no deberia estar en el modelo.

Por otro lado, miremos por un momento los histogramas de la distribucion de los
coeficientes estimados.

par (mfrow = c(2, 2))

hist(x.estcoef[, 1], 50, main = "Pendiente de x con no.auto", xlim = c(6, 8))
hist(x.estcoef[, 2], 50, main = "Pendiente de x con auto", xlim = c(6, 8))
hist(z.estcoef[, 1], 50, main = "Pendiente de z con no.auto", xlim = c(-1, 1))
hist(z.estcoef[, 2], 50, main = "Pendiente de z con auto", xlim = c(-1, 1))

Es interesante que la distribucion sigue teniendo forma acampana. ¢ Qué conclu-
yes?

16.6.2 Experimento de Monte Carlo 2

Miremos lo que ocurre con la prueba de hipdtesis individuales. Es decir, miremos que
proporciéon de veces se rechaza la hipdtesis nula de que cada una de las pendientes
es igual a cero con y sin autocorrelacion. Y finalmente el efecto de emplear una co-
rreccion H.A.C para el caso de errores con autocorrelacion.
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Usemos el mismo experimento del ejercicio anterior para ver esto, pero usemaos una
muestra de 500. (tu podrds reproducir este ejercicio para otros tamanos de muestra).

set.seed(123)

n = 500

N = 10000

# creamos un objeto nulo para guardar st se rechaza hO o mo para el
— coeficiente

# de z

z.rechaza <- matrix("NA", N, 3)

# creamos un objeto nulo para guardar st se rechaza hO o mo para el
— coeficiente

# de ©. Las columnas serdan los diferentes métodos

x.rechaza <- matrix("NA", N, 3)

library(sandwich)
library (AER)
library(lmtest)
for (i in 1:N) {
# Una wvariable ezxplicativa
x <- matrix(rnorm(n), n, 1)
# Una variable explicativa no significativa
z <- matrix(rnorm(n), n, 1)
# error no.autocorrelacionado
err <- arima.sim(model = list(order = c(0, 0, 0)), n = n)
# error autocorrelacionado
Auto.err <- arima.sim(model = list(ar = 0.7), n = n)
# vartable explicativa sin auto
yl <- 1+ x %7 + err
# vartable explicativa con auto
y2 <- 1 + x *# 7 + Auto.err
modelo.no.auto <- lm(yl ~ x + z)
res.no.auto <- summary(modelo.no.auto)
x.rechazali, 1] <- res.no.auto$coefficients[2, 4] < 0.01
z.rechazal[i, 1] <- res.no.auto$coefficients([3, 4] < 0.01

modelo.auto <- Im(y2 ~ x + z)

res.auto <- summary(lm(y2 ~ x + z))

x.rechazali, 2] <- res.auto$coefficients[2, 4] < 0.01
z.rechazal[i, 2] <- res.auto$coefficients[3, 3] < 0.01

# con correccién HCA Neweylest
coef.test.NeweyWesy <- coeftest(modelo.auto, vcov = NeweyWest(modelo.auto))
x.rechazali, 3] <- coef.test.NeweyWesy[2, 4] < 0.01
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z.rechazal[i, 3] <- coef.test.NeweyWesy[3, 4] < 0.01

# poniendo el nombre de las columnas
x.rechaza <- as.data.frame(x.rechaza)
names (x.rechaza) <- c("OLS_sin_auto", "OLS_con_auto", "HCA_NeweyWest")

z.rechaza <- as.data.frame(z.rechaza)
names (z.rechaza) <- c("OLS_sin_auto", "OLS_con_auto", "HCA_NeweyWest")

Ahora, miremos la proporcidon de rechazos de la hipdtesis nula de no significancia
para el caso de la pendiente que acompana a z. Recuerden que en este caso la
hip&tesis nula es incorrecta.

str(x.rechaza)

## 'data.frame': 10000 obs. of 3 variables:

## $ OLS_sin_auto : chr "TRUE" "TRUE" "TRUE" "TRUE"
## ¢ OLS_con_auto : chr "TRUE" "TRUE" "TRUE" "TRUE"
## ¢ HCA_NeweyWest: chr "TRUE" "TRUE" "TRUE" "TRUE"

x.rechaza[, 1] <- as.logical(x.rechazal, 1])
x.rechazal, 2] <- as.logical(x.rechazal, 2])
x.rechazal[, 3] <- as.logical(x.rechazal, 3])
str(x.rechaza)

## 'data.frame': 10000 obs. of 3 variables:

## $ OLS_sin_auto : logi TRUE TRUE TRUE TRUE TRUE TRUE ...
## $ OLS_con_auto : logi TRUE TRUE TRUE TRUE TRUE TRUE ...
## $ HCA_NeweyWest: logi TRUE TRUE TRUE TRUE TRUE TRUE ...

apply(x.rechaza, 2, mean)
## OLS_sin_auto O0LS_con_auto HCA_NeweyWest
#it 1 1 1

Los resulfado muestran que independiente del método que se emplee en todos los
casos se rechaza la hipodtesis nula correctamente,

Finalmente, concentrémonos en el efecto sobre la prueba de significancia para el
coeficiente asociado a z. Recuerden que en este caso la hipdtesis nula es correcta.

str(z.rechaza)

## 'data.frame': 10000 obs. of 3 variables:
## $ OLS_sin_auto : chr "FALSE" "FALSE" "FALSE" "FALSE"
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## $ OLS_con_auto : chr "TRUE" "FALSE" "TRUE" "TRUE"
## $ HCA_NeweyWest: chr "FALSE" "FALSE" "FALSE" "FALSE"

z.rechaza[, 1] <- as.logical(z.rechazal, 1])
z.rechazal, 2] <- as.logical(z.rechazal, 2])
z.rechazal, 3] <- as.logical(z.rechazal, 3])
str(z.rechaza)

## 'data.frame': 10000 obs. of 3 variables:

## $ OLS_sin_auto : logi FALSE FALSE FALSE FALSE FALSE TRUE ...
## $ OLS_con_auto : logi TRUE FALSE TRUE TRUE FALSE TRUE ...

## $ HCA_NeweyWest: logi FALSE FALSE FALSE FALSE FALSE FALSE ...

apply(z.rechaza, 2, mean)

## OLS_sin_auto OLS_con_auto HCA_NeweyWest
#it 0.0107 0.4995 0.0116

Ahora, noten que sin autocorrelacién y empleando MCO, la proporcidn de veces
gue se rechaza incorrectamente la nula de no significancia es aproximadamente 1 %.
El nivel de significancia seleccionado.

Si se emplea errdbneamente MCO en presencia de autocorrelacion, se rechaza errd-
neamente el 50% de las veces la hipdtesis nula. Como tirar una monedal! Pero si se
emplea la correccidon H.A.C. de Newey West, la proporcion de rechazos errdéneos se
aproxima al nivel de sigificancia empleado.

Noten que esto muestra que la solucién de HCA mejora la inferencia en presencia
de autocorrelacion.

Ahora podemos replicar este resultado para los diferentes tamanos de muestra.
¢ Qué concluyes?
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En la prdactica es comun encontfrarse con cientificos
de datos que emplean el modelo de regresion
multiple para resolver preguntas de negocio. Si bien
es popular ese uso, es poco frecuente observar en la
prdactica el chequeo de todos los supuestos que
estan detrds de este modelo y que hacen que éste
pueda generar respuestas adecuadas. El objetivo de
este libro es presentar el modelo estadistico cldsico

de regresion multiple con toda la formalidad posible

a los cientificos de datos. Para lograr este objetivo se
presenta una mezcla entre los fundamentos

(estadisticos y de dlgebra lineal) tedricos del modelo
y como llevarlo a la practica empleando R.
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